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1.2. Activité pédagogique

1.2 Activité pédagogique

J’enseigne I'informatique depuis 2008 (année de mon M1). J'ai effectué divers en-
seignements d'informatique en post-bac, d'abord en tant que vacataire en prépa CPGE ECE
au lycée St-Louis a St-Etienne, 3 I'université d'Aix-Marseille (vacations puis monitorat), a
I'Institute of Science and Technology Austria (module doctoral) puis a I'UJM suite a mon
recrutement. Je suis également responsable la Licence 2 d’informatique depuis 2015
et responsable de la Licence 1 Informatique depuis 2024 3 I'UJM.

En fait, mon golit pour de I'enseignement est méme bien plus ancien. En 2000, j'ai
commencé a animer des cours d'initiation a la communication et a 'audiovisuel pour des
collégiens de I'établissement St-Louis & St-Etienne.

1.2.1 Principaux enseignements

Je réalise chaque année entre 250 et 300 heures par an, toutes en informatique a la
Faculté des Sciences et Techniques (FST) de I'UJM a destination d'étudiants de niveau
Licence (L1/L2) et de niveau Master (a noter que je n'interviens plus au niveau Master).
La majorité de mes enseignements gravitent autour de la thématique “programmation et
algorithmique”. Je suis également intervenue en niveau Master pour initier les étudiants a la
méthodologie de la recherche et a l'intelligence artificielle. J'encadre chaque année des stages
de M1 et de M2 (a finalité recherche). Une des particularités de mon service est qu'il s'effectue
principalement au niveau de la L2 informatique dont je suis la responsable. Cela me
permet d’avoir un suivi quasi quotidien des étudiants et de leurs difficultés générales
pour les accompagner au mieux non seulement dans les enseignements que j'effectue, mais
également dans leur parcours universitaire (I'année de L2 est souvent cruciale pour la suite
de leurs études et leur orientation professionnelle).

1.2.2 Pratiques pédagogiques

D’un point de vue général, en plus des exercices sur feuille, qui ont I'intérét d'apprendre
aux étudiants a formaliser leurs réflexions, je trouve crucial et important de leur proposer
des mises en applications pratiques des notions étudiées en cours/TD.

Un premier exemple naturel est la programmation ou la pratique sur machine est tres
importante. En plus des séances pratiques constituées d'exercices courts avec un objec-
tif pédagogique identifié et clair, je mets en place des projets de développement avec
un aspect plus ludique (ex. implémenter un jeu vidéo simple avec une interface graphique
simple). Cependant, avec |'arrivée des agents conversationnels type ChatGPT, nous sommes
confrontés a une évolution de la discipline informatique, dont notamment la programmation.
Je travaille a une refonte progressive de mon approche pour évaluer les compétences pra-
tiques en programmation des étudiants. Plus précisément, j'essaye dans un premier temps
d'accompagner les étudiants dans la valorisation de la plus-value qu’ils peuvent ap-
porter face aux agents conversationnels. Je les incite, en particulier, a toujours remettre
en cause le code que j'écris au tableau, ce qui permet de stimuler leur esprit critique pour
les aider non seulement a remettre en question leur propre code, mais également n'importe
quel autre code fourni par une source extérieure. De plus, pour évaluer leurs compétences
pratiques, je donne aujourd'hui une tres forte importance a leur capacité d'analyse. Pour ce
faire, je les accompagne dans |'élaboration d'un protocole expérimental afin de tester leur
projet, puis j'évalue leur capacité d’analyse et de critique des résultats empiriques ob-
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1.2. Activité pédagogique

tenus ainsi que de leur code!. Dans un second temps, puisqu'ils seront trés probablement
amenés a utiliser ce genre d'agents conversationnels dans leur vie professionnelle, j'ai pour
projet de mettre en place des exercices pour les sensibiliser a |'utilisation de ces agents. Une
premiéere piste concerne la mise en place d'exercices pour comparer les résultats générés par
différents prompts, analyser ces résultats, les comprendre et évidemment les remettre en
question.

Je tiens a mentionner ma forte implication, durant la période du COVID-19, pour
assurer la continuité pédagogique durant la période de confinement. En effet, des I'an-
nonce du confinement, je me suis attelée a la mise en place de moyens de communication
en distanciel avec les étudiants. Concrétement, j'ai mis en place des serveurs discord pour
différentes promotions pour permettre non seulement I'échange entre les étudiants et les
enseignants, mais également la possibilité de dispenser des cours en distanciel. Je me suis
fortement impliquée dans I’écoute et I'accompagnement des étudiants durant cette
période compliquée. Je me suis rendue disponible quasiment 24h /24 pour répondre a leurs
difficultés scolaires et psychologiques; je sais que cela a été beaucoup apprécié. Ce type de
serveur est un outil généralement maitrisé par les étudiants, ce qui facilite significativement
I'’échange et la communication : je continue aujourd’hui a utiliser cet outil pour certaines
promotions en complément des outils plus classiques mis a disposition par I'université (type
Moodle).

1.2.3 Mise en place d’un parcours en alternance

Je me suis impliquée dans la mise en place du parcours en alternance pour la Licence
d'informatique a I'université Jean Monnet (dans ce parcours les étudiants suivent une partie
des cours de la L2/L3 informatique “classique” et seule la L3 est effectuée en alternance).
Ce parcours a ouvert en septembre 2020 et est tres apprécié des étudiants qui souhaitent
rejoindre le monde professionnel rapidement. Dans ce contexte, j'ai créé une UE spécifique
a la Licence 2 d'informatique parcours alternance intitulée “Programmation spécifique alter-
nant”. Cette UE, majoritairement pratique, a pour objectifs (i) d"approfondir les compétences
en programmation des étudiants qui réaliseront leur L3 en alternance, (ii) de commencer a
les familiariser avec les bonnes pratiques a suivre en entreprise, pour faciliter leur insertion
professionnelle.

1.2.4 Responsabilités pédagogiques

— Depuis 2015, je suis responsable de la Licence 2 informatique (effectif entre 50 et 60
étudiants par an, dans un contexte difficile ou nous ne pouvons pas dédoubler les TD, faute
de ressources humaines). Les taches liées a cette responsabilité sont les suivantes :

— Echanges permanents avec les étudiants

— Echanges avec |'équipe pédagogique et les responsables administratifs

— Animation de plusieurs réunions durant I'année

— Membre de la commission de recrutement L2/L3 sur e-candidat

— Présidente du jury de la L2 pour les parcours classiques, alternants et LAS
— Elaboration de I'emploi du temps

1. Par exemple, un projet que je propose régulierement consiste a développer un petit logiciel de com-
pression de données en utilisant le codage de Huffman. Lors de la présentation de leur projet, ils doivent
alors me fournir une analyse empirique du taux de compression obtenu par leur programme.
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1.3.

Activité scientifique

depuis 2024, je suis responsable de la Licence 1 informatique. Les taches liées a cette

responsabilité sont moindres qu'en L2 et se résument principalement a étre |'interlocutrice
privilégiée entre les responsables administratifs de la Licence 1 (commune aux maths, a la
physique et a la chimie) et le département informatique de la FST, a l'interaction avec les
étudiants concernant le parcours informatique et a étre membre du Jury de la L1.

Membre des jurys L3 et Licence d'informatique (classique, parcours alternance et LAS)

Je suis actuellement responsable de 4 UEs : 2 UEs de Programmation Impérative (au S3

et S4), UE Programmation spécifique alternants, UE Systemes d’exploitation

Membre du conseil de perfectionnement de la Licence d'informatique

1.3 Activité scientifique

1.3.

1 Productions scientifiques et publications

Cette section fait état de mes publications depuis I'obtention de mon doctorat en 2013.
La liste détaillée des publications, ainsi que les codes sources associés mis a disposition de
la communauté scientifique, sont disponibles sur mon site : emorvant.github.io

Livre : 1
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STATS), 2024

Valentina Zantedeschi; Paul Viallard; E. Morvant; Rémi Emonet; Amaury Habrard; Pas-
cal Germain; Benjamin Guedj. Learning Stochastic Majority Votes by Minimizing a
PAC-Bayes Generalization Bound Advances on Neural Information Processing Systems
(NeurlPS), 2021

Guillaume Vidot; Paul Viallard; Amaury Habrard ; E. Morvant. A PAC-Bayes Analysis of
Adversarial Robustness. Advances on Neural Information Processing Systems (NeurlPS),
2021

Paul Viallard; Pascal Germain; Amaury Habrard; E. Morvant. Self-Bounding Majority
Vote Learning Algorithms by the Direct Minimization of a Tight PAC-Bayesian C-
Bound European Conference on Machine Learning & Principles and Practice of Knowledge
Discovery in Databases (ECML-PKDD), 2021

Léo Gautheron; Pascal Germain; Amaury Habrard ; Guillaume Metzler; E. Morvant; Marc
Sebban ; Valentina Zantedeschi. Landmark-based Ensemble Learning with Random Fou-
rier Features and Gradient Boosting. European Conference on Machine Learning & Prin-
ciples and Practice of Knowledge Discovery in Databases (ECML-PKDD), 2020

Gaél Letarte; E. Morvant; Pascal Germain. Pseudo-Bayesian Learning with Kernel Fou-
rier Transform as Prior. International Conference on Artificial Intelligence and Statistics
(AISTATS), 2019

Léo Gautheron; Amaury Habrard ; E. Morvant ; Marc Sebban. Metric Learning from Imba-
lanced Data. The IEEE International Conference on Tools with Artificial Intelligence (ICTAI),
2019

Anil Goyal; E. Morvant; Massih-Reza Amini. Multiview Learning of Weighted Majority
Vote by Bregman Divergence Minimization. International Symposium on Intelligent Data
Analysis (IDA), 2018

Anil Goyal ; E. Morvant ; Pascal Germain ; Massih-Reza Amini. PAC-Bayesian Analysis for a
two-step Hierarchical Mutliview Learning Approach. European Conference on Machine
Learning & Principles and Practice of Knowledge Discovery in Databases (ECML-PKDD),
2017

Pascal Germain; Amaury Habrard ; Francois Laviolette; E. Morvant. A New PAC-Bayesian
Perspective on Domain Adaptation. International Conference on Machine Learning (ICML),
2016

Mario Marchand; Su Hongyu; E. Morvant; Juho Rousu; John Shawe-Taylor. Multilabel
Structured Output Learning with Random Spanning Trees of Max-Margin Markov
Networks. Advances on Neural Information Processing Systems (NeurlPS), 2014

Articles dans des workshops internationaux avec comité de lecture : 5

[wi]

Paul Viallard; Rémi Emonet; Pascal Germain; Amaury Habrard; E. Morvant. Interpreting
Neural Networks as Majority Votes through the PAC-Bayesian Theory. NeurlPS 2019
Workshop on Machine Learning with guarantees, 2019
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[w2]

[w3]

[w4]

[ws]

Pascal Germain ; Francois Laviolette; Amaury Habrard ; E. Morvant. A New PAC-Bayesian
View of Domain Adaptation. NeurlPS Workshop on Transfer and Multi-Task Learning :
Trends and New Perspectives, 2015

E. Morvant; Amaury Habrard ; Stéphane Ayache. Majority Vote of Diverse Classifiers for
Late Fusion. /APR International Workshops on Statistical Techniques in Pattern Recognition
& Structural and Syntactic Pattern Recognition (S+SSPR), 2014

Francois Laviolette ; E. Morvant ; Liva Ralaivola; Jean-Francis Roy. On Generalizing the C-
Bound to the Multiclass and Multi-label Settings. NeurlPS Workshop on Representation
and Learning Methods for Complex Outputs, 2014

Pascal Germain; Francois Laviolette; Amaury Habrard; E. Morvant. An Improvement to
the Domain Adaptation Bound in a PAC-Bayesian context. NeurlPS Workshop on Trans-
fer and Multi-task learning : Theory Meets Practice, 2014

Articles dans des conférences nationales avec comité de lecture : 14

[N1]

[N2]

[N3]

[N4]
[N5]
[N6]
[N7]

[N8]

[N9]

[N10]
[N11]
[N12]
[N13]

[N14]

Hind Atbir; Farah Cherfaoui; Guillaume Metzler; E. Morvant; Paul Viallard. Une borne
PAC-Bayésienne sur une mesure de risque pour I'apprentissage équitable, Conférence
Francophone sur I'’Apprentissage Automatique (CAp), 2024

Paul Viallard; Rémi Emonet; Pascal Germain; Amaury Habrard; E. Morvant; Valentina
Zantedeschi. Intérét des bornes désintégrées pour la généralisation avec des mesures
de complexité. CAp, 2022

Valentina Zantedeschi; Paul Viallard ; E. Morvant; Rémi Emonet; Amaury Habrard ; Pascal
Germain ; Benjamin Guedj. Learning Stochastic Majority Votes by Minimizing a PAC-
Bayes Generalization Bound. CAp, 2022

Paul Viallard ; E. Morvant; Pascal Germain. Apprentissage de Vote de Majorité par Mi-
nimisation d’'une C-Borne. CAp, 2021

Paul Viallard ; E. Morvant; Pascal Germain. Dérandomisation des Bornes PAC-Bayésien-
nes. CAp 2021

Paul Viallard ; Guillaume Vidot ; E. Morvant. Une Analyse PAC-Bayésienne de la Robus-
tesse Adversariale. CAp 2021

Paul Viallard ; Rémi Emonet ; Amaury Habrard ; E. Morvant ; Pascal Germain. Théorie PAC-
Bayésienne pour I’apprentissage en deux étapes de réseaux de neurones. CAp 2020

Léo Gautheron; Pascal Germain; Amaury Habrard; Guillaume Metzler; E. Morvant; Marc
Sebban ; Valentina Zantedeschi. Apprentissage d’ensemble basé sur des points de repére
avec des caractéristiques de Fourier aléatoires et un renforcement du gradient. CAp
2020

Léo Gautheron ; Pascal Germain, Amaury Habrard ; Gaél Letarte; E. Morvant ; Marc Sebban;;
Valentina Zantedeschi. Revisite des "random Fourier features” basée sur I’apprentissage
PAC-Bayésien via des points d’intéréts. CAp 2019

Anil Goyal; E. Morvant ; Massih-Reza Amini. Apprentissage d’un vote de majorité hiérar-
chique pour I'apprentissage multi-vues. CAp 2018

Léo Gautheron; Amaury Habrard ; E. Morvant; Marc Sebban. Apprentissage de métrique
pour la classification supervisée de données déséquilibrées. CAp 2018

Anil Goyal, E. Morvant, Pascal Germain. Une borne PAC-Bayésienne en espérance et
son extension a |'apprentissage multi-vues. CAp 2017

Anil Goyal; E. Morvant ; Pascal Germain; Massih-Reza Amini. Théoremes PAC-Bayésiens
pour I’apprentissage multi-vues. CAp 2016

E. Morvant. Adaptation de domaine de vote de majorité par auto-étiquetage non
itératif. CAp 2014
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Actes de conférence : 1

[P1] Vladimir Kolmogorov; Christoph Lampert; E. Morvant; Rustem Takhanov. Proceedings of

the Annual Workshop of the Austrian Association for Pattern Recognition, 2014

1.3.2 Encadrement doctoral et scientifique

1.3.2.1 Encadrements doctoraux

Depuis 2024 : Julien Bastian

Titre : Fair multi-view learning - Theory and algorithms
Co-encadrement : Christine Largeron (LabHC), Guillaume Metzler (ERIC, Lyon 2)

Depuis 2024 : Hind Atbir

Titre : Learning fair & robust kernel-based models with generalization bounds
Co-encadrement : Rémi Eyraud, Farah Cherfaoui (LabHC), Paul Viallard (Inria Rennes)

2019-2022 : Paul Viallard

Titre : Beyond PAC-Bayesian Bounds : From Disintegration to Novel Bounds
Co-encadrement : Amaury Habrard (LabHC), Pascal Germain (GRAAL, Québec)
(actuellement chercheur ISFP a I'Inria Rennes)

2017-2020 : Léo Gautheron

Titre : Learning Tailored Data Representations from Few Labeled Examples
Co-encadrement : Amaury Habrard, Marc Sebban (LabHC)

(actuellement ingénieur en sciences des données chez Synapse Défense)

2015-2018 : Anil Goyal

Titre : Learning a Multiview Weighted Majority Vote Classifier : Using PAC-
Bayesian Theory and Boosting

Co-encadrement : Massih-Reza Amini (LIG, Grenoble)

(actuellement Senior Research Scientist chez Amazon)

1.3.2.2 Encadrements post-doctoraux

2022-2024 : Marie-Ange Lébre (33%) — co-encadrée avec Amaury Habrard et Rémi
Emonet (LabHC) sur I'apprentissage profond pour la détection et classification de microor-
ganismes, financé par le projet ScanBioM en partenariat avec BioMérieux

1.3.2.3 Encadrements de stages de recherche, niveau Master

Baptiste Mathevon (M1) : PAC-Bayesian Certifications for Multi-Armed Bandits
Hind Atbir (M2) : PAC-Bayesian Fair Learning

Julien Bastian (M2) : PAC-Bayesian Fairness Through Domain Generalization
Mickaél Gault (M1) : Study of the relations between Domain Adaptation & Fairness
Julien Bastian (M1) : Random Fourier Features, PAC-Bayes and Domain Adaptation
Alexiane Fraisse (M1) : Random Fourier Features and Domain Adaptation

Luiza Dzhidzhavadze (M1) : A Multiclass C-Bound-Based Algorithm

Himanshu Pandey (M1) : A Multiclass C-Bound-Based Algorithm
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— Paul Viallard (M2) : Deep Learning and PAC-Bayes

— Omar El-Sabrout (M1) : Active Learning for PAC-Bayesian Domain Adaptation

— Loujain Liekah (M1) : Experts Combination

— Luc Giffon (M2) : Efficient anomaly detection in data stream

— Arunava Maulik (M1) : Experts Combination

— Prem Prakash (M1) : Boosting and C-bound

— Léo Gautheron (M1) : Improving the bibliometry platform Labmetry

— Benjamin Sabot (M1) : Study of the C-bound as stopping criterion for neural networks
— Soroush Seifi (M1) : A PAC-Bayesian Multiview Study

1.3.3 Animation scientifique et investissement international
1.3.3.1 Invitations

— 2019 : Conférencieére invitée lors des Journées de Statistique, Nancy, France.
Titre : When PAC-Bayesian Majority Vote meets Domain Adaptation

— 2018 : Séminaire invité a I'INRIA Lille - Nord Europe, France.
Titre : When PAC-Bayesian Majority Vote Meets Transfer Learning

— 2016 : Séminaire invité, LIVES workshop a Aix*Marseille Univ.
Titre : PAC-Bayesian Majority Vote & Domain Adaptation

— 2014 : Séminaire invité au LIG, Grenoble, France.
Titre : When PAC-Bayes meets Domain Adaptation

— 2014 : Séminaire invité au Laboratoire Hubert Curien, UJM
Titre : Domain Adaptation of Majority Votes via PV-based Label transfer

1.3.3.2 Implication dans des projets de recherche

Depuis la fin de ma these j'ai été impliquée dans les projets suivants :

— Depuis 2024 : Coordinatrice locale du projet ANR FAMOUS
Fair Multi-modal Learning
En collaboration avec les laboratoires LIS, INT, LITIS et I'entreprise Euranova

— 2022-2024 : Membre du projet ScanBioM (dans le cadre de I'AAP “Grand defi biomédicament”)
En collaboration avec I'entreprise Biomérieux.

— Depuis 2021 : Membre du projet ANR TAUDOS
Theory and algorithms for the understanding of deep learning on sequential data
En collaboration avec les laboratoires LIS, MILA et |'entreprise Euranova

— 2019-2023 : Porteuse et Coordinatrice du projet ANR APRIORI
A PAC-Bayesian representation learning perspective
En collaboration avec Inria Lille - Nord Europe.

— 2016-2019 : Membre du projet ANR LIVES
Learning with interacting viewS
En collaboration avec les laboratoires LIS, INT, LIP6.
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2018 : Porteuse du projet JCJC INS2I-CNRS PaRaFF

PAC-Bayesian Random Fourier Features

En collaboration avec Pascal Germain (Inria Lille - Nord Europe).

Ce projet d'un an a permis d'initier la rédaction du projet ANR APRIORI.

2015-2018 : Porteuse d'un projet région financé par le dispositif ARC
Financement de la thése d’Anil Goyal

2013-2014 : Membre du projet ERC Starting Grant L3VISU a I'ISTA dont le porteur
était Christoph Lampert et qui a financé mon postdoc.

1.3.3.3 Animation internationale et locale

Participation réguliere a des comités de programmes dans le cadre de conférences in-
ternationales (ex. ICML, ECML-PKDD, AISTATS, Neurips) et nationales (CAp)

Participation a I'organisation de deux conférences (IDA 2015 et OAGM 2014)
Organisation d’un workshop lors de la conférence ECML-PKDD 2014
Co-chair des démos pour la conférence ECML-PKDD 2019

Publicity chair de la conférence ECML-PKDD 2022

Experte externe lors de |'évaluation de |'appel a candidature du programme postdoctoral
“IST-BRIDGE ? des actions Marie Sktodowska-Curie en 2022

Vice-présidente (2017 a 2020) et membre fondateur de la Société Savante Franco-
phone d'Apprentissage Machine (SFFAM, ssfam.org)

Membre du bureau (2018-2020) et membre fondateur du groupe MAchine Learning
et Intelligence Artificielle (MALIA) de la Société Frangaise de Statistique

Participation a 14 comités de sélection dans le cadre de recrutements de Maitre de
Conférences en Informatique/Apprentissage automatique

Membre du CNU en section 27 (2021-2022)

En dehors des theses que j'ai co-encadrée, j'ai été examinatrice pour le jury de these de
Luxin Zhang et de celui de Tahar Allouche en 2022

1.3.3.4 Vulgarisation scientifique

2018 : Les Universitaires retournent a I’Ecole, Lycée E. Mimard, St-Etienne
Titre : Apprentissage Automatique et Adaptation de Domaine

2018 : Université pour tous, Laboratoire Hubert Curien
Titre : Qu’est-ce que |'adaptation de domaine ?

2016 : Visite d’étudiants au Laboratoire, Laboratoire Hubert Curien
Titre : Qu'est-ce que |'adaptation de domaine ?

1.3.4 Implication dans la vie du Laboratoire

Membre du conseil du Laboratoire Hubert Curien depuis 2015

Co-animatrice (2017-2022) des comptes Twitter et Facebook du Laboratoire Hubert
Curien : Diffusion grand public et scientifique des faits marquants liés au laboratoire

Sauveteur Secouriste du Travail (titulaire du PSC1 depuis 2017).

2. Détails sur le programme IST-BRIDGE : ista.ac.at/en/education/postdocs/ist-bridge.
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1.4 Résumé de mes contributions depuis ma these

Depuis ma thése, mes travaux de recherche se placent dans le cadre |'apprentissage au-
tomatique (machine learning), un sous domaine de I'intelligence artificielle. lls s'articulent
principalement autour de problématiques de I'apprentissage statistique : |'apprentissage
supervisé, I'adaptation de domaine, |'apprentissage multi-vues (ou multimodal), |'apprentis-
sage de représentation et, depuis plus récemment, |'apprentissage équitable et la robustesse.
Bien que j'étudie ces problématiques d'un point de vue général, la majorité de mes contri-
butions se basent sur la théorie PAC-Bayésienne
que j'utilise pour dériver des garanties théoriques rTﬁCHE
et de nouveaux algorithmes d'apprentissage. La | g résoudre
Figure 1.1 représente de maniére simplifiée le | @ ©@
cadre général dans lequel se situe ma recherche. %

\

Dans la suite, je fais référence aux publications % ®® _
listées dans la Section 1.3. _Q’?_; (REPRESEN]’A‘"ON)

QUELLES SONT LES GARANTIES DU MODELE _
SUR L'ENSEMBLE DES DONNEES POSSIBLES DE LA TACHE ?

OUTIL PRINCIPAL : BORNE EN GENERALISATION ]
mmmmmmmnnnee MODELE h

Figure 1.1. Représentation schématique du cadre général dans lequel mes travaux se placent : I'apprentissage
automatique. Etant donné une tiche 3 résoudre pour laquelle on dispose de données étiquetées, I'objectif
est d’apprendre une modéle capable de répondre a la tache sur des données non-observées. La question
cceur de mes contributions est I'étude des garanties théoriques du modéle appris sur ces nouvelles données
en utilisant des bornes en généralisation.

1
erreur(h) < erreur_empirique(h) + f(complexité(h), r)
n e donnees
J

v 4

1.4.1 Théorie PAC-Bayésienne

La théorie PAC-Bayésienne, introduite par SHAWE-TAYLOR et WILLIAMSON (1997), est
un outil issu de la théorie de I'apprentissage statistique pour dériver des bornes probabilistes
(dites PAC pour Probabilistic Approximately Correct, VALIANT (1984)) pour estimer, pour
une tache donnée, a quel point un modéle, appris a partir de données observées, est capable
de généraliser sur de nouvelles données (pour la méme tache, i.e. des données tirées selon
la méme distribution de probabilité). Autrement dit, les garanties sont exprimées a |'aide de
bornes probabilistes majorant I'espérance des erreurs commises par le modeéle (appelée erreur
en généralisation). Classiquement, ces bornes font intervenir un compromis entre les erreurs
commises sur les données d'apprentissage (appelée erreur d'apprentissage) et une mesure
de complexité de la famille de modeles considérée. L'idée sous-jacente de ce type de bornes
est que pour apprendre un modele performant, il faut que ce dernier soit capable de traiter
correctement les données d'apprentissage tout en évitant le sur-apprentissage : pour cela, il
faut limiter la complexité du modeéle appris (la mesure de complexité a donc une influence
forte sur le modele appris). Les approches les plus classiques de la littérature telles que les
bornes basées sur la dimension de Vapnik-Chervonenkis (VAPNIK et CHERVONENKIS, 1968)
ou la complexité de Rademacher (BARTLETT et MENDELSON, 2002) permettent d'obtenir des
bornes “en pire cas” (i.e., pour tous les modeéles de la famille considérée).

La particularité de la théorie PAC-Bayésienne est que les bornes s’expriment en espérance
sur la famille de modeles. Cela permet d'obtenir des garanties statistiques sur la qualité
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de modeéles pouvant étre définis comme un vote de majorité pondéré> (autrement dit,
une combinaison pondérée des modeles de la famille considérée), ou comme un modéle sto-
chastique (souvent appelé classifieur de Gibbs en PAC-Bayes). Ces bornes ont I'avantage
(i) d'étre calculables a partir des données dont on dispose (les données d'apprentissage),
(ii) d'étre une source d'inspiration dans la conception d'algorithmes efficaces de minimisa-
tion des bornes, (iii) de pouvoir étre directement optimisables pour obtenir des algorithmes
auto-certifiés, et (iv) de pouvoir faire intervenir la diversité/complémentarité des fonctions
combinées. En général, ces algorithmes construisent la combinaison de la maniére suivante :
étant donné une distribution (i.e., des poids) a priori sur I'ensemble des fonctions intervenant
dans la combinaison et un ensemble de données d'apprentissage, |'objectif est d'apprendre
une distribution a posteriori (sur I'ensemble des fonctions) permettant de minimiser la borne,
c'est-a-dire de minimiser |'espérance des erreurs commises par la combinaison. La majorité
de mes contributions [J3,J5,J6,J7,C2,C4,C7,C10, C11,W1,W2,W3,W4,W5] se placent dans ce
cadre et proposent des analyses théoriques et des algorithmes dans les problématiques
résumées dans les Sections 1.4.2 a 1.4.6.

Il est important de préciser que la théorie PAC-Bayésienne a été peu étudiée jusqu'a
I'avenement des techniques d'apprentissage profond au milieu des années 2010. En effet,
bien que les bornes PAC-Bayésiennes s'expriment en termes d'espérance sur un ensemble de
fonctions/modeles, elles permettent, en général, d'obtenir des bornes plus informatives et
plus précises que les théories plus classiques telles que les bornes basées sur la dimension VC.
Dans cette dynamique et dans le contexte de la these de Paul Viallard, nous avons obtenu,
en plus des contributions citées ci-dessus, plusieurs avancées en théorie PAC-Bayésienne
générale visant a s'affranchir de certains de ses défauts et a améliorer des bornes et al-
gorithmes qui en découlent. Plus particulierement, nous avons développé des algorithmes
auto-certifiés* FREUND, 1998 adaptés a |'apprentissage des votes de majorités [C3,C5].
Nous avons également proposé des méthodes pour s'affranchir de I'aspect stochastique des
bornes PAC-Bayésiennes en proposant une nouvelle approche de désintégration des bornes
[J1]. Cela a pour intérét de permettre |'adaptation des résultats a des modeéles plus généraux
que les votes de majorité ou que les modeles stochastiques. Enfin, une contribution [C2] qui
me semble majeure pour la communauté scientifique est la dérivation de bornes permettant
d'incorporer une mesure de complexité définie par I'utilisateur. Cette derniere contribu-
tion ouvre de nombreuses pistes pour le développement, non seulement, de nouveau résultats
théoriques en apprentissage automatique, mais également, de méthodes d’apprentissage.

1.4.2 Apprentissage de Représentation

Une étape clef, au coeur de la thése de Léo Gautheron et du projet ANR APRIORI,
qui détermine le succes de toute tache d'apprentissage automatique (plus généralement en
science des données) est la construction d'une représentation des données permettant de
faciliter leur traitement. En effet, si cette représentation n'est pas suffisamment pertinente
pour une tache particuliere, cette tache ne pourra pas étre résolue. Jusqu'a I'arrivée des
méthodes d'apprentissage automatique de représentation, |'étape cruciale de la construction
d'une représentation était réalisée “a la main"”. Aujourd'hui, une des approches les plus po-
pulaires en apprentissage de représentation repose sur les réseaux de neurones profonds

3. De nombreux modeles d'apprentissage automatique s'expriment comme un vote de majorité, c’est par
exemple le cas des foréts aléatoires ou des SVM.

4. Un algorithme auto-certifié (self-bounding algorithm) optimise directement une borne en
généralisation, garantissant que le modeéle appris est accompagné de garantie théorique sur sa performance.
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(deep learning), qui ont permis d'importantes avancées dans de nombreux domaines d’appli-
cations (vision par ordinateur, traitement automatique de la langue, bio-informatique, etc).
Cependant, le succes de ces méthodes ne repose que sur peu de résultats théoriques. D'autres
approches d'apprentissage, rassemblées sous le terme d'apprentissage de métrique, sont
mieux comprises d'un point de vue théorique, comme les méthodes a noyaux, mais leurs
succes en apprentissage de représentation sont actuellement moins retentissants.

J'ai amorcé, par le biais du projet JCJC INS2I-CNRS PaRaFF (2018), I'étude théorique
de I'apprentissage de représentation sous I'angle de la théorie PAC-Bayésienne encore peu
exploré jusqu'ici. C'est ce projet qui nous a permis de mettre en place les fondements du
projet ANR APRIORI dont j'ai été la responsable scientifique coordinatrice. Cela a pris la
forme d'une contribution [C7] dans laquelle nous avons proposé une ré-interprétation PAC-
Bayésienne de la méthode d’approximation d'une fonction noyau connue sous le nom de
Random Fourier Features. Dans le contexte de la thése de Léo Gautheron, cette in-
terprétation nous a permis de développer un nouvel algorithme d'apprentissage de métrique
dans le cadre de la classification binaire [C6] qui a I'intérét de pouvoir considérer tres peu
de données (contrairement aux réseaux de neurones profonds). Durant cette these, nous
avons également proposé un algorithme d’apprentissage de métrique “classique” (en ap-
prenant une métrique de type Mahalanobis) dans le cas de la classification de données
déséquilibrées [J2,C8]. A noter également que les résultats obtenus dans le contexte de
la thése de Paul Viallard, cités dans la section précédente, ont pu étre appliqués et testés
efficacement sur des réseaux de neurones.

1.4.3 Apprentissage supervisé et vote de majorité

Dans le cadre de la classification supervisée ou |'objectif est d'apprendre un modele de
classification a partir de données étiquetées, il existe de nombreux types de modeles. Depuis
ma theése, déja en lien avec la théorie PAC-Bayésienne, je m'intéresse aux modeles s'ex-
primant comme une combinaison pondérée de fonctions (ce type de modéles fait partie des
méthodes ensemblistes). Dans ce cadre, nous avons donc fait appel aux outils PAC-Bayésiens
permettant d'apprendre des votes de majorité pondérés. Pour ce faire, nous avons étudié une
borne sur |'erreur du vote de majorité qui fait intervenir un compromis entre performance
et diversité des fonctions (avec I'idée qu'une combinaison n'a de sens que si les fonctions
apportent de I'information suffisamment complémentaire). Cette borne est connue sous le
nom de C-borne en théorie PAC-Bayésienne®. Dans ce contexte, MinCq (ROY et al., 2011)
est le premier algorithme de classification binaire dont I'objectif est de minimiser la C-borne.
Dans la continuité de ma these, nous avons proposé une adaptation de cet algorithme pour
ajuster plus précisément les poids intervenant dans la pondération des fonctions [J7]. Nous
avons appliqué cet algorithme a I'apprentissage d'une combinaison de fonctions de type k-
NN (avec différentes valeurs de k), avec I'idée que la considération de différents voisinages
apporte une information plus riche qu'un seul k-voisinage. Bien que justifiées par des bornes
PAC-Bayésiennes, ces contributions sont plutot algorithmiques, sans intervention de la
borne en généralisation associée a la C-borne. Nous nous sommes intéressés a ce probleme
en dérivant de nouveaux résultats théoriques pour le vote de majorité pour adapter la C-
borne a de la classification multiclasse et multilabel [J5,W4], puis en développant des
algorithmes auto-certifiés pour la minimiser [C5] (i.e., des algorithmes qui optimisent

5. La “C-borne” a été introduite en apprentissage automatique par BREIMAN (2001) dans le cadre des
Random Forest.
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1.4. Résumé de mes contributions depuis ma these

directement la borne en généralisation). L'ensemble de ces résultats peut non seulement
s'appliquer a I'apprentissage supervisé, mais également a |'apprentissage multi-vues.

1.4.4 Apprentissage Multi-vues

L'objectif de I'apprentissage multi-vues (ou multimodal) est de permettre la prise en
considération, lors de I'apprentissage, de différentes représentations des données et en par-
ticulier de leur complémentarité et diversité. Cette problématique peut étre vue comme
I'apprentissage d'une combinaison de modeles appris a partir de différentes représentations,
vues ou modalités des données (on parle parfois de fusion tardive). La C-borne évoquée
ci-dessus apparait donc comme une solution naturelle a cette problématique, puisqu'elle per-
met de prendre en considération la diversité/complémentarité des fonctions impliquées dans
la combinaison. A partir de la C-borne, une de mes premiéres contributions lors de mon
post-doctorat a été d'adapter I'algorithme MinCq au cas spécifique de la fusion tardive pour
du ranking d'images [W3].

Cet intérét pour |'apprentissage multi-vues, m'a permis d'intégrer, au moment de mon
recrutement en tant que Maitre de Conférences, le projet ANR LIVES dont I'apprentissage
multi-vues était le fil conducteur. Durant ce projet et la these d'Anil Goyal, nous avons
proposé la premiére étude théorique PAC-Bayésienne de I'apprentissage multi-vues
lorsque I'on considere plus de deux vues [C10]. Cette étude théorique nous a permis de
dériver plusieurs algorithmes d'apprentissage permettant de considérer différentes vues tout
en considérant leur complémentarité [J4,C9].

1.4.5 Adaptation de Domaine

En apprentissage supervisé, nous supposons généralement que le modéle appris sera ap-
pliqué sur de nouvelles données issues de la méme tache, c'est-a-dire de la méme distribution
sous-jacente des données. Cependant, cette hypothése forte est difficile a vérifier pour des
taches réelles. En effet, de nombreuses applications requiérent que le modeéle soit capable
de s'adapter a une nouvelle distribution de données (par exemple suite a un changement
de méthode ou de matériel d'acquisition). L'adaptation de domaine, un sous-domaine de
I'apprentissage par transfert, a donc pour objectif de proposer des méthodes d'apprentissage
capable d'apprendre, a partir de données issues d'une tiche source (le domaine source),
un modeéle efficace sur des données issues d'une tache cible (le domaine cible, pour lequel
nous ne disposons que de peu d'information). Dans ce cadre, durant ma thése, nous avons
développé la premiere théorie PAC-Bayésienne pour I’adaptation de domaine permet-
tant, d'une part, d'obtenir des garanties théoriques sur la tache cible et, d'autre part, de
dériver des algorithmes. A la suite de ma thése, nous avons amélioré ce résultat pour propo-
ser une analyse théorique plus fine de I'adaptation de domaine en tirant parti des spécificités
du PAC-Bayes [J3,J6,C11,Ww2,W5]. Cette analyse apporte une philosophie différente et origi-
nale sur la maniere de s'attaquer a I'adaptation de domaine. En effet, la théorie classique
de I'adaptation de domaine suggere qu'il faut apprendre une représentation dans laquelle les
données sources et les données cibles seront indiscernables tout en gardant de bonnes garan-
ties en généralisation pour la tache source. Autrement dit, il faut trouver un bon compromis
entre minimisation de |'erreur sur les données sources et minimisation d'une distance entre les
deux domaines. Notre point de vue PAC-Bayésien suggere, quant a lui, que pour apprendre
une bonne combinaison de fonctions, il faut trouver un bon compromis, pondéré par la dis-
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tance entre les deux domaines, entre les erreurs jointes ® des fonctions sur les données sources
et la diversité des fonctions sur les données cibles. Il est important de noter que la théorie de
I'adaptation de domaine est une problématique que j'étudie depuis mon stage de recherche
en Master 2. De ce fait, j'ai pu acquérir une expertise ayant mené a la co-rédaction d’un
livre sur I'état de I'art de la théorie de I'adaptation de domaine dans toute sa généralité [L1].

1.4.6 Apprentissage Equitable et Robuste

Aujourd'hui, un des objectifs du projet ANR FAMOUS, qui a débuté en 2024 et dont je suis
membre, est de s'attaquer a I'apprentissage multi-vues pour apprendre des modeles équitables
et robustes. Les modeéles issus des méthodes d'apprentissage automatique sont souvent for-
tement biaisés et aménent a des prises de décisions non équitables. Cet inconvénient majeur
est une problématique tres importante et la question de |'équité des méthodes d'appren-
tissage automatique fait partie de I'un des axes prioritaires dans la stratégie nationale du
plan IA France 2030. Le comportement non équitable des méthodes est principalement di
aux biais présents dans les données utilisées lors de |'apprentissage. Bien que les bornes en
généralisation classiques soient capables d’estimer dans quelles mesures |'erreur d'un modele
sur les données d'apprentissage est un bon estimateur de son erreur sur de nouvelles données
(pour la méme tache), elles n'apportent pas nécessairement de garantie sur |'équité des
modeles face aux biais intrinséques des données ou de la structure du modele, ni sur la ro-
bustesse des décisions face a des attaques extérieures. Un premier résultat, issu de la these
de Paul Viallard, est la premiere analyse théorique PAC-Bayésienne de la robustesse
face a des attaques [C4]. Un second résultat [C1] prend le point de vue de I'attaquant en
proposant une extension des attaques dites universelles basées sur une analyse théorique (non
PAC-Bayésienne).

Bien que n'ayant encore pas de publication dans le domaine de I'apprentissage équitable,
une partie de mes travaux actuels se placent dans ce cadre avec, entre autres, le projet ANR
FAMOUS et le début, en 2024, de deux théses que je co-encadre. Une premiere, directement
financée par le projet FAMOUS, s'intéresse plus particulierement a I'apprentissage multi-
vues, la seconde, financée par I'Ecole Doctorale SIS, a pour objectif premier de dériver des
bornes en généralisation PAC-Bayésienne pour |I'apprentissage équitable et robuste.

1.5 Organisation de ce manuscrit

Il ressort du résumé précédent que la majorité de mes contributions s'inscrit dans le
cadre de la théorie PAC-Bayésienne. La suite de ce manuscrit retrace, en quelque sorte, mon
parcours scientifique au sein de cette théorie depuis la fin de ma theése. Plus précisément :

— Le Chapitre 2 rappelle les notions nécessaires a la compréhension des bornes en
généralisation avec un focus sur la théorie PAC-Bayésienne.

— La Partie |l présente les analyses théoriques PAC-Bayésiennes qui ont servi de sources
d'inspiration pour le développement d'algorithmes dans le cadre de I|'apprentissage
multi-vues, de |'adaptation de domaine et de |'apprentissage a partir de Random Fourier
Features.

6. L'erreur jointe comptabilise une erreur lorsque si deux fonctions commettent une erreur sur une méme
donnée.

-17 -



1.5. Organisation de ce manuscrit

— La Partie Ill se concentre sur les résultats théoriques directement optimisables pour
concevoir des algorithmes auto-certifiés, pour les votes de majorités et la robustesse
adversaire.

— Enfin, la Partie IV explore I'obtention de nouvelles bornes, sortant des sentiers bat-
tus et ouvrant la voie a de nouveaux résultats et a de nouvelles perspectives pour
le développement d'algorithmes auto-certifiés dans divers cadres de |'apprentissage
automatique.

Ce manuscrit témoigne ainsi de |'évolution de mes travaux et des apports méthodologiques
qu'ils offrent a la communauté scientifique, tout en soulignant leur potentiel pour enrichir
les applications pratiques.
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Avant-propos

Afin de simplifier la lecture et d'alléger ce manuscrit :
e aucune preuve des résultats théoriques n'est présentée;

e seul un résumé des expériences menées est présenté.

Toutes les preuves et les résultats expérimentaux disponibles au moment de
leur publication figurent dans les articles associés.
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Contexte

Ce chapitre introduit rapidement certaines notions essentielles a la compréhension des contri-
butions présentées dans ce manuscrit.

2.1 Introduction

L'apprentissage statistique, introduit par VAPNIK et CHERVONENKIS (1968, 1971), est lié
a la théorie d'études statistiques sur les processus empiriques. L'ensemble de mes travaux
s'intéresse au paradigme de la classification supervisée qui s'oppose a celui de la classification
non supervisée (par exemple le clustering) pour laquelle nous ne disposons d'aucune super-
vision sur la classe des données observées. La classification supervisée se formalise comme
I'apprentissage ou la construction d'une fonction (souvent appelée hypothése, modeéle, classi-
fieur ou classificateur) a partir d'un ensemble d'apprentissage composé de données observées
et étiquetées supposées indépendantes et identiquement distribuées selon une distribution
de probabilité inconnue qui modélise la tache étudiée. Dans ce cadre, le modéle appris doit
non seulement bien s'adapter aux données observées, mais surtout étre performant sur de
nouvelles données. Autrement dit, il doit étre capable de généraliser sur I'ensemble de la dis-
tribution des données. Cependant, puisque cette distribution est inconnue, il est impossible
de mesurer directement et empiriquement la capacité en généralisation d'un modeéle sur des
données jamais observées. Une question fondamentale, qui est au coeur de ce manuscrit,
est donc I'obtention de garanties théoriques concernant cette capacité en généralisation.
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2.2. La classification supervisée — Formalisation

Ce genre de garanties prend souvent la forme d'une borne sur le risque du modele sur la
distribution, i.e. le risque réel ou I'erreur en généralisation, et fait intervenir des quantités
mesurables ou estimable a partir d’'un échantillon de données. Ces bornes sont appelées
“bornes en généralisation.”

2.2 La classification supervisée — Formalisation

Soit XCRY un espace d'entrée de dimension d et Y un espace d'étiquetage ou de classes
(en classification binaire Y = {—1,+1}, en classification multiclasse Y = {1,2,...,[} avec
[ > 2. La tache d’apprentissage est modélisée par une distribution de probabilité jointe fixée
et inconnue D sur Xx Y. Etant donné une famille d'hypothéses H définie comme un ensemble
(fini ou infini) de fonctions h : X—'Y que I'on appellera indistinctement hypothéses, modéles,
votants ou classifieurs, |'objectif de I'apprenant est de trouver le modele h € H qui capture
au mieux la relation entre X et Y modélisée par D. En classification supervisée, |'apprenant
dispose d'un ensemble d'apprentissage constitué d'exemples déja étiquetés, défini ci-dessous.

Définition 2.2.1 (Ensemble d’apprentissage). Un ensemble d'apprentissage S est un en-
semble de m variables aléatoires indépendamment et identiquement distribuées (i.i.d.)
selon une distribution D sur XxY. Il est défini par

S = 6 {(mez‘)} = {(Xzayz>}zl € (XxY)™,

ou Vie{l,....,m}, (xiy;)~D et S:{(xi,yi)} ~ D™,

=1

avec D™ la distribution de m exemples suivants D. On a D™(S)=]] D((xi,yi)).

i=1

A I'aide de I'information portée par I'ensemble d'apprentissage S, I'apprenant doit choisir
un modele h dans H, de telle sorte que ce modele h décrive au mieux la relation entre
X et Y. Autrement dit, h doit avoir une bonne qualité en généralisation : étant donné un
nouvel exemple (x,y) tiré aléatoirement selon D, la prédiction h(x) du modele doit étre
la plus proche de la vraie valeur de y. Pour mesurer cette qualité, on fait généralement
appel a une fonction perte ¢ : Hx (XxY) — [0,1] qui associe un coiit ¢(h, (x,y)) a la
prédiction de h sur I'exemple (x,y). Cette notion sert, en général, a évaluer une mauvaise
réponse relativement a la fonction perte. L'espérance de ce colit sur les données tirées selon
la distribution D est appelée le risque réel et est défini ci-dessous.

Définition 2.2.2 (Risque réel). Soit une fonction perte £ : Hx (XxY) — [0, 1], le risque
réel (ou encore I'erreur en généralisation) R}, (h) d'un modele h de H sur une distribution
de données D sur XxY est

Rp(h)= E _L(h, (x,y)).

(x,y)~D

Le meilleur modele est donc celui qui minimise ce risque réel. Or, quel que soit le modéle A,
son risque réel Rep(h) ne peut pas étre calculé car la loi de probabilité D sur X xY est inconnue.
Les seules informations disponibles sont celles portées par I'ensemble S. En pratique, le risque
réel est donc “estimé” a I'aide du risque empirique évalué sur S et défini comme suit.
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Définition 2.2.3 (Risque empirique). Soit une fonction perte ¢ : Hx (XxY) — [0, 1], le
risque empirique ﬁé(h) d’'un modeéle h de H sur un ensemble de m exemples S ~ D™ est

m

Zﬁ(h, (X6, ¥i))-

=1

N 1
Rs(h) = —
s(h) = —

Dans le meilleur des mondes, nous disposerions d'une infinité d'exemples d'apprentissage
et trouver le modele qui minimise le risque empirique serait la stratégie la plus pertinente.
En réalité, le nombre d'exemples disponibles m est limité et il existe souvent un modele h
(parfois complexe) d'erreur empirique nulle. Face a de nouvelles données jamais observées, ce
modele, parfait en apparence, ne montrera pas toujours de bonnes performances et I'erreur
réelle pourra s'avérer — beaucoup — plus élevée que |'erreur empirique : c’est le phénomene
de sur-apprentissage. Pour éviter ce probleme d'apprentissage “par coeur”, une solution est
de considérer le compromis biais/variance, se résumant principalement en un juste équilibre
entre 'erreur empirique et la complexité de I'ensemble d’hypothéses : selon le principe du
rasoir d'Occam, a performance égale, on préfére un modele simple a un modeéle complexe.

2.3 Les bornes en généralisation en quelques mots

Le principe énoncé ci-dessus peut se justifier avec des garanties théoriques appelées bornes
en généralisation. La quantité d'intérét pour dériver des bornes en généralisation est I'écart
en généralisation (generalization gap) "R%(h) — ﬁg(h) qui permet d'estimer a quel point le
risque empirique d'un modeéle peut étre proche de son risque réel. Pour ce faire, les bornes
en généralisation dites PAC (Probably Approximately Correct) (VALIANT, 1984) majorent
le risque réel avec grande probabilité sur le choix aléatoire de I'ensemble d'apprentissage
S~D™. Ce type de borne a la forme suivante :

P [R%(h) < @} > 14, (2.1)
S~Dm

ou ® >0 et €]0,1]. Ainsi, avec une probabilité d’au moins 1—¢ (le Probably du terme
PAC), le risque réel du modele h est majoré par ® (le Approximately Correct de PAC).
A partir de cette formulation, VALIANT (1984) a introduit la “PAC-apprenabilité” (PAC-
learnability) : un ensemble d’hypothéses H est PAC-apprenable si I'Equation (2.1) reste vraie
quand le nombre d'exemples m est polynomial en % et é. Pour obtenir @, en pratique, on
utilise des inégalités de concentration qui permettent de borner une espérance (ici, le risque
réel) par son estimation empirique (ici, le risque empirique).

2.3.1 Bornes en convergence uniforme
2.3.1.1 Définition générale

En fait, le premier cadre théorique pour dériver des bornes en généralisation PAC a été
introduit par VAPNIK et CHERVONENKIS (1968, 1971) : les bornes en convergence uniforme.
Ce sont des bornes qui, étant donné un ensemble d’hypotheses H, restent valables pour
toutes les hypotheses de H. Elles ont la forme suivante.
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Définition 2.3.1 (Borne en convergence uniforme). Soit ¢ : [0,1]>*—~R une mesure de
I'écart en généralisation. Etant donné une distribution D sur XxY, un ensemble d’hy-
pothéses H et une fonction perte ¢ : Hx (XxY) — [0,1], s'il existe une fonction
®, :10,1]—R, telle que pour tout 6 €]0,1] on a

2, |5 o (Ro(h). Ro(1)) < 0uio)] > 1 22)

S~D™ | heH

alors I'Equation (2.2) est une borne en convergence uniforme.
En général, on peut considérer gb(R%(h), ﬁé(h)) = ’R%(h) - ﬁé(h)‘

Avec une probabilité d'au moins 1 — § sur le choix aléatoire de I'ensemble S~ D™, une
borne en convergence uniforme majore |'écart en généralisation pour toutes les hypothéses
h € H avec ®,(d). On parle souvent de bornes en “pire cas” puisque considérer toutes les hy-
potheses revient a majorer |'écart en généralisation par une borne supérieure sur le plus grand
écart en généralisation : I'hypothese associée a ce plus grand écart est la “pire” hypothése
de H. Ainsi, sachant que ®,(d) dépend! également de de m, si lim,, s, ®,(6) =0, avec
une probabilité d'au moins 1—0 sur S~ D™, le risque empirique converge uniformément sur
H vers le risque réel. Cette convergence uniforme implique que ®,(9) dépend d'une mesure
de complexité qui doit capturer la performance de la pire hypothése de H.

2.3.1.2 Convergence uniforme pour un ensemble fini d’hypothéses

Lorsque I'ensemble d'hypotheéses est fini, une mesure de complexité simple et naturelle
est le cardinal de H noté card(H). Cette mesure implique que plus on a d’hypothéses, plus
la complexité est grande. La borne en généralisation ci-dessous est une instanciation de la
Définition 2.3.1 (e.g., MOHRI et al. (2012) pour plus de détails).

Théoréme 2.3.1 (Borne en généralisation pour H fini). Etant donné une distribution D
sur XxY, un ensemble fini d"hypothéses H (i.e., card(H)< + o0) et une une fonction perte
¢ Hx(XxY) — [0, 1], pour tout § €]0,1] on a

¢ ~0 In card(H) + In }
v _ < > 11—
S P [sup [Ro(h) Rs(h)’ _\/ - >1-6 (2.3)
D, (0)
L’Equation (2.3) implique la borne supérieure? suivante :

In card(H) + In }

2m

1-9.

~

P [\m €H, RL(h) <Rs(h) +\/

1. Afin de simplifier la lecture, nous utilisons la notation ®,(d) au lieu de ®,(d, m).
2. Plus précisément, I'Equation (2.3) est équivalente au résultat suivant qui combine la borne inférieure

et la borne supérieure : Ps.pm[Vh € H, ﬁg(h) — B, (0) < RS () < R’i(h) + Dy (d)] > 1-4.
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Puisque la complexité est ici le cardinal de H, son calcul peut étre facile. Cependant, cette
borne ne converge pas quand card(H) est grand. Par exemple, si card(H) >e™ pour m €N,
la borne est [<\/ (In card(H)+1In %) En pratique, H est grand, voir infini, il est donc
nécessaire d'avoir des bornes en généralisation pour de tels ensembles.

2.3.1.3 La dimension de Vapnik-Chervonenkis

La dimension VC (VAPNIK et CHERVONENKIS, 1968, 1971), rappelée ci-dessous, permet
d'obtenir des bornes en généralisation pour des ensembles infinis d'hypotheéses avec la fonc-
tion perte 0-1 définie par (o1 (h, (x,7y)) = 1[h(x) # y].

Définition 2.3.2 (Dimension VC). La dimension VC, notée vc(H), d'un ensemble d'hy-
potheses H en classification binaire est définie comme le nombre maximum m d'exemples
tel qu'on puisse toujours trouver une fonction h € H qui classe parfaitement ces m
exemples, quelle que soit leur étiquette :

vc(H) = max {m : VS € (XxY)™, 3h € H telle que Rs(h) = 0},

m

2601 (x,9))

=1

. 1
ou —
m

La dimension VC correspond donc a la quantité maximale de données telle qu'il existe une
hypothese de H qui soit consistante avec n'importe quel étiquetage. Cette définition permet
de prouver la borne suivante (MOHRI et al., 2012, Th3.17, Cor 3.18-19).

Théoréme 2.3.2 (Borne en généralisation basée sur la dimension VC). Etant donné une
distribution D sur XxY et un ensemble H tel que VheH, h : X — {—1,+1}, pour tout
9 €]0,1], on a

m 2m

P |sup [Rp(h) — ﬁs(h)] < \J 2ve(H) (

S~P™ | heH

Dy ()

De maniére équivalente, on a

2vc(H) (1 +1In ﬁ) . % -

S~Dm m 2m

P |VheH, Rp(h)<Rs(h) +¢

Cette borne indique qu'avec une confiance de 1—4, le risque empirique d'une hypothése
tend vers son risque réel lorsque la taille m de I'ensemble d'apprentissage augmente, et ce,
d'autant plus “vite” que la dimension VC est faible. Quand la dimension VC de H est finie,
la loi des grands nombres et la convergence uniforme impliquent que le risque empirique de
I'hypothése qui minimise le risque empirique et son risque réel convergent tous les deux en
probabilité vers le minimum du risque sur H. Lorsqu'un algorithme d'apprentissage permet
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de vérifier cette propriété, on dit qu'il est consistant. Par exemple, on peut prouver que
I"algorithme ERM est consistant (VAPNIK, 1998) 3.

En pratique, bien que calculable lorsque vc(H) est connue, un des inconvénients de cette
borne, est que vc(H) peut étre difficile a calculer (ou méme valoir I'infini). De plus, elle
est définie uniquement pour la classification binaire avec la perte 0-1. La section suivante
présente une extension basée sur la complexité de Rademacher (BARTLETT et MENDELSON,
2002) permettant de considérer le cas de la classification multiclasses.

2.3.1.4 La complexité de Rademacher

Intuitivement, la complexité de Rademacher (BARTLETT et MENDELSON, 2002) mesure la
capacité d'un ensemble d'hypothéses a résister au bruit et peut amener a des bornes plus
précises que celles basées sur la dimension VC.

Définition 2.3.3 (Complexité de Rademacher). La complexité de Rademacher, notée
rad(H), d'un ensemble d'hypothéses H pour une fonction perte ¢ : Hx (XxY) — [0, 1]
est définie par

1 m
rad(H) = sNEDm {m,...,rEn}NlCm ilég o Z:ZI ki (R (Xi, 93)),

oll K est la distribution de Rademacher, i.e., K(+1)=K(—1)=3.

Etant donné un ensemble d'apprentissage S ~ D™ et les variables de Rademacher
{K1,.. ., Km}~K™, le supremum sur I'ensemble H est atteint quand la perte ¢(h, (x;,y;))
est maximisée, resp. minimisée, pour k;= + 1, resp. k;= — 1. Tandis que la dimension VC
considere |'étiquetage le plus difficile pour H, la complexité de Rademacher peut étre vue
comme |'espérance sur tous les étiquetages possibles. Autrement dit, la complexité de Rade-
macher mesure la capacité a apprendre a partir d'étiquettes aléatoires. En utilisant I'inégalité
(de concentration) de McDIARMID (1989), BARTLETT et MENDELSON (2002) ont dérivé la
borne en généralisation suivante.

Théoréme 2.3.3 (Borne en généralisation basée sur la complexité de Rademacher). Etant
donné une distribution D sur XxY, un ensemble d'hypothéses H et une fonction perte
¢ Hx(XxY) — [0, 1], pour tout § €]0,1], on a

Ini

RY(h) — Rs(h)| < 2rad(H) + 1/ —2 | > 1-4.

P
sup om

S~D™ | heH

Dy (5)
De maniére équivalente, on a
1

_ 1
P [Vh €H, RL(h) <Rs(h)+2rad(H) + 2“5} > 1-4.

S~Dm m

3. Voir la Prop. 4.1 de MOHRI et al. (2012) pour des détails sur la consistance de ERM.
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2.3. Les bornes en généralisation en quelques mots

L'écart en généralisation est ici majoré par un compromis entre la complexité de Radema-
cher de H et un terme qui tend a étre faible lorsque m est grand. Comme avec la dimension
VC, si rad(H) (ou une borne supérieure) est connue, la borne en généralisation est calculable
pour toutes les hypotheses de H. Cependant, a l'instar des bornes basées sur la dimension
VC, ces bornes peuvent étre vues comme une analyse en pire cas. En effet, la valeur de la
borne est la méme pour toutes les hypothéses de H, allant de la meilleure a la pire (associée
au plus grand écart en généralisation).

Un inconvénient de ces analyses en pire cas est que |'obtention de bornes précises (i.e.,
®,(0) <1) est difficile. Pour contourner ce probléeme, des bornes prenant en compte |'explo-
ration de I'ensemble d'hypotheses par I'algorithme d'apprentissage ont été dérivées.

2.3.2 Bornes en généralisation dépendantes d’un algorithme

La maniere dont I'ensemble d'hypotheses H est exploré dépend de I'algorithme d'appren-
tissage. |l est donc important de relier les capacités en généralisation aux spécificités de
I'algorithme utilisé. Dans cette section, nous considérons un algorithme d’apprentissage qui
prend en entrée un ensemble d'apprentissage S € (XxY)™ et qui renvoie une hypothése hs.
L'ensemble des hypotheses est alors noté H = {hs}sc(xxy)m. Une borne en généralisation,
qui dépend d'un tel algorithme, a la forme suivante.

Définition 2.3.4 (Borne dépendante de I'algorithme). Soit ¢ : [0,1]*> — R une mesure
de I'écart en généralisation. Etant donné une distribution D sur XxY, un ensemble
d'hypothéses H et une fonction perte ¢ : Hx (XxY) — [0, 1], s'il existe une fonction
®, :]0,1] =R, telle que pour tout §€]0,1] on a

S~Dm

P, [0(Rb(hs), RE(hs) < @(6)] = 13 (24

alors I'Equation (2.4) est une borne dépendanAtee de I"algorithme considéré.
En général, ¢(R(hs),Rs(hs)) = R5(hs)—Rg(hs) et hs est I'hypothése apprise par
I'algorithme avec S~D™.

Pour obtenir une valeur de borne ®,(9), il faut prendre en compte une propriété de I'algo-
rithme. Nous rappelons les propriétés de stabilité uniforme (BOoUSQUET et ELISSEEFF, 2002)
et de robustesse algorithmique (XU et MANNOR, 2010) dans les Sections 2.3.2.1 et 2.3.2.2.

2.3.2.1 La stabilité uniforme

Les résultats principaux de BOUSQUET et ELISSEEFF (2002) exploitent la capacité d'un
algorithme a produire un résultat suffisamment stable face a de légeres modifications de
I'ensemble d'apprentissage.

Définition 2.3.5 (Stabilité uniforme). Soit H={hs}sc(xxy)= un ensemble d'hypotheses et
¢ : HX(XxY)— [0, 1] une fonction perte, un algorithme admet une stabilité uniforme Bs si

sup sup |l(hs, (x,y)) — l(hs, (X, y))| < Bs,
S,S'e(XxY)™  (x,y)EXXY
t.q. A(S,8)=1

ou A(S,S)=>" T[(xi,45) # (X}, y.)] est la distance de Hamming entre S et S'.
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2.3. Les bornes en généralisation en quelques mots

Un algorithme est stable, si pour deux ensembles S et S’ qui ne difféerent que d'un seul
exemple, la différence entre hs et hg est faible pour tous les exemples (x,y) € XxY.
Cette différence est majorée par le terme Bs relié a la fonction perte et a la régularisation
utilisée par |'algorithme. En fait, Bs peut étre vu comme une complexité qui dépend du
nombre d'exemples m. Lorsque Ps = O(ﬁ) ou Bs = O(<), on parle d'algorithme stable

uniformément (plus m augmente, plus |'algorithme est stable). A partir de cette définition de
stabilité uniforme et en utilisant I'inégalité de McDIARMID (1989), BOUSQUET et ELISSEEFF
(2002) ont prouvé la borne en généralisation suivante.

Théoreme 2.3.4 (Borne en généralisation basée sur la stabilité uniforme). Soit un algo-
rithme de stabilité uniforme Bs, un ensemble d'hypotheéses H = {hs}scxxy)= et une
fonction perte £ : Hx (XxY) — [0,1]. Etant donné une distribution D sur XxY, pour
tout § €10, 1] on a

S~Dm

1
[pr(hs) — ﬁ‘;(hs) < 2Bs + (4mPBs+1) 12]&”;5] >1-—34.

De maniére équivalente, on a

~/f ]nl
P {R%U@ < Rg(hs) +2Ps + (4mpPs+1) 273 >1 -4

Si I'algorithme a une stabilité uniforme en O(ﬁ) alors le taux de convergence est en
O(\/%) Si la stabilité est en O(1), la borne ne converge pas. Comme pour la convergence
uniforme, le terme Pg doit étre connu (ou majoré) pour calculer la borne.

2.3.2.2 La robustesse algorithmique

XU et MANNOR (2010, 2012) ont démontré que certains algorithmes (dont ceux construi-
sant un modele parcimonieux) ne sont pas stables face a une faible modification de I'ensemble
d'apprentissage. Pour contrer ce probleme, ils ont proposé la notion de robustesse algorith-
mique. Un algorithme est dit robuste s'il obtient des performances similaires sur |'ensemble
d'apprentissage S et sur un ensemble T “similaire” a S; cette similarité est mesurée a I'aide
d'un partitionnement de XxY construit pour que deux exemples proches et de méme classe
appartiennent a la méme partition.

Définition 2.3.6 (Robustesse algorithmique). Soit un ensemble d’hypotheses
H={hs}sexxy)m, une fonction perte ¢ : H x (XxY) — [0,1] et N ensembles
disjoints tels que (XxY) = UY, Z;, un algorithme est ({Z;},, B)-robuste si

sup  sup sup — U(hs, (x,y)) — l(hs, (x,3/))| < Pr.
Se(XxY)™ ie{l,...N} (x,9),(x',y')€Z;

Pour chaque Z; C XxY, la différence de la perte entre deux exemples (x,y) € Z;
et (x',y') € Z; doit étre majorée par Pg (qui peut dépendre de S). Si un algorithme est
robuste, alors la borne suivante peut étre dérivée en utilisant I'inégalité de Breteganolle-
Huber-Carol (VAART et WELLNER, 1996, Prop A.6.6).
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2.3. Les bornes en généralisation en quelques mots

Théoréme 2.3.5 (Borne en généralisation basée sur la robustesse algorithmique). Soit un
algorithme ({Z;},,Pg)-robuste, un ensemble d’hypothéses H = {hs}sc(xxy)m €t une
fonction perte £ : Hx (XxY) — [0,1]. Etant donné une distribution D sur XxY, pour
tout § €]0,1] on a

o 2NIn2+2Int |
Sapm R5(hs) — Rs(hs) < Br + \/ o 0| >1-6
De maniere équivalente, on a
_ o ONIn2+2Int ]
s om R5(hs) < Rg(hs) + Ba + \/ o S| >1-§

Dans I'idéal, le paramétre Py doit dépendre de m pour que la borne converge. On peut
remarquer qu'il y a un compromis a trouver entre le nombre de partitions IV et Rg. En effet,
plus N est grand, plus Py doit étre petit. Or, lorsque N est trop grand, par exemple si N >m,

alors la borne est supérieure a 1/In(2) et ne converge pas vers 0 quand m — +o0.

Un inconvénient des bornes qui dépendent de propriétés algorithmiques telles que la sta-
bilité uniforme ou la robustesse algorithmique est que le terme Bs ou Py doit étre calculé
pour chaque algorithme. Cela rend la dérivation des bornes fastidieuse. Un autre type de
bornes — les bornes PAC-Bayésiennes qui sont au coeur de ce manuscrit — n'ont pas cet
inconvénient. Elles ont, en outre, I'intérét de faciliter la dérivation d’algorithmes.

2.3.3 Bornes en généralisation PAC-Bayésiennes classiques

Nous présentons la forme générale des bornes PAC-Bayésiennes introduites par SHAWE-
TAYLOR et WILLIAMSON (1997) et MCALLESTER (1999) (et détaillées dans la Section 2.4).
Ces bornes différent de celles présentées dans les Sections 2.3.1 et 2.3.2, car elles considérent
une distribution, notée p, sur I'ensemble d'hypothéses H. Cette distribution attribue un poids
p(h) a chaque hypothése h € H. L'idée est de construire p de telle sorte que plus I'hy-
pothese h généralise bien, plus son poids p(h) soit grand. Dans ce contexte, les bornes

PAC-Bayésiennes s'intéressent non plus au risque individuel ﬁs(h) d'une hypothese h € H,

mais a I'espérance sur H selon la distribution p des risques individuels Ej, ﬁs(h). Cette
moyenne des erreurs peut étre interprétée comme l'erreur du classifieur stochastique as-
sociée a p. Pour prédire |'étiquette d'une entrée x € X, le classifieur stochastique (i) tire
aléatoirement une hypothése h € H selon p, puis (ii) renvoie la valeur prédite h(x). Le
modele d'intérét n'est donc plus une hypothése de H, mais est ce classifieur stochastique,
appelé classifieur de Gibbs en théorie PAC-Bayésienne (voir Section 2.4.1).

Définition 2.3.7 (Borne en généralisation PAC-Bayésienne). Soit une mesure de I'écart
en généralisation ¢ : [0, 1]*—R. Etant donné une distribution D sur XxY, un ensemble
d’hypothéses H et une fonction perte ¢ : Hx (XxY) — [0, 1], s'il existe une fonction
Py, 110, 1] =R, telle que pour tout § €]0,1] on a

P

S~Dm

>1-0

— ?

Pour toute distribution p sur H,
(2.5)

6 (,E Ro(h), E Rs()) < @(0)

alors I'Equation (2.5) est une borne PAC-Bayésienne.
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2.4. La théorie PAC-Bayésienne en détails

Un point clé est que la fonction ®,(5) majore I'espérance des risques de toutes les
hypotheses de H pondérés selon la distribution posterior p. Ainsi, contrairement aux bornes
en convergence uniforme qui sont considérées comme des bornes en “pire cas”, les bornes
PAC-Bayésiennes permettent d'obtenir des bornes en “moyenne” sur I'ensemble H.

Dans sa forme la plus simple, une borne en généralisation PAC-Bayésienne s'intéresse a

p R T , ~N4 ~/
'écart en généralisation mesuré par ¢(Ej~, R5(h), En, Rs(h)) = Ep, RS (R) —Eje, Rg(R).
Cette forme a été démontrée par MAURER (2004) et est rappelée dans le théoreme suivant.

Théoréme 2.3.6 (Borme PAC-Bayésienne de MAURER (2004)). Etant donné une
distribution D sur XxY, un ensemble d'hypothéses H et une fonction perte
¢:Hx (XxY)—[0,1], pour toute distribution 7 sur H (définie a priori), pour tout
5 €10,1], on a

pour toute distribution p on H,

P

m D 1 2 2 1_5
s | E Rb(h)— E RA(h) < sz [Ku,ouwmn ym

ou KL(p||m) = Ep~, ln% est la divergence de Kullback-Leibler (KL) entre p et 7.

De maniére équivalente, on a

pour toute distribution p on H,

P . 1 >1-4.
S~Pm | E R%(h) < E Rg(h) + I lKL(pHW) +In

th th

2./m
5

Dans ce théoreme, la borne dépend de la KL-divergence entre p et m, qui peut étre vue
comme mesure de complexité du classifieur stochastique. En effet, KL(p||m) mesure a quel
point la distribution p s'éloigne d’une distribution 7 qui a été fixée avant I'observation de
I'ensemble d'apprentissage S~ D™, ou autrement dit, a quel point p dépend de I'ensemble
S. Plus la valeur KL(p||7) est grande, plus les distributions p et m sont différentes.

2.4 La théorie PAC-Bayésienne en détails

Les bornes en généralisation PAC-Bayésiennes sont au coeur des contributions de ce ma-
nuscrit. Afin d'appréhender les notions nécessaires a leur compréhension, nous détaillons ces
bornes ainsi que certaines notions clés qui gravitent autour.

2.4.1 Le vote de majorité PAC-Bayésien

Une caractéristique du classifieur stochastique de Gibbs selon une distribution p sur un
ensemble d'hypotheses H est qu'il est étroitement lié au vote de majorité ou chaque hypothese
de H est pondérée par sa probabilité selon p. Ce vote de majorité, parfois appelé classifieur
de Bayes en théorie PAC-Bayésienne, est défini comme suit.
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2.4. La théorie PAC-Bayésienne en détails

Définition 2.4.1 (Vote de majorité). En classification binaire avec Y = {—1,+1},
étant donné H un ensemble d’hypothéses h : X — [—1,+1], aussi appelées votants en
PAC-Bayes, et une distribution p sur H, le vote de majorité est défini par

Vx e X, MV,(x) = sign [hE h(x)] :
~p

En classification multiclasse avec Y = {1,2,...,l}, étant donné H un ensemble
d'hypothéses h : X — Y et une distribution p sur H, le vote de majorité est défini par

Vx € X, MV,(x) = argmax P (h(x) =y') = argmax E I[h(x) =9].

y'ey h~p yey h~p

Il est important de préciser que de nombreux modeéles de classification peuvent s'exprimer
comme un tel vote de majorité. C'est le cas, par exemple, des SVM (CORTES et VAPNIK,
1995) ou chaque votant dépend d'un exemple (GRAEPEL et al., 2005), ou des réseaux de
neurones (KAwWAGUCHI et al., 2017). En outre, I'apprentissage de modeéles basés sur un vote de
majorité fait partie d'un type de méthodes d'apprentissage connues sous le nom de méthodes
ensemblistes comme le bagging (BREIMAN, 1996), les foréts aléatoires (BREIMAN, 2001) ou
le boosting (FREUND et SCHAPIRE, 1996).

Etant donné une distribution D sur XxY, I'objectif est alors d'apprendre un vote de
majorité MV, tel qu'il commette le moins d’erreur possible sur D. Le risque Rp(MV,) du
vote de majorité, évalué avec la fonction perte 0-1, est défini comme suit.

Définition 2.4.2 (Risque du vote de majorité). Pour toute distribution D sur XxY, pour
tout ensemble de votants H, pour toute distribution p sur H, le risque réel du vote de
majorité est défini par

Ro(MV,) = E_TIMV,(x) 4] = P (MY, (x) £3).

(x,y)~D y)~D
Le risque empirique calculé sur un ensemble S = (x;,y;) ~ D™ est
~ 1™

Rs(MV,) = m > TIMV,(xi) # il -

i=1

La marge du vote de majorité, définie ci-dessous, permet de mieux comprendre la décision
du vote en capturant a quel point il se trompe.

Définition 2.4.3 (Marge du vote de majorité). Pour tout ensemble de votants H, pour
toute distribution p sur H, la marge du vote de majorité sur un exemple (x,y) est
définie par

my(x,y) = P [h(x) =yl — max P [h(x)=1y].

h~p y'eEY. Y #y h~p

La marge est positive lorsque le score Py, [h(x)=1y]| est supérieur au score associé aux
autres étiquettes y' #y et négative sinon. Elle capture si un exemple (x,y) est mal classé.
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En effet, grace a la marge, le risque du vote de majorité Rp(MV,) se ré-écrit

pry fry < :/
Rp(MV,) (x,yF)’ND hFN’p[h(X) y]_y,g%yhfp[h(X) Y]

= <0].
(x, F))ND [mp(xv y) — O]

<

Le risque correspond donc a la probabilité qu'un des scores soit supérieur a celui de la vraie
étiquette. Cependant, la marge est non convexe par rapport a la distribution p (en raison de
la fonction max), ce qui peut rendre difficile la dérivation d'un algorithme d'apprentissage
visant a optimiser la marge. Pour contourner ce probleme dans le cadre PAC-Bayésien, nous
avons proposé (LAVIOLETTE et al., 2017) de considérer une borne inférieure convexe sur la
marge réelle appelée la 1-marge.

Définition 2.4.4 (La i-marge du vote de majorité). Pour tout ensemble de votants H,

pour toute distribution p sur H, la %—marge est définie par

(%) = 2| P [hx) = o] = §

Lorsque le score Py, [h(x) = y] dépasse % le vote de majorité classe correctement avec
certitude I'exemple (x, y). L'idée de cette relaxation est de calculer la différence entre le score
et % : lorsque la marge est positive, I'exemple est correctement classé. La Figure 2.1 illustre
ce comportement. En classification binaire, la 2-marge se réduit & m,(x,y) = y Ep, h(x).
A partir de la Définition 2.4.4, nous en déduisons la borne supérieure suivante sur le risque
du vote de majorité

Rp(MV,)) < P Plhx)=y|<il= P [m,(xy) <0.
sMV,) < P IP )=yl <4 = P [ixy) <0
En général, le risque du vote de majorité, qui dépend de la perte 0-1, est difficile a optimiser
et il est fréquent d'utiliser des relaxations du risque. Nous rappelons dans la section suivante,
plusieurs relaxations du vote de majorité en PAC-Bayes.

2.4.2 Relaxations du risque du vote de majorité

Nous rappelons 3 bornes supérieures sur le risque du vote de majorité en PAC-Bayes : le
risque de Gibbs (LANGFORD et SHAWE-TAYLOR, 2002; MCALLESTER, 2003), |'erreur jointe
(LACASSE et al., 2006 ; GERMAIN et al., 2015; MASEGOSA et al., 2020) et la C-borne (BREIMAN,
2001 ; LACASSE et al.,, 2006; ROY et al., 2011).

2.4.2.1 Le risque de Gibbs, I'erreur jointe et le désaccord

Avant de présenter les bornes supérieures, nous rappelons une notion centrale en PAC-
Bayes et étroitement lié au risque du vote de majorité : le risque de Gibbs. Ce dernier, évoqué
précédemment, correspond en fait a la performance moyenne des votants intervenant dans
le vote de majorité et est défini ci-dessous.
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Prp [h(x) = 3] = 1 Py [1(x) = 1] = 1

Figure 2.1. /llustration de la marge du vote de majorité avec 3 classes, Y={1,2,3}. Le triangle représente
la combinaison convexe des 3 scores oli chaque sommet est le score maximal possible avec Vi € Y,
Ph~p [R(x)=i] = 1. Le point noir est la prédiction du vote sur un exemple (x,y) € XxY : les scores
sont Py, [h(x)=1]=0.7 et Pth [h(x) =2] =Pp~, [A(x)=3]=0.15. La zone bleue est la zone ot le vote
prédit la classe y pour X et ou la marge m,(x,y) est positive. La zone rouge représente les prédictions ot
Ph~p [R(x)=1] > I (o0 la 3-marge m,(x,y) est positive).

Définition 2.4.5 (Risque de Gibbs). Pour toute distribution D sur XxY, pour tout en-
semble de votants H, pour toute distribution p sur H, le risque de Gibbs est

Ro(Gy) = E Rolh) = E EThx)£yl= P [h(x)#y
1 __
= 5 I (x,yE)ND mp(X> y) ’ (26)

ol G, est le classifieur de Gibbs.

Le risque de Gibbs est donc la moyenne pondérée par p des risques des votants, ce qui cor-
respond exactement a la moyenne des erreurs qui intervient dans les bornes en généralisation
PAC-Bayésiennes classiques (rappelées en Section 2.3.3). Autrement dit, les bornes PAC-
Bayésiennes classiques sont des bornes en généralisation sur le risque de Gibbs. |l convient
de rappeler que le classifieur de Gibbs agit comme un prédicteur stochastique en opposition
au vote de majorité qui, lui, est un prédicteur déterministe.

De plus, LACASSE et al. (2006) ont démontré que le risque de Gibbs peut se réécrire comme
la somme de deux quantités importantes : 'erreur jointe et la moitié du désaccord (rappelées
ci-dessous). Ces deux notions prennent explicitement en compte la corrélation et la diversité
entre les votants qui sont des quantités importantes pour apprendre une combinaison de
votants efficace (DIETTERICH, 2000; KUNCHEVA, 2014).

Définition 2.4.6 (Erreur jointe et désaccord). Pour toute distribution D sur XxY, pour
tout ensemble de votants H, pour toute distribution p sur H, I'erreur jointe associée a
une distribution p est définie par

en(p)= E E E T|h(x)#y|1[M(x)#y

(x,y)~D h~p h’Np

= P [h(x) # y, ' (x) # ]

(x,y)~D,h~p,h'~p

1{1 =2 E my(x.y)+ E mﬁ(x,y)Z] (27)

h/~p

W
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Le désaccord associé a une distribution p est définie par

dp(p)=2 E E E I[h(x)# y]I[M/(x) = y]

(x,y)~D h~p h/~p

— 2 P h X , h/ x) =
(X7y)ND7th7h/Np[ ( ) ?é Y ( ) y]
1 — 2
=5 | S MY (2.8)

A partir de ces définitions, LACASSE et al. (2006) ont démontré I'égalité suivante :

Ro(G,) = en(p) + 3 dolp) 29
< dp(p) = 2[Rp(G)) — en(p)]. (2.10)

Cette égalité met en évidence des faits importants : (i) plus le risque de Gibbs est faible, plus
le désaccord sera faible, et (ii) le désaccord augmente proportionnellement a la diminution de
I'erreur jointe. En d'autres termes, des lors que I'on considére plusieurs votants, la diversité
des votants joue un role important dans la performance globale (que ce soit pour le vote de
majorité ou pour le classifieur de Gibbs).

2.4.2.2 Trois bornes sur le risque du vote de majorité

LANGFORD et SHAWE-TAYLOR (2002) ont introduit la premiére relaxation du risque du
vote de majorité en le majorant par 2 fois le risque de Gibbs.

Théoréme 2.4.1 (Relaxation basée sur le risque de Gibbs). Pour toute distribution D sur
XxY, pour tout ensemble de votants H, pour toute distribution p sur H, on a

Rp(MV,) < 2Rp(G,). (2.11)

Ce résultat est important : il implique qu'une borne en généralisation PAC-Bayésienne
sur la moyenne des risques implique une borne en généralisation pour le vote de majorité.
Malgré cette relation, le risque de Gibbs n'est pas suffisamment précis puisque des que
Rp(G,) dépasse 1, la borne dépasse 1 et devient non informative.

Une maniére de faire intervenir un peu plus précisément la diversité des votants est de
faire appel a I'erreur jointe (Définition 2.4.6). MASEGOSA et al. (2020) ont ainsi démontré
que I'erreur du vote de majorité peut étre majorée par 4 fois I'erreur jointe.

Théoreme 2.4.2 (Relaxation basée sur I'erreur jointe). Pour toute distribution D sur
XxY, pour tout ensemble de votants H, pour toute distribution p sur H, on a

Rp(MV,) < dep(p). (2.12)

Cette inégalité reflete I'idée que, pour qu'un vote de majorité soit performant, les votants
doivent étre suffisamment diversifiés et, s'ils commettent des erreurs, celles-ci doivent se pro-
duire sur des exemples différents. Or, si I'erreur jointe ep(p) dépasse i, la borne dépasse 1 et
est non informative. Il est alors préférable, dans certains cas, de faire appel a une autre borne
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appelée la C-borne en PAC-Bayes* (BREIMAN, 2001 ; LACASSE et al., 2006 ; LAVIOLETTE et al.,
2017). La C-borne est une borne supérieure du risque du vote de majorité faisant intervenir a
la fois la marge du vote et son second moment statistique, permettant de prendre en compte
la diversité/complémentarité des votants (MORVANT et al., 2014). Cette borne découle de
I'inégalité de Cantelli-Chebyshev.

Théoréeme 2.4.3 (La C-borne). Pour toute distribution D sur XxY, pour tout ensemble
de votants H, pour toute distribution p sur H, si

E my(x,y) >0 <= Rp(G,) <3 <= 2ep(p) +dp(p) <1,

(x,y)~D
alorsona Rp(MV,) <1-— (E(X@)ND [T/n/z(x, y)Dz (2.13)
Ey~p (M5(x, 9))
- (1 - QRD(GP))Q
R B TN (2.14)
(1 — [2ep(p) + dD(P)])
1 =0 (2.15)
= Cn(p)

Le théoréme suivant énonce les relations d'ordre entre les relaxations du risque du vote
de majorité, notamment dues a GERMAIN et al. (2015) et MASEGOSA et al. (2020).

Théoréeme 2.4.4 (Relations entre les Théorémes 2.4.1, 2.4.2 et 2.4.3). Pour toute distri-
bution D sur XxY, pour tout ensemble de votants H, pour toute distribution p sur H, si

Rp(G,) < 3, 0na
(i) Ro(MV,) < Co(p) < 4en(p) < 2Ro(G,). si Ro(G,) < dp(p).
(i) Ro(MV,) < 2Rp(G,) < Cp(p) < 4ep(p), sinon.

En résumé, La C-borne est un bon compromis entre le risque de Gibbs et le désaccord.
En effet, la C-borne Cp(p) est plus précise que 4ep(p) dans tous les cas. D'ailleurs, lorsque
ep(p) est proche de %, alors la C-borne peut, quant a elle, étre proche de 0 en fonction
de la valeur du désaccord. De plus, quand Rp(G,) < dp(p), la C-borne est plus petite

que 2Rp(G,).

2.4.3 Bornes en généralisation PAC-Bayésienne

La théorie PAC-Bayésienne (SHAWE-TAYLOR et WILLIAMSON, 1997 ; MCALLESTER, 1999)
a été motivée par |'apport de borne en généralisation de type PAC pour des approches
s'inspirant des méthodes Bayésienne (voir BisHop, 2007, pour plus de détails sur I'inférence
Bayésienne). Dans ce genre de méthodes, on suppose qu'on dispose d'une distribution définie
a priori sur I'ensemble d’hypotheses H, puis en utilisant le théoreme de Bayes et |'ensemble
d'apprentissage S, on obtient une distribution a posteriori sur H. Contrairement a |'inférence
Bayésienne classique ou la distribution a posteriori doit étre proportionnelle au produit de la
distribution a priori et de la vraisemblance des données, la théorie PAC-Bayésienne permet

4. Le terme “C-borne” est spécifique au PAC-Bayes et a été introduit par LACASSE et al. (2006).

—34 -



2.4. La théorie PAC-Bayésienne en détails

de considérer une distribution a priori arbitraire appelée distribution prior. En fait, le terme
“Bayésien” en théorie PAC-Bayésienne vient du fait que dans les résultats classiques, nous
majorons |'écart en généralisation ‘ Enps R5(h) — Eneps ﬁé(h) ou h € H est échantillonné
a partir d'une distribution dépendante des données ps appelée la distribution posterior.

Pour définir plus formellement les bornes en généralisation PAC-Bayésiennes, nous don-
nons plus de détails sur la distribution posterior sur H notée ps ou p et sur la distribution
prior sur H notée 7. Une distribution de probabilité p est définie par sa fonction de densité
de probabilité i — p(h) par rapport a une mesure de référence® sur H; nous notons M(H)
I'ensemble des fonctions de densité de probabilité sur H. Ainsi, la distribution ps € M(H) est la
dérivée de Radon-Nikodym d'une mesure de probabilité par rapport a la mesure de référence.
Nous notons également M*(H) C M(H) I'ensemble des densités de probabilité strictement
positives sur H. Pour simplifier, nous supposons que le support du posterior ps est inclus
dans le support du prior T, i.e., si m(h) = 0 alors ps(h) = 0 (continuité absolue) ; ainsi, nous
avons ™ € M*(H).

Nous pouvons maintenant re-définir de maniére un peu plus précise que la forme générale
d'une borne en généralisation PAC-Bayésienne.

Définition 2.4.7 (Borne en généralisation PAC-Bayésienne). Soit une mesure de I'écart
en généralisation ¢ : [0, 1]?—R. Etant donné une distribution D sur XxY, un ensemble
d'hypothéses H, une fonction perte ¢ : Hx (XxY) — [0, 1] et une distribution prior
m € M*(H) sur H, s'il existe une fonction ® : M(H)xM*(H)x]0, 1] =R, telle que pour
tout § €10, 1] on a

P [VpeMH), o (,E Ro(). E Rh) < ®(ps,mo)| 21-0,  (216)

~ps h~ps

alors I'Equation (2.16) est une borne PAC-Bayésienne.

La Définition 2.4.7 est une définition générale, car elle dépend d'une fonction ¢() qui
mesure |'écart en généralisation. Cet écart est majoré avec une probabilité d'au moins 1—§
par une fonction ®() qui dépend de § et des distributions ps et w. En général, plus ¢ est
petit, plus la borne ®() est grande, i.e., la fonction ®() est décroissante par rapport a d. De
plus, ®() dépend de la distribution posterior ps € M(H) qui, elle, dépend des données et
de la distribution prior m € M*(H). La distribution prior ne dépend pas des données et peut
encoder une connaissance a priori, e.g., venant d'un expert ou d'un ensemble d'apprentissage
supplémentaire différent de S (PARRADO-HERNANDEZ et al., 2012b; DZIUGAITE et al., 2021).
Nous rappelons ci-dessous les instanciations du Théoréme 2.4.7 les plus classiques de la
littérature (e.g., SEEGER, 2002; MCALLESTER, 2003; CATONI, 2007), associées chacune a
une mesure ¢() différente.

2.4.4 Borne PAC-Bayésienne générale de Germain et al.

Plusieurs bornes PAC-Bayésiennes classiques peuvent étre englobées dans le théoreme
général suivant proposé par GERMAIN et al. (2009).

5. Par exemple, si H = R?, alors la mesure de référence est la mesure de Lebesgue.
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Théoréme 2.4.5 (Borne PAC-Bayésienne générale de GERMAIN et al. (2009)). Pour toute
distribution D sur XxY, pour tout espace d'hypothéses H, pour toute distribution 7 €
M*(H) sur H, pour toute fonction mesurable ¢ : Hx (XxY)™ —R, on a

1 ! /
P [VpeMMH), E o(h,S) < KL(p|r) +In ( E E et :SN >1-5,

S~Dm h~p 0 S'~D™ KW or -

h
ou KL(pHW):hEp 1n'0< ) est la KL-divergence entre p et .

m(h)

Notons que cette borne est valide pour toute distribution posterior p € M(H) dont la distri-
bution prior 7 ou n'importe quelle distribution posterior ps dépendante des données. De plus,
cette borne est pénalisée par la KL-divergence entre p et 7 : plus p est proche de 7, plus la
divergence et donc la borne seront faibles. En outre, la borne est valide pour une fonction ¢ :

. Vs . p . - 3¢
Hx (XxY)™ — R qui capture I'écart entre Ieé risque réel R (R) et le risque empirique Rg(h).
Par exemple, avec ¢(h,S) = m ¢(R5(h),Rg(h)) oli ¢() est convexe, il est possible de re-
trouver la borne de la Définition 2.4.7. Comme nous le rappelons ci-dessous, en fixant ¢(),
nous sommes en mesure de retrouver des bornes PAC-Bayésiennes classiques de la littérature.

2.4.4.1 Borne de la forme de McAllester

En fixant ¢(h,S) = Qm{R%(h) — ﬁé(h)r dans le Théoréme 2.4.5, on peut retrouver la
borne du Théoreme 2.3.6 (plus précise que la borne de MCALLESTER (2003, Th 1)).

Théoréme 2.4.6 (Borne 3 la MCALLESTER (2003)). Pour toute distribution D sur XxY,
pour tout espace d'hypotheses H, pour toute distribution 7 € M*(H), pour toute fonction
perte £ : Hx (XxY)™ — [0, 1], pour tout § €]0, 1], on a

~

_ 1
P [Vp EM(H), | E Rg(h)—hgp Ri(h)‘ < \/2m [KL(pllm)+In 22| | >1-6. (2.17)

D'aprés ce théoreme, I'écart |Ej, R5(h)—Epe, ﬁé(h)| tend vers O lorsque le nombre
d'exemples m augmente. En effet, plus il y a d'exemples, plus I'espérance des risques empi-
riques Ej, R%(h) est proche de I'espérance des risques réels Enp FAQé(h) quelle que soit la
distribution p € M(H). En fait, borner cet écart permet d'obtenir une borne supérieure et
une borne inférieure sur |'espérance des risques réels : avec une probabilité d’au moins 1—9
sur le choix aléatoire de S~D™, on a

/ ¢ 1 2/m
Vo EM(H), E Rp(h) < E Rs(h)+ \/2m [KL(p||m)+In 247, (2.18)
=~ 1
l o 2y/m
et E Rp(h)> E Re(h) \/2m [KL(p]lr)+In 247 (2.19)

Si I'objectif d"apprentissage est de trouver p € M(H) qui minimise |'espérance des risques réels
Ej~, R5(R), alors une solution consiste & trouver p qui minimise la borne via le probléme de
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minimisation suivant :

pEM(H) | hp

min { E ﬁé(h) + \/2171 [KL(pHW)#—ln @} } :

Puisque la borne est valide pour tout p€M(H) (avec grande probabilité), elle est également
valide pour la solution optimale. Néanmoins, cette borne qui a I'intérét d'étre facilement
interprétable, n'est pas la plus précise.

2.4.4.2 Borne de la forme de Catoni

CATONI (2007, Th.1.2.1) a proposé une borne qui peut étre plus précise que celle du
Théoréme 2.4.6 en utilisant un parametre ¢ > 0. Cette borne, rappelée dans le Théoreme 2.4.7,

peut &tre retrouvée en instanciant le Théoréme 2.4.5 avec ¢(h,S)=m ¢(R5(h), ﬁi(h)) ol
~¢ ~0
&(Rp(h), Rs(h) =—In (1= [1=e~]Rp(h)) —Rs(h).

Théoréme 2.4.7 (Borne a la CATONT (2007)). Pour toute distribution D sur XxY, pour
tout espace d’hypothéses H, pour toute distribution 7 € M*(H), pour toute fonction
perte £ : Hx(XxY)™ — [0, 1], pour tout ¢ > 0, pour tout § €]0,1], on a

Vp € M(H),
. 1
s —1n<1—[1—e—6} E R%(h))—c E Re(h) < — [KL(plm)+1n ]
th th

m

> 1-6.

(2.20)

Ce résultat est plus difficile a interpréter du fait de la mesure d'écart. En I'écrivant comme
une borne supérieure sur |'espérance des risques réels Ej,., RED(h), on a, avec une probabilité
d'au moins 1—9 sur S~D™,

1
¥p € M(H), E Rp(h) <

h~p l—e—c

ll—exp (—chEp FA{i(h)—nll KL(p||7)+In (13] )] :

En d'autres termes, I'espérance des risques réels E;., R%(h) est majorée par un com-
promis, contr6lé par ¢, entre |'espérance des risques empiriques Ej., ﬁé(h) et le terme
— [KL(p||7T)+ In H Ce résultat est en contraste avec les bornes des Equations (2.17), (2.18)
et (2.19) puisque la présence du paramétre ¢ permet d'ajuster la précision de la borne. En
pratique, trouver la valeur de c est difficile, car la borne est valide avec une grande probabilité
sur le choix de S~ D™ pour toutes les valeurs ¢ > 0. Une solution pour s'affranchir de cette
contrainte est d'appliquer une borne de I'union pour obtenir une borne valide pour tout ¢
qui appartient a un ensemble fini.

2.4.4.3 Borne de la forme de Seeger

Une des bornes les plus précises en PAC-Bayes (sans paramétre ¢) est la borne démontrée
par SEEGER (2002). Cette borne dépend de la KL-divergence entre deux distributions de
Bernoulli définie comme suit.
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Définition 2.4.8 (KL-divergence entre distributions de Bernoulli). Pour toute distribution
q €10,1] et p €]0,1], la “petite” kl est définie par

kl(qllp) = KL(B(q)||B(p)) = qln; + (1=¢)In 1:}),

ou B(q) et B(p) sont des distributions de Bernoulli de biais respectivement ¢ et p.

La premiére borne PAC-Bayésienne basée sur la divergence kl() a été démontrée par SEEGER
(2002). Nous rappelons ci-dessous une version plus précise de cette borne qui correspond
a l'instanciation proposée par GERMAIN et al. (2009) du Théoréme 2.4.5 avec ¢(h,S) =

m KI(RG (1) |[Rs(R)).

Théoréme 2.4.8 (Borne a la SEEGER (2002)). Pour toute distribution D sur XxY, pour
tout espace d'hypothéses H, pour toute distribution 7 € M*(H), pour toute fonction
perte ¢ : Hx(XxY)™ — [0, 1], pour tout § €]0, 1], on a

P |vpeMH), kl( E RS(h)
Dm h~p

~

E RS < - [KLpm)+ 10 247]] > 15
(2.21)

Cette borne majore I'écart entre Ej.,R5(h) et Ej, ﬁé(h) avec kl(), rendant cette
borne plus difficile a interpréter. Notons que I'inégalité de PINSKER, i.e., V(p,q) € [0,1]?,
2(q—p)*<Xkl(q||p), permet de retrouver la borne de MAURER (2004). En outre, GERMAIN et
al. (2009, Prop72.1) et LAcASSE (2010, Prop. 6.2.2) permettent de relier les Théorémes 2.4.7
et 2.4.8 grace a |'égalité suivante :

max {— ln(l— [1—670}}7) —cq} = kl(q||p).

c>0

En d'autres termes, étant donné p €10,1] et ¢ € [0,1], la valeur de kl(¢||p) coincide
avec la fonction —In(1— [1—e~¢|p) —cq lorsque ¢ > 0 est la valeur optimale. Telle quelle,
I'Equation (2.21) du Théoréme 2.4.8 ne permet pas de majorer ou minorer |'espérance des
risques Ep,, R%(h) contrairement aux bornes des Théorémes 2.4.6 et 2.4.7. |l est cependant
possible de faire appel aux fonctions kI et kl suivantes.

Définition 2.4.9 (kI et kl). Soit 7 > 0, pour tout ¢ € [0, 1], on définit
Ki(q|7) = max {p €]0,1[| Ki(q]|p) < 7}, et ki(g|7) = min {p €]0,1[ | Ki(q|lp) < 7}.
La fonction kl() (resp. kl) correspond a la valeur maximale (resp. minimale) p €]0,1]

telle que I'inégalité kl(q||p) < 7 soit valide. Une approximation des valeurs associées a ces
fonctions peut étre calculée en utilisant I'inégalité de PINSKER. En effet, on a

— 1 1
Kglr) <g+y/gm et q— /57 <K(glr). (2.22)
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Pour calculer la valeur exacte de kl() et de kl(), il faut résoudre deux problémes d’opti-
misation. REEB et al. (2018) ont proposé |'Algorithme 2.1 basé sur la méthode de la dicho-
tomie : on affine itérativement l'intervalle [pmin, Pmax] auquel appartient p€ |0, 1]. Si I'égalité
kl(q||p) =7 est atteinte ou si l'intervalle [pmin, Pmax] €st suffisamment petit, la valeur de p
est la valeur courante.

Algorithme 2.1 Calcul de kl(g|7) resp. kl(q|7)

Entrées : ¢ € [0, 1] (le risque empirique), la valeur 7 > 0, seuil de tolérance ¢, nombre
maximum d'itérations 1.«
L Pmax<—1 et Pmin<—q (resp. Pmax$—q €t Pmin<—0)
2: pour t < 1aT,,, faire
3: p= % [pmin+pmax]
4: if kl(¢||p) = 7 ou (Pmin—Pmax) < € alors retourner p
5: if kl(q||p) > 7 alors pmax = p (resp. pmin = p)
6
7

if kl(q||p) < 7 alors pmin = p (resp. Pmax = p)
. retourner p

De plus, REEB et al. (2018) ont démontré |'expression des dérivées par rapport a q et 7 :

1
Ok(qly) oy — gy ot ok(qlv) 1 (2.23)
B 1-¢ _ _ ¢ ) o _1-q¢ _ _q > :
0q T—k(l9) — Kql9) 0P T—K(q[e)  K(al9)

oll k() est soit kl(), soit kl(). Ces dérivés leur ont permis d’obtenir des algorithmes de
minimisation de bornes basés sur la descente de gradient.

La Définition 2.4.9 permet de réécrire la borne du Théoréme 2.4.8 pour majorer |'espérance
des risques Ep., R5(h). Avec une probabilité d’au moins 1—d sur le choix aléatoire de
S~D™, on a pour tout p € M(H)

¢ = 5¢ 1 o/
E Rb(h) < 1(hEpRs(h)‘m[KL(pl|7r)+ln5D (2.24)
¢ 5¢ 1 o /m
et E Rp(h) >k (;Ep Rs(h) ‘ %[KL(pr)Jrln 5}) . (2.25)

L'approximation de I'Equation (2.22) permet de prouver que la borne du Théoreme 2.4.8
est plus précise que celle du Théoreme 2.4.6. En effet, en appliquant I'Equation (2.22) aux
Equations (2.24) et (2.25), on peut retrouver les Equations (2.18) et (2.19).

2.4.5 Borne PAC-Bayésienne générale de Bégin et al.

La KL-divergence KL(p||7) entre les distributions posterior et prior est omniprésente dans
les bornes PAC-Bayes. En fait, KL(p||7) quantifie la différence entre les termes E;, ¢(h, S)
et Eporexp [o(h,S)] et fait apparaitre le terme constant Eg Ej oy e#("'S) (DONSKER et
VARADHAN, 1976). Plus concretement, I'outil utilisé pour quantifier la différence entre ces
deux espérances est appelé “inégalité de changement de mesure” (change of measure in-
equality). Dans le cas classique, cette inégalité est la suivante.
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Proposition 2.4.1 (Représentation variationnelle de DONSKER-VARADHAN). Pour tout
ensemble d'hypothéses H, pour toute distribution 7 €M*(H), pour toute fonction mesu-
rable ¢ : Hx (XxY)™ — R telle que Ejyr e?":S) < +00, on a

VS € (XxY)", VpeMH),  E p(hS) - ln< E eW%S)) < KL(p|n)
~p ~TC
= hE @o(h,S) < KL(p[|7) + In (hE e“”(h’s)) :
~p ~TT
©(h,S)
Si la distribution p est définie par p(h) = W(h)e—, ona

/
Eh’wﬂ' eQO(h 7S)

VS e (XxY)",  E o(h,S) - 1n< E eMS)) _ KL(p|x),

~T

~p

— E (h,S) = KL(p|r) +In (hE e¢<h73>>.
~p ~TT

Nous remarquons que cette inégalité ressemble a la borne générale de GERMAIN et al.
(2009) (du Théoréme 2.4.5), faisant apparaitre le terme constant Eg/..pm Epr e#"S) . En
considérant d'autres divergences, il est possible d'obtenir d'autres termes constants. Par
exemple, BEGIN et al. (2016) ont dérivé la borne suivante, qui est une borne PAC-Bayésienne

o . ; P 1 p(h) A
générale avec la divergence de Rényi définie par VA>1, Dy(p||7) = =5 In ( Epr [W} .

Théoréme 2.4.9 (Borne PAC-Bayésienne générale de BEGIN et al. (2016)). Pour toute
distribution D sur XxY, pour tout ensemble d'hypotheses H, pour toute distribution
m€M*(H), pour toute fonction mesurable ¢ : Hx (XxY)™ — R}, pour tout A > 1, pour
tout § €10, 1], on a

Vp € M(H),
1
spm m( ) < Dy (p||7) —Hn( E E (h’,s’)x*l)

0 S/~D™ W ~or

> 1-0.

La fonction ¢(h,S) — 27 In[Ep, ¢(h,S)] représente I'écart en généralisation et est
majorée par la divergence de Rényi. Bien que les Théorémes 2.4.9 et 2.4.5 semblent différents,
ils sont reliés : en remplagant ¢(h,S) par exp( o(h, S)) et en appliquant I'inégalité de
JENSEN a la partie gauche de la borne, on obtlent

1 IR~
< o(h,S )>:| > — 0.
Sw%m vp e M(H)7 h ~p (h S) D/\(pHﬂ-) + ln <5 S’NE'Dm h/Eﬂ-e - 1 (5

Cette borne est un peu moins précise que celle du Théoreme 2.4.5 : pour tout A > 1 et pour
toutes distributions p et m, on a KL(p||7) < Dy(p||7) et limy_1+ Da(p||7) = KL(p||7)
(ERVEN et HARREMOZES, 2014). Comme pour le Théoreme 2.4.5, fixer la fonction ¢() et
majorer Es.pm Epr gp(h,S)ﬁ permet d'obtenir une borne calculable. Par exemple, avec
le Théoreme 2.4.9 on peut retrouver des bornes a la MCALLESTER, a la CATONI ou a la
SEEGER basée sur la divergence de Rényi.

D'un point de vue général, les bornes en généralisation PAC-Bayésiennes s'intéressent donc
a I'espérance de ¢() selon la distribution posterior p. Comme mentionnée en Section 2.3.3,
cela produit des bornes en espérance sur I'ensemble d'hypothéses H (ou pour le vote de
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majorité sur H), au lieu de bornes valables pour une hypothése de I'ensemble H. Les bornes
PAC-Bayésiennes désintégrées énoncées dans la section suivante ont pour but de trouver une
majoration de ¢() pour une unique hypotheése h € H.

2.5 Bornes PAC-Bayésiennes désintégrées

Les bornes PAC-Bayésiennes sont de nature stochastique sur H et I'obtention de bornes
pour une hypothése de H n’est pas une tache simple. Sous certaines conditions, il est pos-
sible d'obtenir de telles bornes (e.g., LANGFORD et SHAWE-TAYLOR, 2002 ; LANGFORD, 2005 ;
GERMAIN et al., 2009). La solution qui nous intéresse consiste a tirer une hypothese h € H
selon la distribution posterior ps € M(H) pour obtenir une borne en généralisation pour cette

~0
hypothése. Cette astuce permet de majorer |'écart ‘R%(h)—Rs(h)) de la maniére suivante.

Définition 2.5.1 (Borne en généralisation PAC-Bayésienne désintégrée). Soit une mesure
de I'écart en généralisation ¢ : [0,1]*—[0,1]. Une borne PAC-Bayésienne désintégrée
est définie telle que pour toute distribution D sur XxY, pour tout ensemble d’hy-
potheses H avec ¢ : Hx (XxY) — [0, 1] une fonction perte, pour toute distribution
prior m € M*(H), pour tout algorithme A:(XxY)"™xM*(H)—M(H), il existe une fonc-
tion ® : M(H)xM*(H)x]0, 1]—R telle que pour tout 6 €]0,1] on a

S~D™
h~ps

P |6(Ro().RS() < @(ps,m.0)| > 14

ol ps = A(S, ) est la sortie de I'algorithme déterministe A et ¢() est, par exemple,
N ~¢
(Rp(h), Rs(h)) = [Rp(h) — Rs(h)|.

Le point important a remarquer en comparaison des bornes PAC-Bayésiennes de la section
précédente est que I'espérance Ej., [-] est a I'extérieur de la fonction indicatrice : c'est ce
que I'on appelle la “désintégration” des bornes PAC-Bayes. De plus, la distribution posterior
ps est ici obtenue grace a un algorithme qui dépend de la distribution prior # € M*(H) et de
I'ensemble d'apprentissage S. Ce type de borne a été introduit par CATONI (2007, Th.1.2.7)
et BLANCHARD et FLEURET (2007).

2.5.1 Borne désintégrée générale de Rivasplata et al.

Comme pour les bornes classiques, il existe une forme générale des bornes désintégrées.
Le théoreme ci-dessous a été proposé par RIVASPLATA et al. (2020, Th. 1(i)).

Théoréme 2.5.1 (Borne désintégrée générale de RIVASPLATA et al. (2020)). Pour toute
distribution D sur XxY, pour tout ensemble d'hypothéses H, pour toute distribution prior
7w € M*(H), pour toute fonction mesurable ¢ : Hx (XxY)™ — R, pour tout ¢ €]0, 1],
pour tout algorithme A: (XxY)™xM*(H)—M(H), on a

P ©(h,S) <In
hr~ps

ps(h) {1 o
1 -
7r(h)lﬂrl 5 5.5 nE, P (p(1,S))] | 2 14,

®(ps,m,0)
ol ps = A(S, ) est la sortie de I'algorithme déterministe A.
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2.5. Bornes PAC-Bayésiennes désintégrées

Cette borne est valide avec grande probabilité sur le choix aléatoire non seulement de
I'’ensemble d'apprentissage S~ D™ mais également de h~ ps. De plus, au lieu de faire inter-
venir la KL-divergence, cette borne dépend d'une version “désintégrée” de la KL-divergence :
In ‘;S(—(hh)). Ce terme est le rapport logarithmique de la densité de la distribution posterior ps(h)
et de la distribution prior w(h) pour I'hypothése tirée h ~ ps. Intuitivement, plus la den-
sité posterior ps(h) est proche de la densité prior 7w(h) pour h~ ps, plus la KL-divergence
désintégrée sera faible. Comme pour la borne générale de GERMAIN et al. (2009), il faut fixer
() puis de majorer le terme Eg/.pm Epr o ee(W,S") pour obtenir une borne calculable. Ce

théoréme général permet de retrouver la borne dérivée par Catont (2007, Th.1.2.7).

2.5.2 Borne désintégrée de Catoni

La borne de CaTont (2007, Th.1.2.7), rappelée ci-dessous, est I'une des premieres bornes
désintégrées introduites dans la littérature.

Théoréme 2.5.2 (Borne désintégrée de CATONI (2007)). Pour toute distribution D sur
XxY, pour tout ensemble d'hypothéses H, pour toute distribution prior = € M*(H), pour
toute fonction perte, £ : Hx(XxY)™ — [0, 1], pour tout ¢ > 0, pour tout § €0, 1], pour
tout algorithme A: (XxY)™xM*(H)—M(H), on a

o _[1_,—¢ 14 . Bt 1 pg(h) 1 .
N in(1-[1-¢7] £ Rb(h) — E Re(m) < - In 5k | | =10

ol ps = A(S, ) est la sortie de I'algorithme déterministe A.

Apres le tirage de I'ensemble d'apprentissage S~ D™ et de I'hypothese h ~ pg, la borne
obtenue est similaire a la borne PAC-Bayésienne classique du Théoreme 2.4.7 : seule la KL-
divergence est remplacée par sa version désintégrée. D'autres mesures d'écart entre le risque
réel R, (h) et le risque empirique ﬁé(p) peuvent étre considérées. Par exemple, BLANCHARD

et FLEURET (2007) ont proposé une borne avec kl(ﬁi(h)HR%(h))

2.5.3 Borne désintégrée de Blanchard et Fleuret

La technique de preuve suivie par BLANCHARD et FLEURET (2007) est différente et se
base sur une technique appelée Occam’s hammer. Par exemple, ils ont prouvé la borne
PAC-Bayésienne “a la SEEGER (2002)" suivante.

Théoréme 2.5.3 (Borne désintégrée de BLANCHARD et FLEURET (2007)). Pour toute
distribution D sur XXY, pour tout ensemble d'hypotheéses H, pour toute distribution
prior 1 €M*(H), pour toute fonction perte £ : Hx (XxY)™— [0, 1], pour tout k>0, pour
tout 6 €10, 1], pour tout algorithme A: (XxY)"xM*(H)—M(H), on a

~/ ) 1 k+1 1 pS(h)
(B | M ReIRE(A) < 1o 5=+ (e g)me B || 210

ol ps=A(S, ) est la sortie de I'algorithme A et In (-) =max(In(-),0),
et kL, (Rs(h) [R5 (h)) = kI(Rs(h)[|[RS(h)) si Rs(h) < RS (k) ou 0 sinon.
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2.6. Conclusion

Comme pour la borne de CATONI (2007), cette borne est paramétrée et sa précision dépend
du paramétre k£ > 1. Cependant, le paramétre optimal dépend du rapport logarithmique

In, p:((}g) et ne peut pas étre fixé I'ensemble d'apprentissage tiré S~ D™ n'est pas connu.

2.6 Conclusion

Ce chapitre introduit les bornes en généralisation avec un focus sur les bornes PAC-
Bayésiennes classiques. Ces bornes permettent d'obtenir des garanties théoriques, en par-
ticulier pour les modeles pouvant s'exprimer comme un vote de majorité pondéré. Comme
les contributions de ce manuscrit I'illustrent, ces bornes sont particulierement utiles pour
dériver des algorithmes d’apprentissage garantissant que le modele n'est pas trop sensible au
sur-apprentissage. Par exemple, dans le Chapitre 6 et dans le Chapitre 7, nous présentons
des algorithmes dits auto-certifiés qui permettent d’optimiser directement une borne PAC-
Bayésienne pour minimiser le risque du vote de majorité respectivement dans le cadre de
la classification et dans le cadre de la robustesse adversaire. Dans le cas ot la minimi-
sation directe des bornes est plus difficile, il est également possible d'utiliser les bornes
PAC-Bayésiennes comme source d'inspiration pour développer de nouvelles méthodes d'ap-
prentissage fondée théoriquement, comme c'est le cas des contributions du Chapitre 4 (pour
I'adaptation de domaine), du Chapitre 5 (ou les votants sont exprimés comme des Random
Fourier Features) ou du Chapitre 6 (pour |'apprentissage multi-vues).

Bien que les bornes PAC-Bayésiennes aient un intérét pratique certain, leur principal in-
convénient est que nous bornons Ej., ¢(h,S) au lieu de ¢(h,S). En revanche, les bornes
désintégrées permettent de borner le terme (h,S), ce qui est plus pertinent si I'on sou-
haite travailler avec une hypothése unique h ~ p. Le Chapitre 8 illustre le potentiel de ces
bornes en énoncant une application pratique de ces bornes, notamment avec des modeles
surparamétrés ; cela mene également a la dérivation de nouvelles bornes désintégrées plus
adaptées a |'optimisation. Enfin, le Chapitre 9 introduit de nouvelles perspectives, basées
sur ces bornes, pour obtenir des bornes en généralisation qui ne dépendent pas des mesures
classiques de complexité telles que la dimension VC ou la complexité de Rademacher, mais
qui dépendent de mesure de complexité pouvant étre définies par |'utilisateur en fonction de
la tache considérée.
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Contexte

Ce chapitre étend les bornes “historiques” PAC-Bayésiennes des Sections 2.4.4.1 3 2.4.4.3
au cadre de |'apprentissage multi-vues avec plus de 2 vues. En particulier, il présente une
partie des travaux réalisés lors de la these de Anil Goyal sur |'apprentissage multi-vues a deux
niveaux (parfois appelé fusion tardive) avec plus de 2 vues dans le cadre théorique PAC-
Bayésien. Ces travaux ont été publiés a ECML-PKDD 2017 (GovAL et al., 2017) et dans le
journal Neurocomputing (GOYAL et al., 2019) et font suite a une partie de mes travaux de
thése et de post-doctorat qui ont donné lieu a une publication dans le workshop S+SSPR
(MORVANT et al., 2014).

3.1 Introduction

Avec |'explosion des données disponibles, il est courant que les observations soient décrites
a travers plusieurs vues ou modalités. Dans ce chapitre, nous étudions le probleme d'ap-
prentissage d'un classifieur binaire a partir de plusieurs sources d'information décrivant
les observations. Cette problématique est appelée apprentissage multi-vues ou multimodal
(ATREY et al., 2010; SUN et al., 2019). L'objectif est de proposer un critére théoriquement
fondé pour “combiner correctement” différentes vues tout en prenant en compte la diver-
sité/complémentarité entre ces vues. Généralement, cela se fait soit par concaténation di-
recte des représentations (early fusion), soit par combinaison des prédictions des classifieurs
spécifiques a chaque vue (/ate fusion) (SNOEK et al., 2005; MORVANT et al., 2014). Ici, nous
nous placons dans ce second cadre. Nous proposons une stratégie d'apprentissage multi-vues
a deux niveaux, basée sur une analyse PAC-Bayésienne qui permet de dériver des bornes en
généralisation pour des modeles exprimés comme une combinaison pondérée sur un ensemble
de classifieurs ou de vues dans notre cas. Dans ce cadre, étant donné un ensemble de votants
spécifiques a chaque vue, nous proposons de définir une hiérarchie de distributions a posteriori
et a priori sur les vues, de sorte que (i) pour chaque vue v, nous considérons une distribution
prior P, et apprenons une distribution posterior (), sur |'ensemble des votants spécifiques a
cette vue, et (ii) nous considérons une distribution prior 7 et apprenons une distribution pos-
terior p sur I'ensemble des vues (voir la Figure 3.1), respectivement appelées hyper-prior et
hyper-posterior. En suivant cette hiérarchie, nous définissons un vote de majorité multi-vues
ou les classifieurs spécifiques a chaque vue sont pondérés selon les distributions posterior et
hyper-posterior. Ainsi, nous étendons la théorie PAC-Bayésienne classique a I'apprentissage
multi-vues avec plus de 2 vues et dérivons une borne de généralisation PAC-Bayésienne pour
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3.2. Notations et contexte

fusion des vues

vue 1
7] me——
= [
L w—
HE=— 2
= —
Y — =

vue 3

= -
hgl 1 E

Figure 3.1. Exemple de distributions hiérarchiques dans le cadre multi-vues avec 3 vues. Pour toutes les
vues vE€{1,2,3}, on a un ensemble de n, votants H, = {hl ... h"™} et une distribution prior P, sur H,
(en bleu). De plus, on a une distribution hyper-prior = (en vert) sur I'ensemble des 3 vues. L’objectif est
d’apprendre un ensemble de distributions posterior {Q,}>_, (en rouge) et une distribution hyper-posterior p
(en orange). Dans cet exemple, la longueur d’un rectangle représente le poids (ou la probabilité) assigné 3
un votant ou a une vue.

notre vote de majorité multi-vues. Notre approche englobe celle de AMINI et al. (2009) qui
considere une distribution uniforme pour combiner les prédictions des classifieurs spécifiques
a chaque vue. En outre, comparé au travail PAC-Bayésien de SuN et al. (2017), nous nous
focalisons sur le cas plus général d'apprentissage multi-vues avec plus de 2 vues.

Sur le plan pratique, nous proposons un algorithme, appelé PB-MVBoost, inspiré de I'idée
du boosting (FREUND, 1995; FREUND et SCHAPIRE, 1997). PB-MVBoost est une méthode
ensembliste qui apprend un vote de majorité multi-vues en combinant des votants spécifiques
a chaque vue. |l est connu que contrdler la diversité entre les classifieurs spécifiques a une
vue ou entre les vues est un élément clé de I'apprentissage multi-vues (KUNCHEVA, 2014 ;
MORVANT et al., 2014) Ainsi, pour apprendre les poids associés aux vues en prenant en
compte un compromis entre la diversité et la précision, nous utilisons a la C-borne multi-
vues (GERMAIN et al., 2015; ROy et al., 2016) qui, comme en mono-vue, est une relaxation
du risque du vote de majorité. Concrétement, a chaque itération de notre algorithme, nous
apprenons : (i) les poids des votants spécifiques a une vue en fonction de leur capacité a
traiter les exemples de la vue correspondante (capturant des informations propres a chaque
vue), (ii) les poids des vues en minimisant la C-borne multi-vues.

3.2 Notations et contexte

Nous considérons des tiches de classification binaire oll une donnée x = (z!,...,2")
est une observation décrite selon V' > 2 vues (ou modalités), i.e., I'espace d'entrée est
X = Xix ... xXy (les vues ne sont pas nécessairement de la méme dimension). L'ensemble
des V' vues est noté V. L'espace d'étiquetage binaire est Y = {—1,+1}. Nous supposons
que les exemples (x, y) sont tirés selon une distribution inconnue D sur XxY. Pour modéliser
I'approche multi-vues a deux niveaux, nous adoptons le cadre suivant. Pour chaque vue v €'V,
nous considérons un ensemble de votants spécifique a la vue H, de votants h, : X, — Y,
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3.2. Notations et contexte

ainsi qu’'une distribution prior P, sur H,. Etant donné une distribution hyper-prior w sur
I'ensemble des vues V et un échantillon d’apprentissage multi-vues S = {(x;,y;)};", ~ D™,
I'objectif est double : (i) trouver une distribution posterior @), sur H,, pour chaque vue v € V,
et (ii) trouver une distribution hyper-posterior p sur |'ensemble des vues V. Nous cherchons
donc une hiérarchie de distribution comme illustrée sur la Figure 3.1. Les distributions apprises
définissent alors un vote de majorité multi-vues l\/IVIY défini par

VvV I v
MV, (x) = sign LAEJp hvEth (x )} :
Le but est alors de trouver les distributions posterior et hyper-posterior qui minimisent le
risque réel RD(MVpV) du vote défini par
Rp(MV)) = E T[MVY(x)#yl|.

(x,9)~D

Le risque de Gibbs associé est alors

Ro(GY)= E E E T[h(a")#y),

(X,y)ND v~p thQv

ol G;’ est le classifieur stochastique de Gibbs. Le risque de Gibbs peut étre réécrit en termes

de désaccord multi-vues dy(p) et d'erreur jointe multi-vues e} (p) comme suit :

Rp (G)) = ;dg(/}) +ep(p),

oi d¥(p)= E E E E E I[h(a") #h, ()],

x~Dx v~p' v'evp hy~Qy hi~Q

et ey(p)= E E E E E T[h(a") £ yl1[H, (") #y].

(Xy)~D VP v p iy~ Qu By~ Qs

La contrepartie empirique du risque de Gibbs est

Ro (6Y) = 2 E, , B, 1) # ) (31)
= 350 +e¥(o), (32)

ou a:(,o) et 8y (p) sont les estimations empiriques de dy(p) et de e¥(p) sur S. Comme
dans le cadre PAC-Bayes classique (avec une seule vue), le risque de Gibbs est une relaxa-
tion du risque du vote de majorité. On a RD(MV;’) < 2Rp(GY). En outre, la C-borne
du Théoréme 2.4.3 peut étre étendue au cadre multi-vues.

Théoreme 3.2.1 (La C-borne multi-vues). Soit V' > 2 le nombre de vues. Pour toute
distribution D on XxY, pour tout ensemble de distributions {Q,}'_, sur {H,}'_, et

pour toute distribution p sur les vues V, si RD(G/Y) ; alors on a

(1280 (61))
1 —2dy(p)

2
(1 “2ERp (GQH)>
<1-— v ,
= 1— 2U§pdD (QU)

(3.3)

Rp (MVY) <1-

(3.4)

ol Rp(Gly,) et dp(Q,) sont resp. le risque de Gibbs et le désaccord pour une seule vue v.
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Comme dans la situation classique avec une seule vue, les Equations (3.3) et (3.4)
suggerent que pour apprendre un vote de majorité performant, il faut trouver bon com-
promis entre le risque de Gibbs Rp(GY) et le désaccord dy(p).

3.3 Bornes PAC-Bayésiennes pour le multi-vues

3.3.1 Théoreme PAC-Bayésien général

Nous présentons, dans le Théoréme 3.3.1, notre théoreme général PAC-Bayésien pour
I'apprentissage multi-vues. Comme souligné dans la Section 2.4.5, une étape clé dans les
preuves PAC-Bayésiennes est I'utilisation d'une inégalité de changement de mesure basée sur
I'inégalité de Donsker-Varadan (Proposition 2.4.1). Le Lemme 3.3.1 étend cet outil a notre
cadre multi-vues.

Lemme 3.3.1 (Inégalité de DONSKER-VARADHAN pour le multi-vues). Pour tout en-
semble de distributions prior {P,}'_, € {M*(H,)}'_,, pour toute distribution hyper-

prior m€M*(V), pour toute fonction mesurable ¢ : H, x (X X Y)™ — R telle que
Ep p, €75 <400, on a

VSe (X xY)™, V{Q.,}_, e IMH)}_,, VpeM(V),

v=1"

E E ¢(h,S) < E KL(QJ|P) +KL(p|r) + ln( EE erva)) .

v~p h'UNQ’U VT By~ Py

En se basant sur ce lemme, le théoreme suivant est une généralisation du Théoréme 2.4.5
au cadre multi-vues.

Théoreme 3.3.1 (Borne PAC-Bayésienne générale multi-vues). Soit V' >2 vues.
Pour toute distribution D sur XXY, pour tout ensemble de distributions prior
{P,}}_ e {M* (H,)}'_,, pour toute distribution hyper-prior = €M*(V), pour toute fonc-

tion mesurable ¢ : Hx(XxY)™ — R, pour tout 6 €10, 1], on a

V{Q, 1 _ e {MH)}_,, YpeMV),

v=1 v=1"
P E E ¢(h,S)< E KL(Q|[F)+ KL(p|[7) > 1-4.
S~Dm VP Ry~ Qo v~p

1 / !
+ln|l- E E E e#0S)
O S/~Dm U~T B/~ P,

Ce résultat ressemble au Théoréme 2.4.5 du cadre classique, la principale différence pro-
vient de l'introduction des distributions prior et posterior spécifiques aux vues. En effet, ces
distributions induisent le terme additionnel E,., KL (Q,|/P,) qui correspond a |'espérance
sur les vues de la KL-divergence spécifique a une vue tirée selon |I'hyper-posterior p. Cette
KL-divergence capture donc la différence “en moyenne” entre les distributions posterior et
prior de chaque vue.
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3.3. Bornes PAC-Bayésiennes pour le multi-vues

3.3.2 Spécialisations aux approches classiques

En suivant le principe de la Section 2.4.4 (pour les bornes classiques), nous spécialisons le
Théoreéme 3.3.1 en instanciant la fonction ¢(). Dans les bornes obtenues, nous décomposons
le risque empirique de Gibbs avec I'Equation (3.2) pour mettre explicitement en évidence la
diversité et la complémentarité entre les vues via le désaccord et I'erreur jointe.

Corollaire 3.3.1 (Borne a la MCALLESTER). Soit V' >2 vues. Pour toute distribution D

sur XxY, pour tout ensemble de distributions prior {P,}'_, € {M* (H,)}'_,, pour toute
distribution hyper-prior 1€ M*(V), pour tout €0, 1], on a
V{Qv}q‘j/:l € {M (Hv)}vV:1> Vp € M(V),
P >1-0.
~Dm -~V S 1 2 m -
T Ro () < 3ds <p>+e¥<p>+$ o (UEPKL (QIP,)+KL (pl|m) +In *ﬁ)

Corollaire 3.3.2 (Borne a la CaToni). Soit V' >2 vues. Pour toute distribution D sur
XxY, pour tout ensemble de distributions prior {PU}}J/:1 e{M* (Hv)}rzl, pour toute dis-

tribution hyper-prior m € M*(V'), pour tout C'>0, pour tout § €10, 1], on a
VIQuI, € (M(H)Y, . Yo e M(V), Rp(GY) <

P >
s~ 1— exp (_c@ag(p) ¥ (0)) —%LEPKL(QUHPv)JrKL(PH?T)—Hn %m

1—e=C

Corollaire 3.3.3 (Borne a la SEEGER). Soit V' >2 vues. Pour toute distribution D sur
XxY, pour tout ensemble de distributions prior {PU}UVZ1 e{M* (Hv)}:)/:l, pour toute dis-
tribution hyper-prior € M*(V), pour tout 6 €]0,1], on a

V{Quh €M (H)}y, Yo € M(V),

Qm) > 1-4.

P R 1
S0 | 1 ;dg’(p)+a§(p),RD(G;’)]gm(vngL(QUHPUHKL(pr)+1n ;

Les bornes des trois corollaires précédents majorent le risque de Gibbs. Comme dans le
cadre classique avec une seule vue, un facteur 2 doit s'appliquer pour obtenir des bornes sur
le risque du vote de majorité.

3.3.3 C-Borne multi-vues PAC-Bayésienne

Pour obtenir une borne plus précise sur le risque du vote de majorité multi-vues, nous
énoncons dans le théoreme suivant une borne en généralisation PAC-Bayésienne pour la
C-borne multi-vues du Théoréme 3.2.1.
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3.4. Algorithme multi-vues basé sur la C-borne

Théoréeme 3.3.2 (C-borne multi-vues PAC-Bayésienne). Soit V' >2 vues. Pour toute dis-
tribution D sur XxY, pour tout ensemble de distributions prior {P,}'_, € {M* (H,)}\_,,
pour toute distribution hyper-prior 1 €M*(V), pour tout 6 €10, 1], on a

2
(1 — 2 E sup (rdQ/q)%S))
P IRp(MVY) <1- R 7 > 19,
S~pr 1-2E infdy’s

N 5/2 _ ) B 1 4/m 1
ol rys= {r - kl (RS (Go,) Hr) < - KL (Qu]| Py) + In 5 ] et r < 5 ("
3 1 4y/m
et dy’s= {d:kl (ds(@u)lld) < — [QKL(QU||PU)+IH ; ]}

Nous utilisons ce théoreme comme justification théorique de la minimisation de la C-borne
multi-vues dans |'algorithme décrit dans la section suivante.

3.4 Algorithme multi-vues basé sur la C-borne

Il est établi que la diversité est un élément clé du succés de combinaisons de classifieur,
et plus généralement des méthodes ensemblistes (e.g., KUNCHEVA, 2014). Dans le cadre de
I'apprentissage multi-vues, fusionner des votants suffisamment diverses est donc essentiel
pour obtenir de bonnes performances. Bien qu'il n'y ait pas de consensus sur la définition
de la diversité, il existe des métriques populaires de diversité basées sur la différence entre
chaque paire de votants individuels, telles que les Q-statistiques, le coefficient de corrélation,
etc. Comme nous I'avons détaillé dans MORVANT et al. (2014), le désaccord entre paire
de votants, intervenant tout particulierement dans la C-borne, correspond a une de ces
métriques (pondérée par le posterior). Ainsi les algorithmes qui découlent de la minimisation
de la C-borne favorise les combinaisons de votants diverses tout en gardant de bonnes
performances individuelles et apparait ainsi comme une bonne solution pour combiner les
prédictions de classifieurs appris séparément a partir de différentes vues.

Cette section présente un algorithme, appelé PB-MVBoost et basé sur le principe du boos-
ting, dans le cadre de |'apprentissage multi-vues a deux niveaux. PB-MVBoost, résumé dans
I'’Algorithme 3.1, est une méthode ensembliste qui renvoie un vote de majorité multi-vues
exprimé comme une combinaison de votants spécifiques a une vue. Pour ce faire, nous propo-
sons un algorithme itératif qui vise a minimiser la C-borne multi-vues du Théoréme 3.2.1 en
controlant le compromis entre diversité et performance. Plus précisément, a chaque itération,
nous apprenons (i) les poids sur les votants spécifiques aux vues, basés sur leur capacité a
traiter les exemples de la vue considérée (capturant ainsi des informations spécifiques a
chaque vue), et (ii) les poids sur les vues en minimisant la C-borne multi-vues.

Etant donné V vues et un ensemble d'apprentissage S={(x;, y;)}7, € (Xx{—1,+1})™
de taille m, I'Algorithme 3.1 maintient une distribution sur les exemples (initialisée a la dis-
tribution uniforme, Lignes 1-2). A chaque itération ¢, (Ligne 4) nous apprenons V' classifieurs
faibles spécifiques a une vue selon la distribution courante D, ; (Ligne 5) les erreurs associées
sont estimées par le terme €/. Comme dans I'algorithme Adaboost (FREUND et SCHAPIRE,
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3.4. Algorithme multi-vues basé sur la C-borne

Algorithme 3.1 PB-MVBoost (PAC-Bayesian Multiview Boosting)
Entrées : S = {(x;,¥i),--, (Xm,ym)}, avec x; = (x}, 27, ... . 2)) et y; € {—1,1}, pour

chaque vue v € V, un ensemble d'hypothéses H,,, nombre d'itérations T’
1: Vx; €S, D, (Xz) — %
22 VeV, pl et H, < ¢
3: pourt=1,..., T faire
4: Vv € V, apprendre un classifieur faible spécifique a la vue h{") avec Dy
5. Vv €V, calcul de I'erreur de h! : €) < Ey, ) )~y LM (27) # yil

6. VeV, caleul du poids de A% : Q)+ 1 [m (1 5@“)]

VYo € V,H, < H, U {r"}
8: Optimisation de la C-Borne multi-vues pour apprendre poids sur les vues

2
1 _221) p’U fU) \4
[ 1 } telle que Vv € V, Zpgt) =1, pgt) >0

max
8 1 - 2 ZU:l pU) 1(}t) =
ouVveV, rf!« E E T[h, (z]) # vi
! (x4,yi)~D(sy hv~Hy [ ( z) 7é ?/]
WweV, df« E E Ll (a7) # 1, (a])]

(%i,9i)~D(s) hw,hiy~Hy

0: pour tout x; € S faire

Dy (x exp< yzzpv (QPR{ ( Z—’)))
g ) (x;) exp <—yj;p£“ (@PA (%)))

11: Renvoyer le vote de majorité multi-vues tel que pour tout exemple x, on a

10: D(t+1) (XZ> —

MV, (x) = sign (Z Pl Z QWL (x )

14 . .
1sont définis en fonction de ces erreurs par
V=

1 1 —€®
(t) = v
wev.go ()]

v

1997), (Ligne 6) les poids des classifieurs {Qz(f)}

Pour apprendre les poids (py);< < sur les vues (Ligne 8), nous optimisons la C-borne
empirique. Notons que dans I'article original (GOYAL et al., 2019), nous avons montré empi-
riquement que I'algorithme minimise la C-borne multi-vues tout au long des itérations. Enfin
(Lignes 9-10), toujours en suivant le principe de I'algorithme Adaboost, nous mettons a jour
la distribution sur les exemples d'apprentissage x; en s'assurant que les poids des exemples
mal classés (resp. bien classés) par le vote de majorité final augmentent (resp. diminuent) :

Dy (x:) exp (—yi Ty ! (Q W ()
"1 D (x5) exp (_yj Voo (Qv K ( ”)))

Intuitivement, cela contraint les classifieurs spécifiques a chaque vue a étre cohérents les
uns avec les autres, ce qui est essentiel pour |'apprentissage multi-vues (SEBBAN, SUCHIER

D1y (xi)
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et al., 2009; Kogo et CAPPONI, 2011; MORVANT et al., 2014). Enfin, apres 7" itérations de
I'algorithme, nous obtenons le vote de majorité multi-vues :

1% T
MVY (x) = sign (z oS QA <x”>) |
v=1 t=1

3.5 Résumé des expériences

Nous avons comparé notre algorithme PB-MVBoost avec des arbres de décisions comme
votants sur MNIST et Reuters (en classification binaire). Les algorithmes auxquels nous
nous sommes comparés sont les suivants. En autre, nous avons considéré des algorithmes
d'apprentissage d'un vote de majorité sur uniquement la sortie des classifieurs spécifiques
aux vues : avec des poids uniforme comme AMINI et al. (2009), ou avec des poids appris en
utilisant Adaboost. Nous nous sommes également comparés a rBoost.SH (PENG et al., 2017),
une méthode de boosting pour |'apprentissage multi-vues durant laquelle une distribution
globale est maintenue sur I'ensemble des exemples et des vues, et ou, a chaque itération,
une vue est sélectionnée et un classifieur spécifique a cette vue est appris. Afin de mettre en
évidence I'utilité de la C-borne, nous avons également considéré une version de PB-MVBoost
sans |'optimisation de la C-borne.

Les expériences ont permis de montrer que PB-MVBoost était en moyenne meilleur en
termes de performance et de F1-mesure sur les jeux de données considérés. En faisant varier
artificiellement la quantité d'exemples par classe, nous avons pu également observer que PB-
MVBoost était capable de gérer des données déséquilibrées. La prise en considération d'une
stratégie avec une hiérarchie de distributions a deux niveaux a donc permis une meilleure
prise en considération de la diversité/complémentarité a la fois des vues, mais également
des votants de base permettant méme de contrer d'éventuels probléemes de déséquilibre dans
I'ensemble d'apprentissage.

3.6 Conclusion

Dans ce chapitre, nous avons introduit la premiére analyse PAC-Bayésienne de |'appren-
tissage multi-vues avec plus de 2 vues. La principale nouveauté par rapport au cadre mono-
vue réside dans l'introduction d'une hiérarchie a deux niveaux de distributions : un niveau
intra-vue (ou l'on apprend une distribution sur un ensemble de votants spécifiques a une
vue donnée) et un niveau inter-vues (ou l'on apprend une distribution sur les différentes
vues). Les résultats théoriques obtenus prennent la forme de bornes PAC-Bayésiennes re-
lativement classiques, adaptées a ce contexte hiérarchique. Nous avons ensuite utilisé ces
résultats comme source d'inspiration pour concevoir un algorithme inspiré du boosting. Cet
algorithme apprend de maniére itérative les deux niveaux de distributions conjointement, en
s'appuyant sur la C-borne multi-vues. Cette approche permet de prendre en compte non
seulement la diversité entre les vues, mais aussi la diversité au sein des votants d'une méme
vue, améliorant I'apprentissage du vote de majorité final.
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Contexte

Les travaux présentés dans ce chapitre sont en continuité directe avec les travaux effectués
durant ma thése suite a ma collaboration avec Francois Laviolette et Pascal Germain. Ces
travaux ont donné lieu non seulement a une collaboration de long terme avec Pascal Germain,
mais également a la co-rédaction d'un livre sur la théorie de I'adaptation de domaine (REDKO
et al., 2019, 2020). D'un point de vue scientifique, les résultats obtenus sont les premiéres
bornes PAC-Bayésiennes pour |'adaptation de domaine. Le contenu de ce chapitre est proche
de I'article publié dans le journal Neurocomputing (GERMAIN et al., 2020) qui résume |'en-
semble de nos contributions dans ce contexte (GERMAIN et al., 2013, 2016a).

Je tiens a mentionner que Francois Laviolette, décédé en 2021, a joué un rdle important
dans |'orientation de ma carriere, puisque c'est avec lui que je me suis familiarisée avec la
théorie PAC-Bayésienne, fil rouge de ce manuscrit. Je tiens donc a lui rendre hommage au
travers de ce chapitre.

4.1 Introduction

En tant qu'étre humain, nous apprenons de ce que nous avons vu auparavant. Prenons
I'exemple de notre processus éducatif : lorsqu'un étudiant assiste a un nouveau cours, les
connaissances qu'il a acquises des cours précédents I'aident a comprendre ce nouveau cours.
Cependant, les approches traditionnelles en apprentissage automatique supposent que les
données d'apprentissage et les données sur lesquelles nous voulons appliquer notre modele
sont tirées selon la méme distribution de probabilité. Cette hypothese est difficile a vérifier
pour de nombreuses applications réelles dés que |'on souhaite réutiliser un modele pour une
autre tache. Par exemple, un systéme de filtrage de spams performant pour un utilisateur
donné ne le sera pas nécessairement pour un utilisateur recevant des e-mails de natures
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différentes. En d'autres termes, les données d'apprentissage associées a un ou plusieurs
utilisateurs peuvent ne pas étre représentatives des données d'un autre utilisateur. Cela
renforce le besoin de concevoir des méthodes pour adapter un classifieur appris a partir
des données d'apprentissage (la source) a des données différentes (la cible). Une solution
pour s'attaquer a ce probléme est de considérer le cadre de I'adaptation de domaine?!,
qui correspond a la situation pour laquelle la distribution générant les données cibles (le
domaine cible) différe de celle générant les données sources (le domaine source). Notons
que |'adaptation de domaine est une tache connue pour étre difficile méme sous de fortes
hypothéses (BEN-DAVID et al., 2010b; BEN-DAVID et URNER, 2012, 2014).

De nombreuses approches existent pour s'attaquer a |'adaptation de domaine, souvent
avec la méme idée sous-jacente : si nous sommes en mesure de trouver une transforma-
tion pour “rapprocher” les distributions, alors nous pouvons apprendre un modele avec les
étiquettes observées. Cette technique peut étre réalisée par une repondération de I'impor-
tance des données étiquetées (importance reweighting, HUANG et al., 2006; SUGIYAMA et al.,
2007 ; CORTES et al., 2010, 2015), qui une méthode populaire en cas de covariate-shift lorsque
les domaines partagent la méme fonction d'étiquetage (e.g., HUANG et al., 2006; SUGIYAMA
et al., 2008). Une autre approche se base sur des procédures d'auto-étiquetage, ou le but est
de transférer les étiquettes sources sur les données cibles none-étiquetées (e.g., BRUZZONE et
MARCONCINI, 2010 ; HABRARD et al., 2013 ; MORVANT, 2015). Une troisieme solution consiste
a construire un nouvel espace de représentation dans lequel les données sources et cibles se-
ront les plus indiscernables possible. Puis, un algorithme standard d'apprentissage supervisé
peut étre utilisé pour apprendre un modele sur les données sources étiquetées (e.g., GLOROT
et al., 2011; CHEN et al.,, 2012; COURTY et al., 2016 ; COURTY et al., 2017; L1 et al., 2019b). La
représentation et le modele peuvent également étre appris simultanément; di a |'essor des
méthodes d'apprentissage profond, cette stratégie est devenue tres populaire (e.g., GANIN
et al., 2016 ; DING et Fu, 2018; SHU et al., 2018; L1 et al., 2019a; SEBAG et al., 2019).

Le travail présenté dans ce chapitre appartient a une autre approche principalement ex-
plorée pour dériver des bornes en généralisation pour |I'adaptation de domaine. Cette approche
implique généralement une mesure de divergence entre les distributions source et cible (e.g.
BEN-DAVID et al., 2006 ; L1 et BILMES, 2007 ; BEN-DAVID et al., 2010a ; MORVANT et al., 2012a;
ZHANG et al., 2012; CORTES et MOHRI, 2014 ; REDKO et al., 2017). Une telle mesure dépend de
I'ensemble d'hypotheses H considéré par I'algorithme d'apprentissage. L'idée est de chercher
un ensemble H qui permet de minimiser la divergence entre les distributions tout en conser-
vant de bonnes performances sur les données étiquetées sources : si les distributions sont
proches selon cette mesure, alors la capacité en généralisation sera “plus facile” a estimer. En
fait, la définition d'une telle mesure pour quantifier a quel point les domaines sont reliés est
une question majeure en adaptation de domaine. Par exemple, en classification binaire avec
la fonction perte 0-1, BEN-DAVID et al. (2006, 2010a) ont considéré la HAH-divergence entre
les distributions marginales source et cible. Cette quantité dépend du désaccord maximal
entre paires d’hypotheses et permet de déduire une borne en généralisation d'adaptation de
domaine basée sur la dimension VC (Définition 2.3.2). La discrepancy distance (MANSOUR
et al., 2009a) généralise la HAH-divergence a des fonctions a valeurs réelles et a des fonc-
tions de pertes plus générales. Cette mesure permet d'obtenir des bornes en généralisation
d'adaptation de domaine basées sur la complexité de Rademacher (Définition 2.3.3). D'autres
mesures ont été exploitées sous différentes hypothéses, comme la divergence de Rényi pour
I'importance reweighting (MANSOUR et al., 2009b) ou la distance de Wasserstein qui permet

1. L’adaptation de domaine est souvent associée a |'apprentissage par transfert (PAN et YANG, 2010).
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d'utiliser une stratégie de transport optimal en adaptation de domaine (COURTY et al., 2016;
COURTY et al., 2017 ; REDKO et al., 2017). Dans ces situations, |'adaptation de domaine peut
étre vue comme un compromis entre la complexité de la classe d'hypothéses H, |'adaptabi-
lité de H selon la divergence entre les domaines et le risque empirique source. Cependant,
de nombreuses des méthodes se décomposent en deux étapes : (i) construire un espace de
représentation en minimisant la divergence entre les domaines, puis (ii) apprendre un modeéle
sur le domaine source dans ce nouvel espace de représentation.

Le point de vue PAC-Bayésien. Une particularité de la théorie PAC-Bayésienne (Sec-
tion 2.4) est qu'elle se concentre sur les algorithmes qui apprennent une distribution poste-
rior p sur H (i.e., un moyennage selon p) plutdt que sur un seul prédicteur h € H (comme
BEN-DAVID et al. (2006) et d’autres travaux cités ci-dessus). Plus précisément, nous étudions
le cadre de |'adaptation de domaine non-supervisée pour la classification binaire, ou aucune
étiquette cible n'est fournie a I'apprenant. Nous proposons deux analyses d’'adaptation de
domaine, introduites séparément dans GERMAIN et al. (2013, 2016a).

Notre premiere approche suit la philosophie des travaux fondateurs de BEN-DAVID et al.
(2006) et de MANSOUR et al. (2009b) : le risque sur le domaine cible est majoré conjointement
par le risque sur le domaine source, une divergence entre les distributions marginales et un
terme non estimable? lié 3 la capacité d'adaptation dans I'espace de représentation. Pour
obtenir un tel résultat, nous définissons une pseudo-métrique compatible avec le PAC-Bayes
en définissant la divergence entre les domaines comme |'espérance selon p des désaccords
entre paires d'hypothéses sur les deux domaines. Nous avons démontré que cette divergence
est plus petite que la HAH-divergence et est facilement estimable a partir de données.

Notre second résultat (GERMAIN et al., 2016a) est une borne supérieure sur le risque sur
le domaine cible qui apporte une vision originale de |'adaptation de domaine. Concrétement,
le risque cible est toujours majoré par trois termes, mais ils different dans I'information qu'ils
capturent. Le premier terme est estimable a partir de données non étiquetées et repose uni-
quement sur le désaccord sur le domaine cible. Le deuxieme terme dépend de la performance
sur le domaine source; il est intéressant de noter que cette performance est pondérée par une
mesure de divergence entre les domaines source et cible qui permet de contréler la relation
entre les domaines. Le troisiéme terme estime le “volume"” du domaine cible trop éloigné du
domaine source (qui doit &tre faible pour assurer I'adaptation).

A partir de ces résultats, nous dérivons des bornes en généralisation PAC-Bayésiennes
pour nos deux bornes d'adaptation de domaine. Inspirés par ces bornes, nous proposons
deux algorithmes adaptés aux classifieurs linéaires, appelés PBDA et DALC. Contrairement a
de nombreuses méthodes d'adaptation qui effectuent une procédure en deux étapes, PBDA
et DALC conjointement les compromis impliqués par les bornes.

4.2 Les travaux fondateurs

Avant de présenter nos résultats, nous rappelons les résultats fondateurs de la théorie de
I'adaptation de domaine basée sur une mesure de divergence entre les domaines (BEN-DAVID
et al., 2006 ; MANSOUR et al., 2009a; BEN-DAVID et al., 2010a).

2. Le terme non-estimable des bornes d'adaptation peut étre estimé avec des étiquettes des 2 domaines.
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4.2.1 Notations et contexte

Nous étudions |'adaptation de domaine pour la classification binaire ot X CR? est |'espace
d'entrée de dimension d et Y = {—1,+1} est I'espace d'étiquetage. Le domaine source S
et le domaine cible 7 sont des distributions (inconnues et fixées) sur XxY ; les distributions
marginales respectives sur X sont notées Sx et Tx. Nous nous attaquons a la tache difficile
de I'adaptation de domaine non supervisée ol aucune étiquette cible n'est disponible. Nous
considérons donc un échantillon source étiqueté S = {(x7, y;) }i25, composé de mg exemples
tirés i.i.d. selon S, et un échantillon cible non étiqueté T = {xﬁ};”:tl composé de m; exemples
tirés i.i.d. selon Tx. Nous supposons que H est un ensemble d’hypotheéses de X a Y. Le risque
source réel et le risque cible réel d'une hypothese h € H sur S, resp. T, sont la probabilité
que h se trompe sur I'ensemble de la distribution S, resp. T,

R5<h) = (x5 E)NS 601 (h’7 (Xsa y)) 9 et RT<h) = (xt yE)NTe()l (ha (Xta y)) 3

ol Loy (h, (x,y)) = I[h(x) # y] est la fonction perte 0-1. Nous notons Rs(h) le risque
empirique source associé estimé sur |'échantillon source S. L'objectif principal en adaptation
de domaine est alors d'apprendre — sans étiquette cible — un modéle A~ € H amenant a la
plus petite erreur réelle possible sur le domaine cible Rr(h).

Dans la suite, nous avons besoin de la notion de désaccord entre deux hypotheses
(h,h')€H? Nous notons ds, (h, k'), respectivement dr (h,h'), le désaccord réel source,
respectivement le désaccord réel cible. lls sont définis par

ds,(h,h) = E_T|h(x) £ (x")], et dp(hh) = E T[h(x)# N (x")].
XSNSX xt~7—><

Ces quantités mesurent la probabilité que h et h' renvoient une étiquette différente (i.e., la

probabilité qu'ils soient en désaccord).

4.2.2 La nécessité d’une divergence entre les domaines

L'objectif de I'adaptation de domaine est de trouver une hypothese cible de risque faible,
méme si aucune étiquette cible n'est disponible. Cette tache peut étre impossible a résoudre
méme sous de fortes hypothéses (BEN-DAVID et al., 2010b; BEN-DAVID et URNER, 2012,
2014). Cependant, pour étudier la capacité en généralisation dans une telle situation (via ce
que I'on appelle une borne d’adaptation de domaine), il est crucial d'utiliser une mesure de
“distance” entre le domaine source et le domaine cible : plus les domaines sont similaires, plus
I'adaptation sera “facile”. Concrétement, les domaines S et T différent si leurs marginales
Sx et Tx sont différentes et/ou si la fonction d'étiquetage source difféere de celle de la
cible. Cela suggere de considérer deux mesures : une entre les marginales Sx et Tx, et
I'autre entre les étiquetages. Evidemment, si nous disposons d'étiquettes cibles, alors les
deux mesures peuvent étre combinées (e.g., ZHANG et al., 2012). Dans le cas contraire,
les mesures sont distinctes puisque la meilleure hypothese cible sera impossible a estimer.
L’hypothese généralement faites en adaptation de domaine est que la fonction d'étiquetage
source est d'une certaine maniére liée a celle du domaine cible. Sous cette hypothése forte,
I'objectif est alors de construire une représentation dans laquelle les marginales Sx et Tx
sont proches tout en gardant une bonne performance sur le domaine source.

- 56 -



4.2. Les travaux fondateurs

4.2.3 Bornes d’adaptation de domaine en classification binaire

BEN-DAVID et al. (2010a) ont proposé la premiere borne d'adaptation de domaine, rappelée
ci-dessous, sous I'hypothese qu'il existe une hypothése dans H de faible risque a la fois sur
le domaine source et sur le domaine cible.

Théoréme 4.2.1 (Borne d'adaptation de BEN-DAVID et al. (2006, 2010a)). Soit H un
ensemble symétrique® d'hypothéses. Pour tout domaine S et 7 sur XxY, on a

Vh € H, Rr(h) < Rs(h) + 2dapa(Sx. Tx) + i , (4.1)
, (4.2)

d7'x<h7 hl) - de (h’ h,)

ol dynu(Sx,Tx) = sup
(b1 )EH?

est la HAH-divergence entre les marginales Sx et Tx, et pp=Rs(h*) + Ry (h*) est I'erreur
de la meilleure hypothese globale h*=argmin, (Rs(h) + Ry (h)) .

Cette borne repose sur 3 termes. Le premier Rg(h) est I'erreur réelle classique sur domaine
source. Le deuxiéme %dMH(Sx,R) dépend de H et correspond a |'écart maximum entre
le désaccord source et cible entre paire d'hypothéses. En d'autres termes, %d;L,AH(SX,’];()
quantifie a quel point les hypotheses de H peuvent “capturer” les différences entre les margi-
nales : plus cette mesure est faible pour un ensemble H donné, meilleures seront les garanties
en généralisation. Le dernier terme - =Rgs(h*) + Ry (h*) est, quant a lui, lié a la meilleure
hypothese h* € H sur les domaines et agit comme une mesure de qualité de H en termes
d'étiquetage. Si h* n'est pas capable d'obtenir de bonnes performances sur les domaines
source et cible, alors I'adaptation du domaine source vers le domaine cible ne sera pas pos-
sible. Comme mentionné par les auteurs, I'Equation (4.1) exprime un compromis entre la
performance d'une hypothése h, la complexité de H (quantifiée par BEN-DAVID et al. avec
une borne basée sur la dimension VC), et I'incapacité des hypothéses de H a détecter les
différences entre les domaines source et cible.

Dans un second temps, MANSOUR et al. (2009a) ont proposé une extension de la HAH-
divergence de I'Equation (4.2), appelée la discrepancy, pour la régression et pour des fonc-
tions pertes symétriques vérifiant l'inégalité triangulaire. Etant donné une telle fonction
¢ Hx(XxY) — R™, la discrepancy disc,(Sx, Tx) entre Sx et Tx est

disce(Sx, Tx) = sup E {(h,(x" B (x")— E_£(h,(x° K (x%))

(h,hl)€H2 XtN7;( XSNSX

Pour la classification binaire, avec la perte 0-1, on a $dyan(Sx, Tx) = discy, (Sx, Tx). Bien
que les deux mesures puissent coincider, la borne d'adaptation de domaine de MANSOUR
et al. (2009a), rappelée dans le théoreme suivant, differe du Théoreme 4.2.1.

Théoréme 4.2.2 (Borne d'adaptation de MANSOUR et al.). Soit H un ensemble symétrique
d'hypothéses. Pour tout domaine S et 7 sur XxY, on a

Yh € H, Ry(h) = Ry(hy) < ds,(h, h3) + dise, (S, TX) + Vg g, (43)

ol h} = argmin,y Ry (h) est la meilleure hypothése cible et hz=argmin, 4 Rs(h) la
meilleure hypothése source, et v(; ns) = ds, (s, h7) est le désaccord h et Ay

2. Un ensemble H est symétrique si pour tout A € H, son opposé —h est également dans H.
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L’Equation (4.3) peut étre plus précise* que I'Equation (4.1) puisqu’elle majore I'écart
entre |'erreur cible d’'une hypothese h et celle de la meilleure hypothese A% sur le domaine
cible. En se basant sur le Théoréme 4.2.2 et sur une analyse avec la complexité de Radema-
cher, MANSOUR et al. (2009a) ont dérivé une borne en généralisation sur le risque cible. Cette
borne exprime un compromis entre le désaccord entre h et la meilleure hypothese source h%,
la complexité de H, et — encore une fois — l'incapacité des hypothéses a détecter les
différences entre les domaines.

Pour résumer, les bornes d'adaptation de domaine des Théorémes 4.2.1 et 4.2.2 suggerent
que si la divergence entre les deux domaines est faible, une hypothese de risque faible sur
le domaine source peut amener a un risque faible sur le domaine cible. Les mesures de
divergence entre domaines associées a ces résultats peuvent étre vues comme la valeur dans
le pire cas du désaccord entre les paires d'hypotheses.

4.3 Deux bornes d’adaptation pour le PAC-Bayes

L'originalité de nos travaux (GERMAIN et al., 2020) est la définition de deux cadres
théoriques d’adaptation de domaine adaptés au PAC-Bayes. Notre premiére approche (Sec-
tion 4.3.1, dont la premiére version a été publiée dans GERMAIN et al. (2013)) s'inscrit dans
la philosophie de ces travaux fondateurs en prouvant une borne sur le risque de Gibbs (i.e.
I'espérance des erreurs) et qui exprime un compromis similaire. Notre seconde approche
(Section 4.3.2, publiée dans GERMAIN et al. (2016a)) apporte un point de vue différent et
novateur en proposant un compromis original basé sur la décomposition du risque Gibbs de
I'Equation (2.9).

4.3.1 Dans lI'esprit des travaux fondateurs
4.3.1.1 Une mesure divergence entre domaines pour le PAC-Bayes

Alors que les bornes d'adaptation de domaine présentées dans la Section 4.2 se foca-
lisent sur le risque d'une seule hypothése de H, nous nous focalisons ici sur |'espérance
des risques des hypothéses de H selon la distribution posterior p, autrement dit, nous nous
intéressons au risque de Gibbs. Pour les besoins du cadre PAC-Bayésien, nous définissons une
pseudo-métrique ®> pour mesurer la différence structurelle entre les marginales des domaines en
espérance selon la distribution posterior p sur H. Comme nous nous intéressons a |'apprentis-
sage d'un vote de majorité pondéré par p qui amene a de bonnes garanties en généralisation,
nous proposons de suivre |'idée sous-jacente de la C-borne de I'Equation (2.14) : étant
donné un domaine source S, un domaine cible 7" et une distribution posterior p, si Rs(G),)
et R7(G,) sont proches, alors Rs(MV,) et R7-(MV,) sont proches lorsque ds(p) et dr(p)
sont également proches. Ainsi, les domaines S et T sont proches selon p si le désaccord at-
tendu sur les domaines tend a étre proche. Nous appelons cette pseudo-métrique le désaccord
entre domaines et nous la définissons comme suit.

4. Dans certains cas, I’Equation (4.1) peut conduire a un terme d'erreur 3 fois plus élevé que
I'Equation (4.3) (voir MANSOUR et al., 2009a pour plus de détails).

5. Une pseudo-métrique d est une métrique pour laquelle la propriété d(z,y) =0 < z =y de
désaccord entre domaines est reldchée pour devenir d(z,y) =0 <— z =y.
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Définition 4.3.1 (Désaccord entre domaines). Soit H un espace d'hypothéses. Pour tout
domaine & et 7 sur XxY, toute distribution p sur H, le désaccord entre domaines
dis,(Sx, Tx) est défini par

dis, (Sx, Tx) = | E Q[dTX(h,h')_dsx(h,h’)H _ ‘dT(p)—dS(p) .

(h,h)~op

4.3.1.2 Comparaison avec la HAH-divergence

Alors que la HAH-divergence du Théoréme 4.2.1 est difficile a optimiser conjointement
avec |'erreur empirique source, la version empirique de notre désaccord entre domaines est
plus facile a manipuler : il suffit de calculer le désaccord moyen selon p plutdt que de chercher
la paire d’hypothéses qui maximise le désaccord. En effet, dis,(Sx, 7x) dépend du posterior
appris p, ce qui suggere que |I'on peut directement le minimiser via son estimation empirique.
Cette minimisation peut étre réalisée dans |'espace d'origine sans aucune modification de
I'espace d’'hypothéses et/ou de l'importance des exemples. Au contraire, %dmy(Sx,R)
exprime un supremum sur toutes les hypothéses h € H et ne dépend donc pas de |'hypothése
pour laquelle I'erreur est considérée. De plus, dis,(Sx, 7x) (“le cas moyen" selon p) est plus
petit que %dMH(SX,R) (le “pire cas"). En effet, pour tout h € H et p sur H, on a:

> E
(h,h)~p?

2 disp(SX7 7;()

de(hv h,) - de(h7 h/)

de(hv h/) - de(h7 h/)

5 Ay (Sx, Tx) = sup
(h,h")EH?

4.3.1.3 Une borne d’adaptation pour le risque de Gibbs

Nous énoncons maintenant notre borne d'adaptation de domaine dans le cadre PAC-
Bayésien, qui dépend de notre mesure de désaccord entre domaines (Définition 4.3.1).

Théoréme 4.3.1 (Borne 1 d’adaptation de domaine pour le risque de Gibbs). Soit H un
espace d'hypothéses. Pour tout domaine S et 7 sur XxY, on a

1
Vp sur H, hE RT(h) = RT(Gp) S Rs(Gp) + 5 diSp(Sx, 7;() + )\p,
~p
ol A\, est I'écart entre les erreurs jointes source et cible associées a G,

A, = [er(p) —es(p) . (44)

A linstar des bornes des Théorémes 4.2.1 et 4.2.2, notre borne peut étre interprétée
comme un compromis entre différentes quantités. Les termes Rs(G,) et dis,(Sx, Tx) sont
similaires aux deux premiers termes de la borne d'adaptation de domaine du Théoreme 4.2.1 :
Rs(G,) est le risque source moyen sur H pondéré par p, et dis,(7x, Sx) mesure la différence
entre les marginales via I'écart moyen pondéré par p des désaccords (entre paire d’hypothéses)
source et cible, mais est spécifique au modele considéré qui dépend de p. Le terme A\, mesure
I'écart entre les erreurs jointes cible et source associées a p. D'apres cette théorie, une bonne
adaptation de domaine est possible si cet écart est faible. Cependant, nous supposons que
nous n'avons aucune étiquette cible, nous ne pouvons donc ni le contrdler, ni |'estimer. En
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pratique, nous supposons que A, est faible et nous le négligeons. En d’autres termes, nous
supposons que |'étiquetage sur le domaine source et I'étiquetage sur le domaine cible sont
liés et que le désaccord entre domaines et les étiquettes source sont suffisants pour trouver
une bonne distribution posterior p. Enfin, comme dis,(7x, Sx) et A, dépendent de p, notre
borne est, en général, incomparable avec celles des Théorémes 4.2.1 et 4.2.2. Cependant,
elle repose sur la méme idée : en supposant que les domaines soient suffisamment liés, il faut
chercher un modéle (ici, un posterior) qui minimise un compromis entre son risque source et
une divergence entre les marginales des domaines.

4.3.2 Une vision originale de I’adaptation de domaine

Dans cette section, nous introduisons une approche originale pour majorer le risque de
Gibbs sur le domaine cible 7 par un terme dépendant de la distribution marginale cible 7x, un
terme dépendant du domaine source S et un terme capturant le “volume” de la distribution
source non informatif pour la tache cible. Notre résultat est basé sur I'Equation (2.9) qui,
pour un domaine 7, décompose le risque de Gibbs en un compromis entre le désaccord
+d7(p) et I'erreur jointe e (p) :

Rr(Gy) = er(p) + 5 dr(p). (2.9)
Un point clé est que désaccord peut se calculer sans les étiquettes : dr(p) est calculable
a partir de la distribution marginale 7x. Dans notre contexte, les étiquettes cibles sont
inconnues, nous avons donc accés a |'estimation empirique de dr(p), mais nous ne pouvons
pas estimer e (p). Par contre, I'erreur jointe peut étre calculée sur le domaine source étiqueté,
c'est ce que nous avons gardé a I'esprit pour définir une nouvelle divergence entre domaines.

4.3.2.1 Une autre divergence entre domaines pour le PAC-bayes

Nous définissons une divergence entre domaines qui permet de relier |'erreur jointe cible
er(p) al'erreur jointe source es(p) grace a une pondération particuliére. Nous appelons cette
nouvelle divergence la 3,-divergence paramétrée par un réel ¢ > 0 :

q

(4.5)

(x*y9)~S \ S(x,y)

Certaines valeurs de ¢ permettent de retrouver des divergences connues. Par exemple, avec
q=2 on retrouve la distance x? entre les domaines : 52(T||S) = v/x2(T||S)+1. Nous pouvons
également relier 3,(7|S) a la divergence de Rényi® (ERVEN et HARREMO#S, 2014) utilisée
parfois pour I'importance reweighting. Nous notons 3..(7||S) le cas limite ¢— oo :

aris) = | € (S22)

T (x, y))
(T|S) = 3 —=, .

ol supPP(S) est le support de S. La (,-divergence capture les régions de I'espace d’entrée qui
appartiennent a l'intersection entre le support du domaine source et le support du domaine
cible. Il semble raisonnable de supposer que lorsque I'adaptation est possible, ces régions
sont grandes. Or, il est probable que suPP(7) ne soit pas entierement inclus dans supP(S).

6. Pour ¢ > 0, on peut montrer que Bq(THS):?%D‘?(T”S), ol D, (+]]) est la divergence de Rényi.
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Nous notons 7\S la distribution de (x,y)~7T conditionnée par (x,y) € supp(7)\surp(S).
Puisque I'estimation de I'erreur jointe e\ s(p) sans faire d'hypothese supplémentaire est
complexe, nous définissons 7, comme le pire risque possible dans cette région inconnue :

o= Pr_((c9) ¢ s0pp(S) ) supRrs(h). (a7)
(xy)~T heH

Méme si nous ne pouvons pas calculer sup;,cy Rn\s(h), la valeur de 7, s est nécessairement
plus petite que Pr(x )7 ((x,y) ¢ surp(S)).

4.3.2.2 Une nouvelle borne d’adaptation de domaine

Le théoreme ci-dessous présente notre nouvelle vision de |'adaptation.

Théoréme 4.3.2 (Borne 2 d'adaptation de domaine pour le risque de Gibbs). Soit H un
espace d'hypotheéses. Soit ¢ > 0. Pour tout domaine S et 7 sur XxY, on a

1—1

1 q
VpsurH, Rr(G,) < 5dr(p) + B(TIS)x [es(p)| "+ s,

ol d7(p), es(p), By(T|IS) et 7, sont respectivement définis dans les Equations (2.8),
(2.7), (4.5) et (4.7).

La borne du Théoréeme 4.3.2 est atteinte si les domaines sont égaux (S = 7). Ainsi,
lorsque |'adaptation n'est pas nécessaire, notre analyse est toujours correcte et amene a un
résultat non dégénéré :

Rs(G,) = Rr(G,) < Ldr(p)+1x [es(p)' +0 = Lds(p) +es(p) = Rs(G,).

Comme pour les résultats précédents, notre borne majore le risque cible par un compromis
entre trois termes. Cependant, ces termes correspondent a des quantités atypiques :

(i) Le désaccord dr(p) capture une information de second degré sur le domaine cible (sans
étiquette).

(ii) La f,-divergence (,(T||S) n'est pas un terme additionnel : la divergence pondére
I'influence/I'importance de I'erreur jointe source es(p); le paramétre ¢ permet de
considérer différentes relations entre 5,(7|S) et es(p).

(iii) Le terme ns quantifie la pire erreur cible possible dans les régions ou le domaine source
n'apporte aucune information sur le domaine cible. Dans ce travail, nous supposons
que cette région est petite.

4.3.2.3 Relations avec des hypothéses d’adaptation de domaine

Nous détaillons ici les connexions avec des hypotheses classiques en adaptation de do-
maine. BEN-DAVID et URNER (2012) ont présenté trois hypothéses, pouvant faciliter I'adapta-
tion, afin de caractériser si une tache d’'adaptation est apprenable. Nous discutons ci-dessous
de leur interprétation pour notre Théoreme 4.3.2; il est important de préciser que notre
résultat ne fait intervenir aucune de ces hypothéses et qu'il reste valide en leur absence.

A propos du covariate-shift. Une tiche d’adaptation satisfait les hypothéses du covariate-
shift (SHIMODAIRA, 2000) si les domaines different uniquement en leur marginale selon I'es-
pace d'entrée (i.e., Tyix(y) = Syjx(y)). Dans ce scénario, il est possible d'estimer la valeur
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de 3,(Tx||Sx), et méme celle de 7,5, en utilisant des méthodes non supervisées d'estimation
de densité. Notons qu'avec I'hypothése supplémentaire que les domaines partagent le méme
support, on a 7, = 0. Ainsi, on obtient

Rr(Gy) = birlp) +_E, D0 B E 1000 £ 4]10(x) £ )

Ce résultat suggere que pour corriger le shift entre les domaines, une solution est de pondérer
le domaine source (étiqueté) en considérant I'information du désaccord cible.

A propos du weight ratio. Le weight ratio (BEN-DAVID et URNER, 2012) (“le rapport de
poids” entre les domaines source et cible en francais), est défini par

Sx(b)

Ws(S,T) = beB,l7r’>l<(b)7é0 Tx(b)’

avec B C 2% une collection de sous-ensembles de I'espace d’entrée. Lorsque W5(S,T) est
borné loin de 0, I'adaptation devrait étre possible sous I'hypothese du covariate-shift. Dans
ce contexte, si surP(S) = surp(T), le cas limite 8, (7T ||S) est égal a I'inverse du “rapport
de poids ponctuel” obtenu avec B = {x : x € X} dans Wi(S,T). En effet, 5, et Wg
comparent les densités des domaines source et cible, mais offrent différentes stratégies pour
relacher “le rapport de poids ponctuel” ; la premiere en diminuant la valeur de ¢ et la seconde
en considérant des sous-espaces plus grands B.

A propos de I’hypothese de cluster. Un domaine cible satisfait |I'hypothése de cluster si
les exemples de méme étiquette appartiennent a une région commune de I'espace d'entrée,
et si les régions différemment étiquetées sont bien séparées par des régions de faible densité
(formalisé par la probabilistic Lipschitzness par URNER et al. (2011)). Une fois spécialisé aux
classifieurs linéaires, dr(p) se comporte bien dans ce contexte (voir Section 4.5).

A propos de |'apprentissage de représentation. L'hypothese principale sous-jacente a
notre algorithme d’'adaptation de domaine (voir Section 4.5 ci-aprés) est que le support
du domaine cible est majoritairement inclus dans le support du domaine source, i.e., la
valeur de 7, est faible. Quand 7\S est suffisamment grand pour empécher |'adaptation,
une solution consiste a réduire le volume de cet ensemble tout en veillant a préserver un
bon compromis entre dr(p) et es(p). Pour cela, il est possible d'utiliser des méthodes
d'apprentissage de représentation pour projeter les exemples source et cible dans un nouvel
espace commun (e.g., CHEN et al., 2012; GANIN et al., 2016)

4.3.3 Comparaisons des bornes

Puisqu'elles reposent sur des approximations différentes, I'écart entre les bornes des
Théoremes 4.3.1 et 4.3.2 varie en fonction du contexte. La principale différence entre nos
bornes réside dans les termes estimables qui servent de fondement a nos algorithmes d'adap-
tation de domaine, décrits dans la Section 4.5. Dans le Théoréme 4.3.2, les termes non
estimables sont la divergence entre les domaines 5,(7||S) et le terme 7. Contrairement
au terme non contrdlable A\, du Théoreme 4.3.1, ces termes ne dépendent pas de la dis-
tribution apprise p : pour chaque p, les valeurs de (,(7T|S) et 7,5 sont constantes et
mesurent la relation entre les domaines pour la tache considérée. De plus, contrairement a
dis, (Sx, Tx)+A, du Théoreme 4.3.1, le fait que la (,-divergence soit un terme multiplicatif
et non un terme additif est une contribution du Théoreme 4.3.2. Un des intéréts est que
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B,(T||S) peut étre considéré comme un hyperparamétre de contréle du compromis entre le
désaccord cible et I'erreur jointe source.
Lorsque er(p) > es(p), nous pouvons majorer A\, comme suit :

er(p) > es(p) = A=er(p) —eslp) < By(TIS)x [es(p)]' "7 +nrs — es(p).

Dans ce cas particulier, le Théoreme 4.3.1 peut donc se réécrire pour tout p sur H :

1

Rr(G) < Ro(Gy) + 5 disy(Sx, ) + B(TIIS) x [es()] 7 = es(o) + s

Il s’avere que lorsque dr(p) > ds(p) et er(p) > es(p), la borne ci-dessus se simplifie
pour correspondre a celle du Théoreme 4.3.2. Cela se produit dans le cas tres particulier
ol le désaccord cible et |'erreur jointe cible sont supérieurs a leurs homologues sources, ce
qui peut étre interprété comme une situation plutot favorable. Dans tous les autres cas,
le Théoreme 4.3.2 est plus précis. Cela s'explique de la maniére suivante. Pour prouver le
Théoréme 4.3.1, nous avons suivi la technique de preuve de I'analyse classique de |'adap-
tation de domaine qui fait intervenir I'introduction “artificielle” d'une valeur absolue. Cette
approche peut, en fait, conduire a une approximation grossiére. En revanche, pour prouver
le Théoreme 4.3.2, nous avons adopté une démarche différente en exploitant directement la
définition du risque de Gibbs, nous permettant d'obtenir une analyse plus appropriée pour
le PAC-Bayes. Les expériences que nous avons réalisées confirment cette différence de com-
portement et la supériorité analytique du Théoreme 4.3.2 par rapport au Théoreme 4.3.1
(GERMAIN et al., 2020).

4.4 Bornes en généralisation PAC-Bayésiennes

Pour calculer nos bornes d'adaptation de domaine, il est nécessaire de connaitre les dis-
tributions S et Tx, ce qui n'est jamais le cas pour des taches réelles. Nous utilisons la
théorie PAC-Bayésienne pour convertir les bornes des Théoremes 4.3.1 et 4.3.2 en bornes en
généralisation sur le risque de Gibbs cible. Ces bornes sont calculables a partir d'une paire
d’'échantillons source-cible (S, T)~S™sxTy". Pour obtenir ces résultats, nous avons dérivé
des bornes en généralisation “a la Catont” (Théoréeme 2.4.7) pour les termes intervenant
dans les bornes d'adaptation : d7(p), es(p) et dis,(Sx, Tx). Nous avons ensuite combiné ces
bornes pour obtenir les bornes en généralisation suivantes. Nous commencons par énoncer
la borne en généralisation associée a la borne d'adaptation de domaine du Théoreme 4.3.1.

Théoréme 4.4.1 (Borne PAC-Bayésienne 1 pour I'adaptation de domaine). Etant donné
les domaines source S et cible 7 sur XxY, un ensemble d'hypothéses H, pour toute
distribution m€M*(H), pour tout w>0 et a>0, pour tout 6 € ]0, 1], on a

~ 1~
Vp e M(H), R7(G,) <w'Rs(G,) + a’idisp(S,T)

P 3 Z 1_57
(SXT)m(SXT)™ N lw'_Fa'] KL(p[|m)+1In T Y

w o a m a'—1

ol W' = o et ' = 245 et \, = |er(p) —es(p)], et Rs(G,) et dis,(S,T) sont les

estimations empiriques du risque source et du désaccord entre domaines.
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Nous énongons maintenant la borne en généralisation associée au Théoréme 4.3.2. Pour
des raisons de simplification algorithmique, nous ne considérons que le cas ou ¢—00.

Théoréme 4.4.2 (Borne PAC-Bayésienne 2 pour I'adaptation de domaine). Etant donné
les domaines source S et cible 7 sur XxY, un ensemble d'hypothéses H, pour toute
distribution m € M*(H), pour tout b>0 et ¢>0, pour tout €10, 1], on a

/1 ) / ~
Vp € M(H), Ry (Gp) < ¢ Sdrlp) +2s(p)
>1-0

Y

( ) P C/ b/
SXT)~Sms x Tyt 2
X - lmtc—i—ms b] [2 KL(p||7)+ In 5} + Nrs

ol V'=7"5 (T ||S) et =17== et n; est défini dans I'Equation (4.7); dr(p) et és(p)
sont les estimations empiriques du désaccord cible et de I'erreur jointe source.

D’un point de vue optimisation, le probléme suggéré par la borne du Théoréme 4.4.2 est
plus simple a minimiser que celle du Théoréeme 4.4.1. La premiere est plus réguliere que la
seconde : la valeur absolue due au désaccord entre les domaines dis,(Sx, 7x) disparait au
profit de la divergence entre les domaines S (7 ||S) qui est une constante pouvant étre
considérée comme un hyperparameétre de |'algorithme. En outre, le Théoreme 4.4.1 exige des
tailles d'échantillons source et cible égales tandis que le Théoréme 4.4.2 autorise différentes
tailles, i.e., my#m,. De plus, pour des raisons algorithmiques, nous ignorons le terme A,
(du Théoreme 4.4.1) non constant et dépendant de p. Dans notre seconde analyse, un tel
compromis n'est pas obligatoire pour appliquer le résultat théorique puisque le terme non
estimable 7, est constant et ne dépend pas du posterior p appris. Nous ignorons donc 7,5
sans impact sur le probleme d'optimisation. Par ailleurs, il est assez réaliste de supposer que
Nrs est faible dans les situations ol les supports source et cible sont similaires.

4.5 Adaptation de domaine PAC-Bayésienne
spécialisée aux classifieurs linéaires

Dans cette section, nous présentons deux algorithmes pour |'adaptation de domaine
inspirés par |'algorithme PAC-Bayésien PBGD3 de GERMAIN et al. (2009). L'idée est de
spécialiser les bornes en généralisation PAC-Bayésiennes de la section précédente aux clas-
sifieurs linéaires. L'approche adoptée est celle privilégiée dans de nombreux travaux PAC-
Bayésiens (e.g., LANGFORD et SHAWE-TAYLOR, 2002; AMBROLADZE et al., 2006 ; GERMAIN
et al., 2009 ; MCALLESTER et KESHET, 2011 ; PARRADO-HERNANDE?Z et al., 2012a; GERMAIN
et al., 2013), car elle permet de faire coincider le risque du classifieur linéaire et le risque du
vote de majorité, tout en favorisant en méme temps des classifieurs a vaste marge.

4.5.1 L’astuce pour spécialiser’

Ici, H est un ensemble de classifieurs linéaires dans un espace de dimension d. Chaque hy €
H est défini par un vecteur de poids w’ €RY, tel que Ay, (x) =sign (W' - x), ol - est le produit
scalaire. LANGFORD et SHAWE-TAYLOR (2002) ont spécialisé la théorie PAC-Bayésienne pour
n'importe quel classifieur linéaire hy, € H. Etant donné une distribution prior mg et une

7. Voir GERMAIN et al. (2020) pour plus de détails sur la spécialisation aux classifieurs linéaires.
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distribution posterior py, définies comme des distributions gaussiennes sphériques (de matrice
de covariance I'identité centrée sur les vecteurs 0 et w), pour tout hys € H, on a

Une propriété de ces distributions — considérées comme des distributions normales multi-
variées mo = N(0,1I) et py, = N (w,I) — est que la prédiction du vote de majorité MV,
pondéré par p,, coincide avec celle du classifieur linéaire hy,. En effet, on a

VxeX, VweH, hy(x) = MV, (x) = signl E hwf(x)l.

byt ~pw

Le risque de Gibbs sur un domaine D est alors donné par®

B WX . o .
Ro(G.,) = (x,@END O (y I ) , ol Pr(z) = 5 {1 — Erf (ﬁ)] , (4.8)

avec Erf() la fonction d'erreur de Gauss définie par Erf(x) = % 5 exp (—t?) dt. Ici, Pr(z),
parfois appelée la probit-loss (e.g., MCALLESTER et KESHET, 2011), est vue comme une
relaxation lisse de la fonction perte 0-1 dépendant de y3. Notons que |w|| joue un rdle

important sur la valeur de Rp(G,,,) mais pas sur celle de Rp(hy). En effet, Rp(G,,,)
tend vers Rp(hy) lorsque ||w| augmente, ce qui peut amener a des bornes trés précises
(AMBROLADZE et al., 2006 ; GERMAIN et al., 2009). La KL-divergence entre py, et 7o est

KL (pwllmo) = KL (N (w,I) [N(0,1)) = 3[lwl}*.

Le désaccord dp(pw) et I'erreur jointe ep(pyw) sont

W - X W - X W - X
=2 E & S| —| = E & 4.
dolow) = 2.5, R<qu> ( qu> <D d(umr)’ (49)

2
W - X w-X
. )= £ o w-X _ E o, -, 4.10
et colpw) (x,y>~D[ R<y Il )] (x0)~D (y ||X||> .

avec ®4(z) = 2Pr(x) Pr(—x) et @ (x) = [Pr(x)]?; ces fonctions sont ici vues comme
des fonctions pertes pour les classifieurs linéaires (voir la Figure 4.1a). Ainsi, le désaccord

entre domaines est
. S . t
E o (X )_ g ¢ (> X
xS ||| xtnTx x|

4.5.2 Spécialisation des bornes

diSpw(Sx,'Y;() = . (411)

Les Théoremes 4.3.1 et 4.3.2 (quand g—o00) spécialisés aux classifieurs linéaires impliquent
les bornes suivantes. Rappelons que Ry (hy) = Rr(MV,, ) < 2Ry (G,,, ).

8. Les calculs menant & I'Equation (4.8) peuvent étre trouvés dans LANGFORD (2005).
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Corollaire 4.5.1 (Bornes d'adaptation de domaine pour les classifieurs linéaires). Soit S
et 7 les domaines source et cible sur XxY. Pour tout w€R, on a

RT(hW) S 2 Rg(Gpw) + diSpw (Sx, 7;() + 2)\ﬂw s (412)
et Ry(hw) < dr(pw) +2B(TIS) X es(pw) + 207, (4.13)

ot dis,,, (Sx, Tx), Apw d7x(pw), €s(pw), Boo(T||S) et nrs sont respectivement définis
dans les Equations (4.11), (4.4), (4.9), (4.10), (4.6) et (4.7).

Dans I'Equation (4.13), pour des valeurs fixées de S (7||S) et 7., le risque cible Ry(fy)
est majoré par la somme pondérée par (.. (7|S) des deux fonctions pertes. La perte ()
(I'erreur jointe) est calculée a partir du domaine source étiqueté; elle vise a étiqueter correc-
tement les exemples source, mais est plus permissive sur la marge requise que la perte ()
(le risque de Gibbs). La perte ®q4() (le désaccord cible) est calculé a partir du domaine cible
non étiqueté; elle favorise une vaste marge cible (non signée). Ainsi, si un domaine cible
satisfait I'hypothése de cluster (Section 4.3.2.3), dz (pw) sera petit lorsque la frontiere de
décision traverse une région de faible densité entre les clusters étiquetés. L'Equation (4.13)
reflete donc du fait que certaines erreurs sur le domaine source peuvent étre autorisées si
la séparation des données dans le domaine cible est améliorée. La Figure 4.1a donne une
interprétation géométrique des bornes des Equations (4.12) et (4.13).

4.5.3 Bornes en généralisation et algorithmes
4.5.3.1 Un premier algorithme d’adaptation de domaine (PBDA).

Le Théoreme 4.4.1 spécialisé aux classifieurs linéaires implique le résultat suivant.

Corollaire 4.5.2 (Borne PAC-Bayésienne 1 pour I'adaptation de domaine de classifieurs
linéaires). Etant donné les domaines source S et cible 7 sur XxY, pour tout w > 0
eta >0, pour tout 0 €0, 1], on a,

¥Yw € R, Rr(hy) < 2wRs(G,, )+ d'dis,, (S, T)+2\,,

P / / 2 3 > 1-9,
(SXT) (S T)™ 12 (w n a) Iwl*+Ing (@—1)|
w a m

ol w =

S et d = i, et Ay, = ler(pw) — es(pw)l, et Rs(Gp,) et dis,,, (S, T)

l—e—w?

sont les valeurs empiriques du risque source et du désaccord entre domaines.

Soit un échantillon source S = {(x¢,y5)}™, et un échantillon cible T = {(x!)}™,, nous

nous focalisons sur la minimisation de la borne du Corollaire 4.5.2. Nous rappelons que nous
supposons que le terme A, est négligeable. Ainsi, la distribution posterior py, qui minimise
la borne sur Ry(hy) correspond a celle qui minimise

QmRs(G,,) + Amdis,, (S, T) + KL(pw]|70) (4.14)
m W - X5 m W - X5 w - xt 1
2 ; x| x| 2

i=1 [l
Les valeurs €2 > 0 et A > 0 sont les hyperparametres de I'algorithme. Les constantes w
et a du Théoréme 4.4.1 peuvent étre retrouvées pour tout € et A. L'Equation (4.14) est
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difficile a optimiser par descente de gradient puisqu’elle fait intervenir une valeur absolue et
est fortement non convexe. Pour contrer cet inconvénient, nous remplacons la fonction perte
®r() par sa relaxation convexe ®g() définie par :

T
T

Br(r) = maX{CDR(:c), ;_m} _

La dérivée de ®g() en = est Dy(x) = Pk (max{0,x}), ie., Pr(x)=—1/v2m si <0, et
O () sinon. Notons que ®g() peut &tre interprétée comme une version lisse la fonction
perte hinge max{0,1—z} des svM. Empiriquement, nous avons mis en évidence que le
minimum de ®g() et Pr() coincident généralement (GERMAIN et al., 2020). Bien que ®4()
soit quasi-concave et implique une tache d'optimisation non convexe, notre étude empirique
a montré qu'il est inutile d'effectuer plusieurs redémarrages lors de la descente de gradient
pour trouver une solution adéquate. Nous appelons cet algorithme d’'adaptation de domaine
PBDA (PAC-Bayesian Domain Adaptation).

Pour résumer, étant donné un échantillon source S = {(x¢,y7)}7,, un échantillon cible

m

non étiqueté T = {(x!)}",, et les hyperparamétres Q) et A, I'algorithme PBDA réalise une
descente de gradient pour minimiser la fonction objectif :

£ fo (3 o ().

P < I

i<
stz =0, (4.15)

BN | —
g
|

r(T) sinon.

U W X
Fpepa(w) = Q) ®g (yf Z)—f—A

i=1 fo”

avec Pr(z) = max{q)R(x), %—\/%} et ®q(z) = 2Pg(x) Pr(—x). La Figure 4.1a montre

le comportement des fonctions pertes. Le gradient de I'Equation (4.16) est

mo ER—— SgS m ~xt t xS S
VFPBDA(W) :qu)% <yzw X,) Ui X; +SXA<Z |:(bé<w Xl) XZH —(I)é(W X,) ||X,:||:|> Tw,

P i VRIS pas (AR EADALLS

avec s = sign by <SZ> — Oy <1>D
(2 l [ [bs]

Dans I'article original, nous avons étendu PBDA a des fonctions noyaux.

4.5.3.2 Un second algorithme d’adaptation de domaine (DALC)
Nous spécialisons maintenant le Théoréme 4.4.2 aux classifieurs linéaires.
Corollaire 4.5.3 (Borne PAC-Bayésienne 2 pour I'adaptation de domaine de classifieurs

linéaires). Etant donné les domaines source S et cible T sur XxY, pour tout b > 0
et ¢>0, pour tout 6€]0,1], on a

Yw € R, Ry(hw) < ¢ dr(pw) + 20 8s(pw) + 201

P m C/ b/ Z 1_(5’
(SXT)msSms x T +2 + (HWII2 +In ?)

my X c mgXxXb

ou b’:kz_b‘@ (TIIS), et '=1==, et 0, est défini dans I'Equation (4.7), et aT(pw) et

és(pw) sont les valeurs empiriques du désaccord cible et de I'erreur jointe source.
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FONCTION DERIVEE
z —1g?
%REJJ; Pr(z) = 5[1 - Exf(J5)] Prlw) = —Fze
R\T Pr(x)
. @ ( max{0, x
q)d(ﬂ?) max { Pr(x) %_\/ﬁ} R( {0,2})
@e(l’) o £ —7z
Da(x) = 2Br(x) B(—7) —/2Erf(Z)e
po Pe(a) = [Pr(x)] 2 @g(r) Bi(7)
3 -2 -1 1 2 3
(a) Les fonctions pertes associées a la (b) Les fonctions pertes et leur dérivée.

spécialisation aux classifieurs linéaires.

= |
Rs(G,,), |[w]=2.0
er(pw), HWH 2.0

r/T(/)w L lwl[=2.0
disy, (5, T), |w|=2.0
ET(B/)“)

........

.......................
,,,,,,

(c) Données jouets et la frontiere de décision pour  (d) Valeur des pertes pour PBDA et DALC en fonction de 6. PBDA

6 = 7 (la frontiére coincide avec la ligne verticale  cajcyle un compromis entre dis,y, (S, T) et Rs(G,,,) (ou sa relaxa-

de la Fig.(d)). Les points sources sont en rouge et tjon convexe représenté par la ligne rouge en pointillés); DALC cal-

rt, I ible en noir. ] -~ ~
vert, les cible en noi cule un compromis entre dr(pw) et es(pw).

Figure 4.1. lllustration du comportement des fonctions pertes de PBDA et DALC. Les figures du haut (a-b)
montrent les fonctions perte. Les figures du bas (c-d) montrent le comportement sur des données jouets.

Pour des échantillons source S={(x3, y)}2 et cible T={(x!)}", de taille potentiellement
différente, et pour des hyperparamétres B>0 et C'>0, minimiser la fonction objectif suivante
par rapport a w €R revient a minimiser la borne du Corollaire 4.5.3 :

Fonc(w) = Car(pu)+Bas(pw) + [wl cz¢d(| f”)+Bz ( " ”)+ku (4.17)

L'algorithme DALC (Domain Adaptation of Linear Classifier) correspond a I'optimisation par
descente de gradient de I'Equation (4.17), dont le gradient est

i\ yx 1
VEoac(w Cz (H fH)HtH+ Z ( \H) T

[l

Contrairement a PBDA, notre étude empirique a montré qu'il n’est pas nécessaire de rendre
convexe les composantes de I'Equation (4.17) : la descente de gradient est simple a réaliser.
En effet, ®4() est lisse et sa dérivée est continue, contrairement a la valeur absolue de
(ﬁspw(S,T) de I'Equation (4.14) (voir la Figure 4.1d). Ainsi, le probléme d’optimisation de
DALC est plus proche de I'analyse théorique associée que PBDA. Dans I'article original, nous
avons étendu DALC a des fonctions noyaux.

4.5.4 lllustration sur des données jouets

Pour comparer et illustrer les compromis mis en jeu par PBDA et DALC, nous avons réalisé
une expérience sur des données jouets. Pour générer le jeu de données 2D de la Figure 4.1c,
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nous avons généré deux échantillons de 200 points chacun : un échantillon source et un cible.
Les échantillons sont générés suivants les mémes distributions : Chaque échantillon contient
100 exemples positifs générés selon une distribution gaussienne de moyenne (—1, —1) et 100
exemples négatifs générés selon une gaussienne de moyenne (+1,+1), les deux distributions
ayant une variance unitaire. Nous avons considéré les classifieurs linéaires de la forme hy, avec
w=2(cosf,sin ) €R% La valeur de la norme est fixée a ||w|| =2. La Figure 4.1d montre
les quantités qui varient dans les algorithmes tout en faisant tourner la frontiére de décision
autour de |'origine avec 6 € [—7,w|. PBDA minimise un compromis entre le désaccord entre
domaines &i\spw(S,T) et la relaxation convexe du risque de Gibbs source Rs(G,,,, ). DALC
minimise quant a lui un compromis entre le désaccord cible aT(pw) et |'erreur jointe source
6s(pw). Les Figures 4.1a et 4.1d montrent que le risque de Gibbs, sa relaxation convexe
et I'erreur jointe ont un comportement similaire : ils suivent la performance du classifieur
linéaire sur I'échantillon source. Par contre, le désaccord entre domaines (i.e., la divergence
entre les domaines) et le désaccord cible different pour I'expérience de la Figure 4.1d :
quand la performance cible est optimale (¢ ~ 7), le désaccord cible est proche de sa valeur
minimale, alors que c'est |'opposé pour le désaccord entre domaines. En supposant que
les hyperparamétres, qui contrélent le compromis dt(pw) et @s(pw), soient correctement
choisis, la procédure de minimisation de DALC est capable de trouver une solution proche
de celle minimisant le risque cible. Au contraire, pour tous les parametres, PBDA favorise
une solution qui minimise le risque source (#~0), puisqu'il minimise dis,,, (S, T) et ﬁs(Gpw)
conjointement.

4.6 Résumé des expériences

Nous avons évalué nos algorithmes PBDA et DALC sur deux jeux de données d’'adaptation
de domaine : le jeu de données jouet des 2 lunes et Amazon reviews (BLITZER et al., 2006).
La minimisation de la fonction objectif de PBDA et DALC est effectuée avec la méthode de
Broyden-Fletcher-Goldfarb-Shanno (BFGS) implémentée dans la librairie Python scipy.

Comportement des algorithmes. La Figure 4.2 illustre le comportement la frontiere de
décision de PBDA et DALC sur le probléme jouet des lunes®, ol chaque lune correspond a
une étiquette. Le domaine cible (sans étiquette lors de |'apprentissage) est une rotation du
domaine source. La figure montre que PBDA et DALC arrive a adapter le modéle au domaine
cible, méme pour un angle de rotation de 50°. Nous constatons que nos algorithmes ne
reposent pas sur I'hypothese du covariate shift puisque des points sources sont mal classés.
Ce comportement met en évidence que les compromis de PBDA et DALC permettent des
erreurs sur |'échantillon source pour réduire le désaccord sur I'échantillon cible.

Résumé des résultats sur Amazon reviews. Amazon reviews (BLITZER et al., 2006)
est composé d'avis sur quatre types de produits (de 1 a 5 étoiles). Nous avons considéré
le prétraitement proposé par CHEN et al. (2011) ou un avis est étiqueté +1 quand |'avis
est supérieur a 3 étoiles, et —1 sinon. En considérant chaque type de produit comme un
domaine, nous avons réalisé 12 taches d'adaptation de domaine d’avis d'un type de produits
vers un autre type. Nous avons comparé PBDA et DALC avec un noyau linéaire a des al-
gorithmes de |'état de I'art au moment de la publication de I'article original, en particulier,

9. Chaque paire de lune est générée avec la fonction make moons de scikit-learn (PEDREGOSA
et al., 2011).
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Rotation du domaine cible : 0° Rotation du domaine cible : 10° Rotation du domaine cible : 50°

Figure 4.2. Frontiéres de décision de PBDA (en pointillés bleu) et de DALC (en noir) sur le probléme jouet
des deux lunes pour des paramétres fixés « = A =1 and B = C = 1 et un noyau gaussien. Les points cibles
sont en noirs. Les points sources positifs, resp. négatifs, sont en rouge, resp. vert.

nous nous sommes comparés aux algorithmes d'adaptation de domaine DASVM (BRUZZONE
et MARCONCINI, 2010) et CODA (CHEN et al., 2011). DASVM est un algorithme itératif
qui cherche a maximiser itérativement une notion de marge sur des exemples cibles auto-
étiquetés. CODA est un algorithme qui cherche itérativement les attributs cibles reliés a
I'ensemble d'apprentissage. Pour la sélection des hyperparametres des méthodes d'adapta-
tion, puisque nous n'avons pas acces aux étiquettes cibles, il est impossible de réaliser une
validation croisée classique. Pour contourner ce probléme, nous avons effectué une validation
inverse (ZHONG et al., 2010) détaillée dans GERMAIN et al. (2020, Sec.7.2.2).

Tout d'abord, nous avons observé que |'algorithme le plus performant sur la tache considérée
en termes de taux d’erreurs est notre algorithme DALC. Un test de rang signé de Wilcoxon,
avec un niveau de signification de 5%, a confirmé que DALC est meilleur que PBDA avec une
probabilité de 89.5%. Ce résultat tend a confirmer que I'analyse de I'adaptation de domaine
associée a DALC (i.e., notre nouvelle vision de I'adaptation) améliore I'analyse basée sur le
point de vue plus classique associée a une notion de divergence entre les domaines. Nous
pouvons également noter que PBDA est en moyenne meilleur que CODA, mais moins précis
que DASVM. Cependant, PBDA reste compétitif : les résultats ne sont pas significativement
différents de CODA et DASVM. Il est important de noter que DALC et PBDA sont signi-
ficativement plus rapides que CODA et DASVM qui reposent sur des procédures itératives
colteuses. En fait, I'avantage de I'approche PAC-Bayésienne est |'optimisation conjointe des
termes de nos bornes (i.e., en une seule étape).

4.7 Conclusion

Ce chapitre présente deux analyses de I'adaptation de domaine pour le contexte PAC-
Bayésien : la premiere est basée sur un principe classique en adaptation de domaine, tandis
que la seconde apporte une nouvelle perspective de |'adaptation de domaine.

Pour commencer, nous avons suivi la philosophie sous-jacente des travaux fondateurs de
BEN-DAVID et al. (2006, 2010a) et de MANSOUR et al. (2009a). Pour cela, nous avons dérivé
une borne supérieure sur le risque de Gibbs cible grace a une mesure de divergence entre les
domaines adaptée au PAC-Bayes. Cette divergence est définie comme |'écart moyen entre
le désaccord sur les domaines source et cible. Cela nous a amené a une borne qui prend la
forme d'un compromis entre le risque source, la divergence entre les domaines et un terme
qui capture la capacité d'adaptation. La borne en généralisation PAC-Bayésienne qui en
découle est, en fait, la premiere borne en généralisation PAC-Bayésienne pour |'adaptation
de domaine. Ensuite, nous avons proposé une borne d'adaptation de domaine en tirant
parti du comportement inhérent du risque de Gibbs. De |3, nous avons démontré une borne
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supérieure différente qui exprime un compromis entre le désaccord uniquement sur le domaine
cible, I'erreur jointe sur le domaine source et un terme reflétant |'erreur dans les régions
otl le domaine source est non informatif. A notre connaissance, une originalité de cette
contribution est que ce compromis est contrélé par une divergence entre les domaines :
contrairement a notre premiére borne, la divergence n'est plus un terme additif (comme dans
de nombreuses bornes d'adaptation de domaine) mais est un facteur qui pondére I'importance
de I'information source.

Nos bornes d'adaptation de domaine, combinées avec des bornes en généralisation PAC-
Bayésiennes, conduisent a deux nouveaux algorithmes d'adaptation de domaine pour les
classifieurs linéaires : PBDA associé a la philosophie classique et DALC associé a la nouvelle
perspective. Au moment de la publication de I'article (GERMAIN et al., 2020), notre étude
empirique a montré que les deux algorithmes sont compétitifs avec d'autres approches et
que DALC surpasse significativement PBDA.
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Contexte

Ce chapitre présente les travaux de LETARTE et al. (2019b, publié a AISTATS) qui ont
permis de mettre en place les fondements du projet ANR PRC APRIORI financé en 2018 et
dont j'ai assuré la coordination. Ces travaux ont également donné lieu a une contribution
développée durant la thése de Léo Gautheron qui a été publiée a ECML-PKDD (GAUTHERON
et al., 2020). Le point de départ et |'originalité de ces travaux est la revisite d'une méthode
d'approximation des fonctions noyaux au travers du prisme de la théorie PAC-Bayésienne.

5.1 Introduction

Les méthodes a noyaux (SHAWE-TAYLOR et CRISTIANINI, 2004), telles que les SVM (BOSER
et al., 1992 ; CORTES et VAPNIK, 1995), projettent les données dans un espace a grande dimen-
sion dans lequel un prédicteur linéaire peut résoudre le probleme d'apprentissage considéré.
L'espace de projection n'est pas directement calculé et le prédicteur linéaire est implicite-
ment représenté via une fonction noyau. C'est I'astuce du noyau (kernel trick) : la fonction
noyau calcule le produit scalaire entre deux points dans un espace de grande dimension.
Cependant, les méthodes a noyaux souffrent de deux inconvénients bien connus. D'une part,
le calcul de tous les produits scalaires pour tous les exemples d'apprentissage est coliteux :
O(m?) pour de nombreuses méthodes, ot m est la taille de I'ensemble d’apprentissage.
D’autre part, il est nécessaire de choisir une fonction noyau qui soit adaptée au probleme
d'apprentissage pour que I'algorithme fonctionne. Le premier de ces inconvénients a motivé
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le développement de méthodes d'approximation pour rendre les méthodes a noyaux plus
rapidement calculables. Par exemple, I'approximation de Nystrom (WILLIAMS et SEEGER,
2001 ; DRINEAS et MAHONEY, 2005) construit une approximation de rang faible de la matrice
de Gram! indépendante des données. Dans ce chapitre, nous proposons une revisite “PAC-
Bayésienne” d'une autre technique : les Random Fourier Features (RFF, RaHiMI et RECHT,
2007) qui approximent le noyau a I'aide de caractéristiques aléatoires basées sur la transfor-
mation de Fourier indépendante des données (voir YANG et al., 2012, pour une comparaison
des deux approches).

Le point de départ de cette revisite est |'observation du fait qu'un prédicteur basé sur les
caractéristiques de Fourier du noyau peut étre écrit comme une combinaison pondérée de ces
caractéristiques selon une distribution indépendante des données définie par la transformée
de Fourier. L'originalité de ce chapitre est que cette distribution est interprétée comme une
distribution a priori sur un espace d'hypothéses faibles, o chaque hypothése est une simple
fonction trigonométrique obtenue par la décomposition de Fourier. Cela suggere que I'on peut
améliorer |'approximation en adaptant cette distribution par rapport aux données : notre
objectif est d'apprendre une distribution a posteriori. Ce faisant, notre étude propose des
stratégies pour apprendre une telle représentation des données. Bien que cette représentation
ne soit pas aussi flexible et puissante que celles pouvant étre apprises par les réseaux de
neurones profonds (GOODFELLOW et al., 2016), nous pensons qu'il est utile d'étudier cette
stratégie non seulement pour résoudre le deuxiéme inconvénient des méthodes a noyaux (qui
reposent fortement sur le choix du noyau) mais également permettre |'apprentissage avec peu
de données. Dans cet esprit, alors que la majorité des travaux liés aux RFF se concentrent
sur I'étude et I'amélioration de |'approximation du noyau, nous proposons également une
réinterprétation a la lumiére de la théorie PAC-Bayésienne. Nous dérivons des bornes en
généralisation qui peuvent étre directement optimisées en apprenant un pseudo-posterior
grace a une expression en forme close. Nous avons également développé en algorithme basé
sur le principe du gradient boosting (FRIEDMAN, 2001) pour apprendre conjointement une
représentation (parcimonieuse) et le prédicteur final.

5.2 Les RFF : Random Fourier Features

5.2.1 Cadre général

Nous nous placons dans le cadre de la classification supervisée ol nous souhaitons ap-
prendre un modéle f : X — Y, allant d'un espace d'entrée X C R de dimension d a un
espace de sortie discret. L'algorithme d'apprentissage prend en entrée un ensemble d'appren-
tissage S=(x;, y;);-, ~ D™ composé de m exemples i.i.d. selon D, ou D une distribution
fixe et inconnue sur XxY. Nous considérons une fonction noyau semi-définie positive (PSD)
k:RY x R4 — [—1,1]. Les méthodes a noyaux apprennent des modeles de la forme

m
fx) = Y aik(x;,x), (5.1)

i=1

en optimisant les valeurs du vecteur o € R™.

1. La matrice de Gram est la matrice mxm constituée de toutes les valeurs du noyau calculées sur
I'ensemble d'apprentissage.
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5.2.2 Les caractéristiques de Fourier

Lorsque m est grand, exécuter une méthode a noyaux (e.g., SVM ou kernel ridge regres-
sion) est coliteux en mémoire et en temps. Pour contourner ce probléme, RAHIMI et RECHT
(2007) ont introduit les random Fourier features (caractéristiques de Fourier aléatoires)
comme moyen pour approximer la valeur d'un noyau invariant par translation. Plus for-
mellement, en se basant sur la valeur de kK =x—x’ € R, nous écrivons la valeur d'un noyau
indifféremment

k(k) = k(x—x') = k(x,x).
Nous notons la transformée de Fourier d'un tel noyau p(w) définie par

1 —lWK
pw) = G /de(h-,)e dr. (5.2)

En écrivant k() comme l'inverse de la transformée de Fourier et en utilisant des identités
trigonométriques, on a :

k(X—X/) :/dp(w)eiw'(x_xl)dw = E 6iu.l~(x—x’)
R

= pr {cos (w . (x—x')) + 4 sin (w . (x—x'))]
= prCOS (w : (x—x’)) . (5.3)

RAHIMI et RECHT (2007) ont proposé d'exprimer |'expression ci-dessus cos(w . (x—x’))
comme un produit de deux caractéristiques. Une fagon d'y parvenir est de transformer chaque
exemple d'entrée en

Z,(X) = (cos(w -x), sin(w - x)) . (5.4)

La variable aléatoire z,(x) - z,(x’), avec w tiré selon p, est un estimateur non biaisé de
k(x—x'). En effet, a partir des Equations (5.3) et (5.4), on a :

E 2z,(x) 2,(x) = E cos (w : (X—X/)) .
w~p w~p
Pour réduire la variance dans I'estimation de k(x—x’), une solution consiste a tirer D points
Wi, Wa,...,wp iid. selon p. Chaque exemple d'apprentissage x; € RY est alors plongé dans
un nouveau vecteur de caractéristiques dans R2" :

1 ) .
o(x;) = m(cos(wl “Xi), .., cos(wp - X;),sin(w; - X;), ..., sin(wp - xl)) (5.5)

On a donc k(x—x') =~ ¢(x) - ¢(x') lorsque D est “suffisamment grand”. Cela fournit
une décomposition du noyau PSD k() qui differe de la décomposition classique (comme
discuté par BAcH, 2017). En apprenant un classifieur linéaire sur I'ensemble d'apprentissage
transformé S — {((x;), y;)}/", via un algorithme tel qu'un svM linéaire, nous retrouvons
un classifieur équivalent a celui appris par une méthode a noyaux. Autrement dit, nous
apprenons un vecteur de poids w = (wy, ..., wsp) € R?P et nous prédisons I'étiquette d'un
exemple x € X en calculant (3 la place de I'Equation (5.1)) :

fx) = ;wj (). (5.6)
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5.3 La transformée de Fourier vue tel un prior

Comme décrit précédemment, les RFF ont été introduits pour réduire le temps d’exécution
des méthodes a noyaux. En conséquence, a quelques exceptions prés, comme les algorithmes
d'apprentissage de noyaux de YANG et al., 2015, SINHA et DucHI (2016) et OLIVA et al.
(2016), que nous discutons et mettons en relation avec notre approche dans la Section 5.5,
la plupart des travaux de la littérature étudient et/ou améliorent les propriétés de |'approxi-
mation (e.g., YU et al., 2016; BAcH, 2017; RuDI et RosAsco, 2017 ; CHOROMANSKI et al.,
2018). Notre objectif est de réinterpréter la transformée de Fourier (i.e., la distribution p
de I’ Equation (5.2)) comme une distribution a priori sur |'espace des caractéristiques. Elle
peut étre vue comme une représentation alternative des connaissances a priori qui sont en-
codées dans le choix d'une fonction noyau spécifique, que nous noterons k,(). En accord
avec I'Equation (5.3), chaque caractéristique obtenue a partir d'un vecteur w € RY peut étre
interprétée comme une hypothése ou un votant

ho(k) = cos(w - K).

De ce point de vue, le noyau est alors un classifieur défini comme un vote de majorité,
pondéré par p, d'hypotheses faibles. Cette interprétation de p comme un prior sur des hy-
potheses suggere que |'on peut apprendre un posterior sur ces hypotheses. Autrement dit,
nous cherchons une distribution ¢ qui génére un nouveau noyau

Balk) =, huls).

Pour évaluer la qualité du noyau k,(), nous considérons une fonction perte basée sur le fait
que sa sortie doit étre grande lorsque deux exemples ont la méme étiquette, et faible dans
le cas contraire. Ainsi, nous évaluons le noyau sur deux exemples (x,y) et (x',y) avec la
fonction perte linéaire définie dans ce contexte par

lin(Kgy (5, ) = £(kg, (5, 2)) (5.7)
1 — XNky(k)

= Uky(r),\) = — (5.8)

ou k =x—X est la différence entre les deux points x et X’ et A\ mesure la similarité entre
les étiquettes

/ I siy= /’
A=) ={ ) S 59

sinon.

Notons que ['utilisation de la notation E(kzq(n), A) dans I'Equation (5.8) au lieu E(kq, (K, )\))

de I'Equation (5.7) constitue un abus de notation par rapport au reste du manuscrit. Cette
notation est introduite afin de simplifier la lecture de ce chapitre.
Nous définissons maintenant le risque réel d'alignement de noyau (kernel alignment)
Ra(k,) sur une distribution de probabilité A définie sur RYx[—1,1] par
Ra(ky) = (&ENAE(kq(n),)\). (5.10)
Toute distribution D sur les espaces d’entrée-sortie XxY donne lieu a une telle distribu-
tion Ap. Par abus de notation, Rp(k,) désigne le risque réel correspondant et le risque
empirique associée a |'alignement de noyau est
~ 1 m
Rs(h) = ———— > {(ky(riy), Nij) (5.11)

m(m —1) ;g
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ol pour une paire {(x;, i), (X;,y;)} €S? on a ki =(x;—X;) et A\jj =\ vi, y;)-

Avec pour point de départ cette réinterprétation de la transformée de Fourier, nous pro-
posons deux analyses PAC-Bayésiennes. La premiére, dans la Section 5.4, est obtenue en
combinant m bornes PAC-Bayésiennes : au lieu de considérer toutes les paires possibles
d'exemples, nous fixons un exemple et nous étudions la capacité en généralisation pour
toutes les paires contenant |'exemple en question. La seconde analyse, dans la Section 5.5,
est basée sur le fait que le risque de I'alignement de noyau peut s'exprimer comme une
U-statistique de second ordre.

5.4 Analyse PAC-Bayésienne et points reperes

5.4.1 Une borne du premier ordre

La fonction £() est ici linéaire, nous pouvons donc écrire le risque de k,() comme une

espérance pondérée par ¢ des risques des hypothéses. En effet, les Equations (5.10) et (5.11)
deviennent

Rolky) = (H,)\)ENADE(“’E(I h“’(n)’/\> B qu (R,/\)E’VAD fho(r),A) = qu Ro(he)
_ 1 n _

t Re(k,) = é(Ehw ,)\i-):ERhw.

e S( q) n2—n i7j§ﬂ¢j wq (K’) J wg S( )

Cette espérance pondérée par ¢ des risques Rp(h,,) n'est autre que le risque (stochastique)
de Gibbs (Définition 2.4.5). La différence, par rapport au cadre classique, est que les bornes
PAC-Bayésiennes classiques s'appliquent sur les exemples plutdt que sur des distances. En
fait, les théoremes PAC-Bayésiens classiques ne peuvent pas s'appliquer directement pour
majorer Rp(k,) car le risque empirique devrait étre calculé avec des données i.i.d. selon Ap.
Ce qui n’est pas le cas ici puisque le risque empirique ﬁg(kq) fait intervenir des exemples
dépendants : il est calculé avec n?—n paires composées de m exemples tirés selon D.

Une approche “simple” pour pouvoir appliquer les résultats PAC-Bayésiens classiques
consiste a borner séparément la perte associée a chaque exemple d'apprentissage. C'est-a-
dire que, pour chaque (x;,¥;) € S, nous définissons

Ri(ho) = E E(hw(xi —x),mﬁ,y)), (5.12)
(x,y)~D
i 1 U
et Rs(he) = — > g(hw(xi_xj)yA(yi7yj)> :
j=Tgti

Ainsi, le théoreme suivant apporte des garanties en généralisation sur R, (k,) en fonction

de son estimation empirique ﬁ;(/ﬁq) Le Théoréeme 5.4.1, ci-dessous, est obtenu a partir des
résultats de ALQUIER et al. (2016, Th.4.1 et Lem. 1), mais peut aussi étre retrouvé a partir
des résultats de LEVER et al. (2013).

Théoréme 5.4.1 (Borne PAC-Bayes du ler ordre). Pour tout 6 > 0, pour tout i €
{1,...,m} et pour toute une distribution prior p sur RY, pour tout § €]0,1], on a

, i 1 t2 1
d 7
SNPm Vg sur R%, Ry (k,) < Rg(k,) + 7 (KL(qu) + 2(m—1) +1In (5) >1-0.
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En appliquant la borne de I'union et le fait que Rp(k,) = E(x, 4i)~p R (k,), nous obtenons
le corollaire suivant.

Corollaire 5.4.1 (Borne PAC-Bayes du ler ordre pour les RFF). Pour tout 6 >0 et pour
toute une distribution prior p sur RY, pour tout 6 €]0,1], on a

2 1
m+> >1-36.

_ 2
d
sFpm |V sUr R, Rp(kq) < Rs(ky) + 9<KL(QHP) + 2(m—1) +In 5

Puisque le Corollaire 5.4.1 est valide pour toute distribution ¢, nous pouvons calculer
la borne pour toute distribution posterior apprise. Comme généralement en PAC-Bayes, la
borne suggere la minimisation d'un compromis (paramétré par t) entre le risque empirique
ﬁs(kq) et la KL-divergence entre le prior p et le posterior ¢, c'est-a-dire

-~ 2
Rs(kq) + 5 KL(dllp)
[l est connu en PAC-Bayes (Lem. 2.1 GERMAIN et al., 2009), que pour #, p et S fixés, la valeur
minimale de la borne est obtenue avec le posterior “pseudo-Bayésien” ¢* défini par
1

Vw € R, ¢F(w) = 7 P(w) exp (—7Rs(hw)) (5.13)

avec 7 = %9 et Z une constante de normalisation?, la borne du Corollaire 5.4.1 converge
vers Rp(k,) a un taux O(\/lnﬁm) pour § = vmlInm. En raison de la continuité de I'es-

pace des caractéristiques, le pseudo-posterior de I'Equation (5.13) est difficile a calculer.
Pour |'estimer, il est possible d'utiliser des méthodes de Monte Carlo (e.g., DALALYAN et
TSYBAKOV, 2012) ou des méthodes bayésiennes variationnelles (e.g., ALQUIER et al., 2016).
Dans ce chapitre, nous explorons une méthode plus simple en travaillant a partir d'un espace
de probabilité discret.

5.4.2 Apprentissage basé sur des points repére

Au lieu d'apprendre un noyau global pour chaque exemple, nous proposons d'utiliser le fait
que le Théoreme 5.4.1 borne la fonction noyau pour les distances a un seul exemple. Notre
objectif est d'apprendre un ensemble de noyaux (pouvant aussi &tre interprétés comme des
fonctions de similarité) pour un sous-ensemble d’exemples d'apprentissage. Nous appelons
ces points, des points repére (ou landmark). Le but est alors d'apprendre une nouvelle
représentation de |'espace d'entrée, en transformant les points en vecteurs de caractéristiques
compacts, a partir desquels nous pouvons apprendre un prédicteur simple.

Concretement, en plus de I'ensemble d'apprentissage S de m exemples i.i.d. selon D, nous
considérons un ensemble de points repére L={(x;, ;) };" de my exemples i.i.d. selon D, et
une distribution de transformée de Fourier prior p. Pour chaque point repere (x;,v;) € L,
nous tirons D vecteurs selon p, notés Q- = {w! 1P~ pP. Nous considérons alors une

distribution uniforme P sur I'ensemble discret d’hypothéses b, telle que P(w!) = % et
!

hl (k) = cos(w! - k). Nous cherchons & apprendre un ensemble de noyaux {EQz}}ZLl ou

2. Ce compromis est le méme que celui impliqué dans d'autres bornes PAC-Bayes, en particulier les
bornes & la CATONI (Théoréme 2.4.7). Par exemple, comme discuté par GERMAIN et al. (2016b), une
similitude existe entre la minimisation d'une telle borne PAC-Bayes et la régle de mise a jour bayésienne.
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chaque EQI est obtenu pour un point distinct x; € L avec un parametre fixé 5 > 0, en
calculant le pseudo-posterior (' donné par

1 ~
Qh = 5 exp BV RS(A)), (514)
I
avec n = {1,...,D}, et Z la constante de normalisation. Notons que |'Equation (5.14)

donne le minimum du Théoréme 5.4.1 avec 0 = 3\/m, ie., B =1 correspond au régime
ol la borne converge. De maniére similaire au Corollaire 5.4.1, la borne de I'union et le
Théoréme 5.4.1 permettent d’obtenir des garanties en généralisation simultanément pour les
my, distributions calculées. Ainsi, pour tout § €10, 1], on a

Iym L (% Bl (7 1 ! t? my
L < - L 4t >1-
B [FQE RolFg) < Reflon 5 (KLY 5+ )| 21
avec KL(Q'|P) =In D+ X0, QL In Q.
Une fois tous les pseudo-posterior calculés avec I'Equation (5.14), notre approche basée
sur les points repére permet de plonger les exemples x € RY my dans I'espace

~

P(x) = (kgr(x1—x), . .., kigm (Xim, —X)), (5.15)

et d'apprendre un classifieur linéaire dans cet espace (i.e., avec |'ensemble d'apprentissage
transformé). Notons que cette transformation n'est pas une transformation avec un noyau,
elle partage des similitudes avec la transformation proposée par BALCAN et al. (2008a,b) et
ZANTEDESCHI et al. (2018) pour une fonction de similarité plus générale qu'un noyau, mais
fixée pour chaque point repere.

5.4.3 Apprentissage basé sur le gradient boosting

La procédure de la Section 5.4.2 présente deux limitations : (i) les points repéres doivent
étre fixés avant |'apprentissage de la transformation, et (ii) le modeéle ne peut étre optimisé
qu'apres avoir appris la transformation. Ainsi, la représentation induite par la transformation
n'est pas nécessairement compacte, ni pertinente pour la méthode d'apprentissage de modele
considérée. Pour contourner ces problémes, nous avons également proposé une stratégie pour
effectuer ces deux étapes en méme temps via un algorithme de gradient boosting (FRIEDMAN,
2001) pour apprendre conjointement I'ensemble des points repéres et le modéle final.

5.4.3.1 Le gradient boosting en quelques mots

Le gradient boosting (FRIEDMAN, 2001) est une méthode ensembliste pour apprendre de
maniere gloutonne un vote de majorité sur un ensemble de T" classifieurs faibles : a chaque
itération un classifier est appris. Le vote de majorité final est :

T
vx € RY, sign |H(x) + Y a'hat (%),
t=1

ol HY est le classifieur initial fixé avant le processus itératif (souvent défini pour renvoyer
la méme valeur pour chaque exemple) et o' est le poids associé au classifieur hye, appris
en méme temps que les parametres a’ de ce classifieur. Etant donné une fonction perte
¢() différentiable, I'objectif du gradient boosting est de réaliser une descente de gradient
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Algorithme 5.1 Gradient boosting (FRIEDMAN, 2001)

Entrées : S = {(x;,v;)},-, |'ensemble d'apprentissage, fonction perte ¢(), nombre
d'itérations T’
1 Vie{l,...,m}, H°x;) =argmin,>", ¢(c,y;)
2: pourt €{l,...,T} faire
o (yi, H 1 (x,))
aHt_l(Xi)
4: a’ = argmin, >, (3}1 — ha(xi))2
5: ol = argmin, 37, £<Ht_1(xi) + ahat(x;), yi>
6: Vie{l,....m}, hi(x;)=H""1(x)+ aha(x;)

T
retourner Vx, H”(x) = sign lHO(X) + ) alha (X)]
t=1

3: Vl'E{].,...,m}, gz:_

ou la variable a optimiser est I'ensemble des classifieurs, et la fonction a minimiser est
la perte empirique. L'algorithme du gradient boosting est résumé dans I'Algorithme 5.1.
Tout d'abord, I'ensemble est constitué d'un seul classifieur : celui qui renvoie une valeur
constante minimisant la perte sur I'ensemble d'apprentissage (ligne 1). Ensuite, a chaque
itération, I'algorithme calcule pour chaque exemple d’'apprentissage le gradient négatif de la
perte (ligne 3), également appelé le résidu et noté ¢;. L'étape suivante consiste a optimiser
les parametres du classifieur h,: pour qu'il s'ajuste au mieux aux résidus (ligne 4), avant
d’apprendre la taille de pas optimale o qui minimise la perte en ajoutant h,:, pondéré par o,
au vote actuel (ligne 5). Enfin, le modeéle est mis a jour en ajoutant a’h,e au vote (ligne 6).

5.4.4 Gradient boosting avec RFF

Nous proposons maintenant un algorithme d’apprentissage, appelé GBRFF1 et résumé
dans I'Algorithme 5.2, qui optimise conjointement une représentation compacte des données
et le modéle. GBRFF1 tire parti a la fois de I'algorithme de gradient boosting rappelé ci-dessus
et des RFF. La fonction perte /() utilisée par GBRFF1 est la perte exponentielle, plus adaptée
a la classification binaire et définie pour tout exemple (x,y) par £(h(x),y) = exp(—y h(x)).
La ligne 1 de I'Algorithme 5.1 définie le classifieur initial par :

1 1"’%2}11%’

Vie{l,...,m}, HO(Xi):§ln T (5.16)
m ~j=19)

Les résidus (ligne 3) sont définis par

oy B (X))

I . — 9. t—1 .
yl - aHt_1<XZ'> - yl eXp ( yZH (Xl)) .

A chaque itération ¢, pour tirer avantage de la décroissance exponentielle de la perte expo-
nentielle, la ligne 4 cherche a apprendre un classifieur faible qui produit des prédictions avec
une grande valeur absolue et avec le méme signe que les résidus. Ainsi, nous favorisons les
valeurs de parametres minimisant la perte exponentielle entre les résidus et les prédictions
des classifieurs faibles comme suit :

1 m
t __ : — 1. .
a’ = argmin — > " exp ( i ha(xl)). (5.17)

=1
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En suivant le principe des RFF, nous définissons le classifieur faible par
hat (x;) qu cos( (x¢ — Xl)) , oua'= ({w e D x, QY. (5.18)

Au lieu d'utiliser un ensemble de points repéres préfixé comme dans la Section 5.4.2, nous
construisons cet ensemble itérativement L = {x;}. , en apprenant un point repére par
itération t. Pour tirer parti de la solution en forme close de I'Equation (5.14), nous proposons
la méthode gloutonne suivante pour apprendre les parametres a’. A chaque itération ¢, nous
tirons D vecteurs {w’}? ;~p” ol p est la transformée de Fourier de I'Equation (5.2). Nous

cherchons ensuite le point repére optimal x;. En combinant les Equations (5.18) et (5.17)
et en supposant que la distribution prior sur les caractéristiques aléatoires est uniforme, x;
est appris en minimisant

1 m
X; = argmin — Z exp | — Z cos(w'; - (x—x;)) | - (5.19)
m‘

x€Rd

= F(x)

Bien que ce probléme ne soit pas convexe en raison de la fonction cosinus, nous pouvons
calculer sa dérivée et effectuer une descente de gradient pour trouver une solution possible.
La dérivée partielle de I'Equation (5.19) par rapport a x est

oF 1

3X(X):Dmi:1[ lZsm (x— xl)]exp [—Zcos (x—x;) ]Zw

Comme précédemment, étant donné un point repere x; trouvé par descente de gradient,
nous calculons les poids des caractéristiques aléatoires Q' comme suit

vie{l,...,D}, Q)= ! 77 ©XP l ﬂ\/_ZeXp< Ui cos{ bo(xy —XZ)D] . (5.20)

ol >0 et Z' est la constante de normalisation. La derniére étape concerne le pas de
gradient of, qui est calculé pour minimiser la combinaison du modéle courant H!~! avec le
classifieur faible A, c’est-a-dire

ol = argmaneXp{ Yi (Ht_l(xi) +aht(xz~))] = argminiwi exp [—yiaht(xi)],
i=1 @ i=1

ol w;=exp (—y; H"71(x;)). Pour obtenir une solution en forme close pour a, nous utilisons
la convexité de la quantité ci-dessus et le fait que h'(x;) € [—1, 1] pour borner la fonction
perte a optimiser. En effet, on a

Zwl eXp{ yiah! (x;) } < Z ll yzg (Xl)] w; exp(a +Z [H_yzg (XZ)] w; exp(—a).

Cette borne supérieure est strictement convexe. Son minimum o' peut étre trouvé en annu-
lant la dérivée par rapport a o du c6té droit de I'équation précédente. On a

3 (1_ylht(xl)> w; exp(a Z (Hylht(xl)> w; exp(—a)

1=
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Algorithme 5.2 GBRFF1 : Gradient Boosting avec RFF

Entrées : Ensemble S = {(x;,y;)},, nombre d'itérations T, nombre de caractéristiques
aléatoires D, paramétres v,

1 Vie{l,...,m}, H(x;)=

Ln o Z] 1Y
? 17EZ‘} 1Y
2: pourt € {1,...,T} faire
32 Vie{l,...,m}, w;=exp(—y:H (x;))
4: Vi € {1,...,771}, Ui = Y W;
5. Vje{l,...,D}, tirage de w! ~ N(O 2)4

1 m
6: X; = argmin — » _exp ( Zcos(wz X — Xl)))

xeRd M5

7: Vi e{l,...,D}, Qt— ! exp[ 6m§:exp( ylcos( t (xt—xz)))]

" (1 + ;i ijl Q; coS (""3 . (Xt — xz)>) w;
t
J

1
—In
2 m (1 — le Q' cos (w» (% — XZ))) w;
D
9: Vie{l,...,m}, h'(x;) = H ' (x)) +atZQ§cos( (Xt—Xz))
j=1
T D

retourner Vx, H'(x) = sign |:HO(X) +> o'y Qlcos (“’; (% — x))]
=1 =1

8: ol =

m t
dont la solution est o = 1111 ( ’;1(1 — yih (XZ))wZ> .
2 i1 (1 + yih! (%) )w;
Cette démarche peut étre utilisée pour trouver H°. Comme souvent pour les RFF (RAHIMI
et RECHT, 2007 ; SINHA et DucHl, 2016 ; AGRAWAL et al., 2019), nous utilisons un noyau RBF
défini par k(x,x)=exp(—vy|[x—x||*>) ol les vecteurs de la transformée de Fourier sont
composés de d éléments, chacun tiré d'une loi normale N/(0, 27)4.

5.4.5 Raffinement de GBRFF1

Dans GBRFF1, le nombre de caractéristiques aléatoires DD a chaque itération a un impact
direct sur le temps de calcul. De plus, w? est tiré selon la transformée de Fourier du noyau
RBF et n'est donc pas appris. Nous proposons dans cette section deux améliorations qui
donnent lieu a une variante de GBRFF1, appelée GBRFF2 et résumée dans I'Algorithme 5.3.
Tout d’abord, nous mettons en évidence le fait qu'il est possible de réduire radicalement la
complexité de GBRFF1 en apprenant une approximation grossiére du noyau, mais beaucoup
plus simple et toujours efficace, avec D=1. Dans ce scénario, nous montrons que |'appren-
tissage des points repéres revient a trouver un seul nombre réel dans I'intervalle [—7t, 7].
Ensuite, pour accélérer la convergence de I'algorithme, nous proposons d’optimiser w! aprés
une initialisation aléatoire issue de la transformée de Fourier. Nous montrons qu'une simple
descente de gradient par rapport a ce parametre permet une convergence plus rapide avec
de meilleures performances.
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Algorithme 5.3 GBRFF2 : Gradient Boosting avec RFF

Entrées : Ensemble S={(x;,y;)}/,, nombre d'itérations T, paramétres -y, A

1 1450y,
1: Vie{l,...,m}, Hx)= *hl#
2 ~m 2ej=1Yj

2: pourt € {1,...,T} faire

32 Vie{l,...,m}, w;=exp(—y H(x;))
4: Vie{l,...,m}, U =yw;

5. Tirage de w ~ N(0,2v)4

m

1
6: b, = argmin — » _exp [—7; cos (w - x; — b))]
be[—mm] M=y

1 m
7: w' = argmin \||w||3 + - > exp [~ 7 cos (w - x; — by))]

weR? i=1
8: of = 1ln im1 (14 yscos (W' - x; — by)) wy
' 2 M (1 —y;cos (wh - x; — b)) w;

9: Vie{l,...,m}, H'(x;) = H ' (x;) + o' cos (wt SX; — bt)

T
retourner Vx, H”(x) = sign lHO(x) + > atcos (wt X — bt)]
t=1

Apprentissage des points repéres a moindre coiit grace a la périodicité de cos().
En fixant D=1, la classifieur faible h,:(x) devient simplement

hat(x) = cos (wt (% — x)) , aveca' = (W' x;).

Cette formulation permet de s'affranchir de la dépendance au parametre D. De plus, il est
possible de se passer de /3 car I'apprentissage des poids Q' (ligne 7, Algo.5.2) n'est plus
nécessaire. En effet, puisque D=1, a chaque itération, a' peut &tre vue comme un substitut
de ces poids. Comme le classifieur faible repose maintenant sur une seule caractéristique
aléatoire, la fonction objectif (ligne 6, Algo. 5.2) pour apprendre le point repére a l'itération ¢
devient L

Xy = argmin — » _ exp [—g]i cos(w’ - (x—xi))} .

xeRd M ;3

= Fwt (X)

Soit ¢ € {1,...,d} l'index de la c-ieme coordonnée du point repere x;. Nous réécrivons la
fonction objectif comme

Fo(xy) = ?7112 exp [—yji cos (wt-xt—wt-xi)}
i=1
— 1 > exp [—gi cos (wi Tpe + Y wj xtj—wt.xi)] )
m;5 j£c

Nous exploitons la périodicité de la fonction cosinus dans chaque direction pour trouver la
coordonnée optimale ;. € [ﬁ‘, SEJ du point repére qui minimise F(x;) en fixant toutes les
autres coordonnées. La Figure 5.1 illustre ce phénomeéne lors de I'application de GBRFF1 avec
D=1 sur un ensemble de donnée jouet. Les graphiques de la premiére rangée montrent la
périodicité de la fonction perte représentée par des bandes vertes/jaunes diagonales répétées

(le jaune clair étant associé a la plus petite perte). Il existe un nombre infini de points repéres
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Valeur de la perte en fonction de la position des points repéres

Itération 5 Itération 10

Itération 1

1.7 1.3

|

13 1.1 ,\
1.0 —=0.9
Frontiére de décision
Taux d'erreur : 32% Taux d'erreur : 5% Taux d'erreur : 0%
' l 0.3 i ‘Hlﬁ —— 19
+\ -0.0 100 @ 0.0
" _0_3_‘— H-I.S = ‘ -19
données précédents le dernier.
® d'apprentissage + points repéres point repére

Figure 5.1. GBRFF1 avec D=1 sur le jeu de données des deux lunes a différentes itérations. La rangée du
haut montre la périodicité de la perte (le jaune clair indique la perte minimale). La rangée du bas montre
les frontiéres de décision résultantes entre les classes (bleu et rouge), obtenues en fixant arbitrairement une
coordonnée du point repére et en minimisant la perte par rapport a I'autre coordonnée.

produisant une perte minimale au centre des bandes jaunes. Ainsi, en fixant une coordonnée
du point repére a une valeur arbitraire, I'algorithme est toujours capable a chaque itération
de trouver une valeur le long de la deuxiéme coordonnée qui minimise la perte (le point
repere associé 'itération en cours est représenté par une croix blanche). La deuxiéme rangée
montre qu'une telle stratégie permet d'obtenir une précision de 100% sur cet ensemble de
données jouet apres 10 itérations. En généralisant cela, au lieu d'apprendre un point repere
x; € R?, nous fixons toutes les coordonnées du point 3 0 sauf une, puis nous apprenons un
seul scalaire b, € [—7t, 7t] qui minimise

Fi(by) = Zexp ( — g cos(w' - x; — bt)].

Apprentissage de w' pour une convergence plus rapide. La seconde amélioration
concerne |'aléa lié aux RFF due au vecteur w! tiré selon p puis utilisé pour apprendre b;.
Nous proposons d’affiner w’ en effectuant une descente de gradient avec pour initialisation
le vecteur tiré de p. Appuyé par les expériences réalisées dans |'article original (GAUTHERON
et al., 2020), nous pensons qu'une telle stratégie permet a la fois d'accélérer la convergence de
I'algorithme et d'améliorer la précision. Cette mise a jour nécessite I'ajout d'une ligne, juste
apreés la ligne 6 de I'Algorithme 5.2, exprimée comme un probléeme d'optimisation régularisé :

= argmin /\||w||2 + — Zexp —7; cos(w - x; — by)],
weRd m =1

= F,(w)

dont la dérivée est

F, 1 &
aa—w<u7) = 2)\w + E szgz Sin(w c X — bt) exp [_gz COS(w X — bt)] .
i=1
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5.4.6 Résumé des expériences

Les objectifs des expériences que nous avons menées dans les articles (LETARTE et al.,
2019b; GAUTHERON et al., 2020) sont : (i) justifier I'intérét de |'approche PAC-Bayésienne
pour affiner I'espace de représentation, (ii) justifier I'intérét d'apprendre les points repéres
plutdt que de les fixer, (iii) étudier I'impact du nombre de caractéristiques aléatoires D,
(iv) étudier les performances de GBRFF1 et GBRFF2. Nous avons utilisé un noyau gaussien
sur des données jouets et réelles (du répertoire UCI). Nous appelons PBRFF |'approche en
deux étapes suggérée par la Section 5.4.2. Nous avons comparé PBRFF, GBRFF1 et GBRFF2
a différents algorithmes de la littérature : LGBM (KE et al., 2017) qui est un algorithme de
gradient boosting utilisant des arbres comme prédicteurs, BMKR (WU et al., 2017) qui est une
méthode d'apprentissage par noyaux multiples basée sur le gradient boosting, GFC (OGLIC
et GARTNER, 2016) qui est une méthode gloutonne de construction de caractéristiques basée
sur la descente de gradient fonctionnelle.

Intérét de I'approche PAC-Bayésienne. Dans un premier temps, nous avons étudié le
comportement de |I'approche en deux étapes PBRFF en fonction du nombre de points reperes
préfixés (sélectionnés via une méthode de clustering pour couvrir tout I'espace d’origine).
Dans ce cas, dans la transformation obtenue, nous avons appris un classifieur SVM linéaire
que nous avons comparé un classifieur SVM appris avec un noyau RBF dans I'espace d'origine.
Nous avons observé que |'apprentissage d'un posterior améne a de meilleurs résultats que la
considération du prior, parfois méme meilleur que le SVvM RBF appris dans I'espace d'origine
(qui lui est moins compact et plus coliteux a apprendre). Ce comportement confirme de
I'intérét de I'apport du PAC-Bayes pour construire une meilleure représentation.

Intérét de I’apprentissage des points repéres dans GBRFF1. Rappelons que GBRFF1
apprend conjointement la représentation et les points repéres. Nous avons comparé GBRFF1
a une version (notée GBRFF0.5) ou les points repéres sont choisis aléatoirement au lieu
d'étre appris. Tout d'abord, nous avons observé que GBRFF0.5 est plus rapide que PBRFF
mais amene a des performances plus faibles, probablement dii au fait que le classifieur appris
par boosting est moins efficace qu'un SVM dans ce cadre. Par contre, GBRFF1 améliore
les résultats a la fois de GBRFF0.5 et de PBRFF (mais est moins rapide). Le résultat sans
doute le plus frappant provient des performances de notre variante GBRFF2, qui surpasse
PBRFF et GBRFF1; ces derniers ayant besoin de plus d'itérations sans parvenir a atteindre
le méme niveau de performance. Cela démontre clairement les avantages d’apprendre les
caractéristiques aléatoires plutét que de les générer de maniére aléatoire.

Influence du nombre de caractéristiques aléatoires . Un élément clé, a la fois
pour PBRFF et GBRFF1 est le nombre de caractéristiques aléatoires D. Comme prévu, la
performance s'améliore avec un plus grand nombre de caractéristiques aléatoires par point
repéere, mais au prix d'un temps de calcul de plus en plus élevé. Nous avons également observé
que plus le nombre de caractéristiques aléatoires est élevé, plus le gain en performance
devient faible, tandis que I'augmentation du temps de calcul devient plus importante. Plus
particulierement, GBRFF1 avec D =1 offre le meilleur compromis entre précision et temps
de calcul. Cela signifie que, méme si pour un nombre fixé T" de points reperes, de meilleures
performances peuvent étre obtenues avec une grande valeur de D), il est plus avantageux de
fixer D=1 et d'utiliser un grand nombre de points repéres 1" pour obtenir des performances
similaires en moins de temps. Pour comprendre pourquoi il est préférable d'utiliser un faible
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nombre D de caractéristiques aléatoires par point repére, mais un grand nombre de points
repere T', nous rappelons la formule du prédicteur final de GBRFF1 pour un exemple donné x :

sign | H(x) +>_a" > ¢} cos (‘*’; (% — X)) :

t=1 j=1

qui se simplifie quand D=1 en
T
sign <H0(X) + > o cos (wt (X — x))) :
t=1

A une itération donnée ¢, I'objectif est d’apprendre le point repére x;, le poids de boosting o'
et les poids des caractéristiques aléatoires (Y, de maniére a bien ajuster les résidus définis
par la perte exponentielle. Par conséquent, lorsque D augmente, le nombre de contraintes
imposées a une itération donnée pour apprendre x; et o' augmente également. Une explica-
tion possible est que, lorsque D =1, il est plus simple de trouver un point repére x; et un
poids o’ qui ajustent correctement les résidus, car ils sont moins contraints. En revanche,
avec un grand nombre de caractéristiques aléatoires, il devient impossible de trouver une
solution qui ajuste correctement les résidus en respectant les contraintes imposées par ces
caractéristiques.

Comparaison des performances de GBRFF1 et GBRFF2. L'algorithme GBRFF2 se
distingue de GBRFF1 par (i) I'utilisation d'une seule caractéristique aléatoire par point repére
et (ii) I'apprentissage de la partie aléatoire de la caractéristique aléatoire w (au lieu de la fixer
aléatoirement). Pour les expériences, nous avons introduit une variante appelée GBRFF1.5,
identique a GBRFF2, sauf que w n'est pas appris, mais est fixé aléatoirement. Cette variante
differe de GBRFF1 car l'utilisation d'une seule caractéristique aléatoire permet d'apprendre
un scalaire unique au lieu d'un vecteur, tout en obtenant le méme modele que GBRFF1
avec D =1, mais de maniére plus efficace. La comparaison entre GBRFF1 avec D =1 et
GBRFF1.5 a montré, comme attendu, que les deux méthodes ménent exactement aux mémes
performances, mais avec un temps de calcul bien moindre pour GBRFF1.5. Cela confirme que
lorsqu’on utilise une seule caractéristique aléatoire, il est équivalent d'apprendre un scalaire
dans [—7t, 7] ou un vecteur de points repéres dans R, avec une exécution bien plus rapide.

GBRFF2 offre, quant a lui, de meilleures performances que GBRFF1.5, en particulier avec
un tres faible nombre de points repéres, mais au prix d'un temps de calcul plus élevé. GBRFF2
est plus rapide que GBRFF1, pour D >1 ou tout aussi rapide pour D=1. De plus, GBRFF2
atteint des performances supérieures, méme en comparaison avec GBRFF1 utilisant D =20
caractéristiques aléatoires.

Enfin, GBRFF2 présente d'excellents résultats comparés a I'état de I'art, obtenant le
meilleur rang moyen parmi les 6 méthodes et, en moyenne, le meilleur taux d'erreurs. GBRFF2
a méme montré sa capacité a apprendre des frontiéres de décisions complexes sur de petits
ensembles de données.

5.5 Apprentissage de noyau (revisité)

Dans cette section, nous nous intéressons a nouveau au risque réel Rp(k,) qui correspond
au risque réel de I'alignement de noyau sur une distribution de probabilité Ap, comme
définie dans I'Equation (5.10). Les bornes présentées ci-aprés suggerent une stratégie pour
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I'alignement de noyau (ou I'apprentissage de noyau) similaire a celle proposée par SINHA
et DucHr (2016). Nous soulignons que nos garanties ne s’appliquent que pour le risque de
I'alignement de noyau, mais pas pour le classifieur appris avec le noyau. Ainsi, I'algorithme
que nous proposons apprend un noyau indépendamment de la méthode de prédiction utilisée
en aval. Cela contraste avec les cadres en une étape de YANG et al. (2015) et OLIVA et
al. (2016), qui apprennent un mélange de caractéristiques de noyaux aléatoires de maniere
entierement bayésienne : ils s’appuient sur un modele de génération de données, tandis que
notre approche suppose uniquement que les exemples sont i.i.d.

5.5.1 Borne du second ordre

Le résultat suivant repose le fait que

Rs(ho) = 50— >~ (lha(rig), M)
M igj
est un estimateur de second ordre non biaisé de E; \)oa,, £(hw (), A). Cela permet d'utiliser
I'analyse PAC-Bayes pour les U-statistiques de LEVER et al. (2013, Th.7). Le Théoréme 5.5.1
fournit une borne en généralisation pour le risque de I'alignement de noyau Rp(k,).

Théoréme 5.5.1 (LEVER et al. 2013). Pour tout € > 0 et pour toute une distribution
prior p sur R, pour tout § €]0, 1], on a

. 1 t2 1
P \V/q sur Rd, R’D(kq) < Rs(k}q) + 5 (KL(qu) + % +In 6)] > 1-0.

S~Dm

A quelques constantes pres, le Théoreme 5.5.1 est similaire au Corollaire 5.4.1. En effet,
les deux bornes sont minimisées par le méme pseudo-posterior q* de I'Equation (5.13) (avec
7=46 pour le Théoréme 5.5.1). Un fait intéressant est que nous nous affranchissons du terme
In(m + 1) du Corollaire 5.4.1, ce qui fait que la borne du Théoreme 5.5.1 converge a un
taux de O( —) lorsque 6 = /m.

5.5.2 Bornes du second ordre pour les f-divergences

Nous nous basons sur un résultat de ALQUIER et GUEDJ (2018) pour établir des bornes
pour des exemples dépendants, ou la KL-divergence est remplacée par d'autres f-divergences.
Soit une fonction convexe f() telle que f(1)=0 et f(0) = lim, .o+ f(x), une f-divergence
est définie par Dy (q||p) = Ewwpf(%). Le théoréme suivant s'applique aux f-divergences
définies par f(z)=xz"—1.

Théoréme 5.5.2 (Borne PAC-Bayésienne du 2nd ordre). Pour i > 1 et pour toute une
distribution prior p sur RY, pour tout 6 €]0, 1], on a

[ Vq sur RY,

s~pm | Rp(kg) < ﬁSU%) + lZ\/m
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Quand ;=2, le Théoréme 5.5.2 dépend alors de la distance x? :

Corollaire 5.5.1 (Borne PAC-Bayésienne du 2nd ordre avec la distance x?). Pour toute une
distribution prior p sur RY, pour tout § €]0,1], on a

2 1
Xl + 1S

S~Dm 4nd -

Ce résultat ressemble 3 d'autres bornes PAC-Bayésiennes basées sur la distance x? dans
le cas de données i.i.d., comme HONORIO et JAAKKOLA (2014, Lem.7), BEGIN et al. (2016,
Cor.10) ou ALQUIER et GUEDJ (2018, Cor.1).

5.5.3 Interprétation PAC-Bayésienne de I’alignement de noyau

SINHA et DucHI (2016) ont proposé un algorithme d’apprentissage de noyau qui pondérent
des caractéristiques aléatoires pour résoudre un un probléeme d'alignement de noyau.

Algorithme d’alignement de noyau. Soit p une distribution de transformée de Fourier

3 partir de laquelle N points sont tirés, notés Q2 = {w, }_, ~ p~. Considérons également

la distribution uniforme P sur |'ensemble d'hypothéses discret €2, telle que P(w,) = % et

hn(K) = cos(w,, - k). Etant donné un ensemble S et les paramétres constants y > 1 et
v > 0, I"algorithme d’optimisation proposé par SINHA et DUCHI résout le probleme :

m m N
maximize » Y Ay > Qnhn(kij), (5.21)
(O1S AR s e |
N
tel que > Q,=1et D,(Q|P) <w. (5.22)
n=1

Cette procédure itérative trouve une solution e-sous-optimale en O(Nlog(%)) étapes. La so-

lution est un noyau appris %Q(n) = % SN Qnh, (k). SINHA et DUCHI ont proposé d'utiliser

cette méthode d'alignement pour réduire le nombre de caractéristiques en comparaison de
la procédure classique des RFF (Section 5.2). Bien que cette méthode soit un apprentissage
de noyau, les expériences empiriques montrent qu’'avec un grand nombre de caractéristiques
aléatoires, la procédure classique des RFF atteint une précision de prédiction tout aussi
bonne. Cependant, on peut tirer (avec remise) D < N caractéristiques de €2 selon (). Pour
une valeur relativement faible de D, apprendre un classifieur linéaire a partir du vecteur de
caractéristiques aléatoires obtenu avec () amene a de meilleurs résultats qu'avec la méthode
classique des RFF avec le méme nombre D de caractéristiques aléatoires.

Interprétation PAC-Bayésienne. Le probléme d’optimisation des Equations (5.21-5.22)
met en jeu le méme compromis que le Théoreme 5.5.2. En effet, maximiser I'Equation (5.21)
revient 3 minimiser Rs(k,) et la contrainte de Equation (5.22) contrdle la f-divergence
D, (Q||P), qui est la méme mesure de complexité que celle du Théoreme 5.5.2. En outre,
les expériences menées par SINHA et DucHr (2016) se focalisent sur la y2-divergence (quand
p1=2), ce qui correspond au compromis du Corollaire 5.5.1.
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5.5.4 Apprentissage glouton de noyau

La méthode de SINHA et DucHI (2016) peut étre adaptée pour minimiser la borne du
Théoréme 5.5.1, au lieu de celle du Théoreme 5.5.2. Formellement, soit une distribution
de transformée de Fourier p de laquelle nous tirons N points Q = {w,}Y | ~ pV, soit

P(w,)=+ et hy(k) = cos(w, k). Etant donné I'ensemble d’apprentissage S et le paramétre

> 0, nous calculons le pseudo-posterior suivant pour n = {1,..., N} :
1 -
Qn = - exp (—BvmRs(hn)). (5.23)

Puis, nous effectuons un tirage avec remise de D < N caractéristiques de €2 selon le pseudo-
posterior (). Ces caractéristiques sont utilisées pour transformer les points de I'ensemble
d'apprentissage x € R4 en un nouveau vecteur ¢(x) € R?P selon I'Equation (5.5). L'ensemble
“transformé” est alors passé en entrée d'une méthode d'apprentissage de modele linéaire.

En résumé, cette méthode est fortement inspirée par celle décrite dans la Section 5.5.3,
mais la phase de calcul du posterior est plus rapide puisque nous utilisons une expression en
forme close (Equation (5.23)). Une fois Rs(h,,) calculé pour tout3 h,, nous pouvons faire
varier le paramétr /3 et obtenir un nouveau posterior en O(N) étapes.

5.5.5 Résumé des expériences

Nous avons étudié la méthode inspirée de SINHA et DucHI (2016) détaillée ci-dessus. Nous
avons généré N =20 000 caractéristiques aléatoires selon p, comme donné par I'Equation (5.4),
puis nous avons appris le posterior en utilisant deux stratégies : (OKRFF) le noyau optimisé
de SINHA et DucHI donné par les Equations (5.21-5.22), et (PBRFF) le pseudo-posterior
donné par I'Equation (5.23). Pour les posterior obtenus, nous avons sous-échantillonné
un nombre croissant de caractéristiques D € [1,5000] pour créer la projection donnée par
I'Equation (5.5), dans laquelle nous avons appris un SVM linéaire. Nous nous sommes aussi
comparés a (RFF) qui correspond a la procédure classique des RFF (Section 5.2) avec D
caractéristiques sélectionnées aléatoirement selon le prior p,. Nous avons observé que notre
approche PBRFF se comporte de maniére similaire a OKRFF, avec un léger avantage pour
cette derniere. Cependant, nous rappelons que le calcul du posterior de la premiere méthode
est plus rapide. Les deux méthodes d'apprentissage de noyau ont une meilleure précision
que l'algorithme RFF classique pour un petit nombre de caractéristiques aléatoires, et des
performances similaires pour un grand nombre de caractéristiques aléatoires.

5.6 Conclusion

Dans ce chapitre, nous avons proposé un point de vue original sur la méthode des ran-
dom Fourier features (RaHIMI et RECHT, 2007) qui permet d'approximer un noyau. En
considérant la transformée de Fourier comme une distribution a priori sur des fonctions
trigonométriques, nous présentons deux types de bornes en généralisation PAC-Bayésiens
qui bornent une perte sur I'alignement de noyau. En nous basant sur les résultats PAC-
Bayes classiques du premier ordre, nous avons dérivé une stratégie basée sur des points
reperes qui apprend une représentation compacte des données. Nous avons également pro-
posé deux algorithmes basés sur le gradient boosting pour apprendre conjointement de
maniere gloutonne la représentation compacte et le classifieur final. Ensuite, nous avons

3. Nous avons montré que chaque FAis(hn) peut &tre calculé en O(m).
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dérivé deux bornes en généralisation du second ordre. La premiére repose sur le théoréeme
pour les U-statistiques de LEVER et al. (2013). La seconde est un nouveau théoréme PAC-
Bayésien pour les f-divergences (remplagant le terme de la KL-divergence). Nous montrons
que cette derniere borne fournit une justification théorique a la méthode d'alignement de
noyau de SINHA et DucHI (2016), et nous évaluons également empiriquement un algorithme
similaire, mais plus simple, ou la distribution d'alignement est obtenue par I'expression fermée
du pseudo-postérieur PAC-Bayésien. Il est important de préciser que les bornes de ce chapitre
ne concernent que la perte d'alignement de noyau, et non le prédicteur formé avec ce noyau.
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Contexte

Dans les chapitres précédents, nous avons introduit des bornes de généralisation PAC-
Bayésiennes utilisées comme sources d'inspiration et de justification pour le développement
d'algorithmes. Cependant, ces approches ne fournissent pas de garanties valides accompa-
gnant les modeles appris. En revanche, ce chapitre et le suivant présentent des algorithmes
auto-certifiés pour le vote de majorité PAC-Bayésien : les algorithmes proposés minimisent
directement des bornes de généralisation, garantissant ainsi que les modéles sont fournis avec
des bornes valides.

Ce chapitre unifie deux travaux réalisés durant la thése de Paul Viallard autour d'algo-
rithmes auto-certifiés pour la minimisation de I'erreur du vote de majorité. Le premier a été
publié a la conférence ECML-PKDD (VIALLARD et al., 2021a) et fait suite a I'un de mes
travaux sur |'extension de la C-borne au cadre multiclasses publié dans le journal Neuro-
computing (LAVIOLETTE et al., 2017). A notre connaissance, il s'agit du premier travail qui
propose des algorithmes efficaces pour |'optimisation de la C-borne avec des valeurs de bornes
en généralisation non triviales. Le second, publié a la conférence NeurlPS (ZANTEDESCHI et
al., 2021), s'attaque a des inconvénients des méthodes de la littérature en introduisant la
notion de vote de majorité stochastique qui permet d'obtenir des bornes plus précises lors
de I'apprentissage.

6.1 Introduction

Dans ce chapitre, nous introduisons de nouveaux algorithmes pour |'apprentissage de vote
de majorité avec pour objectif de minimiser le risque réel du vote. Une premiere solution est
de considérer la C-borne du Théoreme 2.4.3, qui est une relaxation du risque du vote. Dans
la littérature, une pratique consiste en la minimisation de son estimation empirique évaluée
sur un ensemble d'apprentissage (e.g., ROy et al., 2011; BELLET et al., 2014; MORVANT et
al., 2014; MORVANT, 2015; ROY et al., 2016; BAUVIN et al., 2020). Malgré le fait que les
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algorithmes associés a ces publications soient empiriquement efficaces et justifiés par des
analyses théoriques basées sur la C-borne, toutes ces méthodes minimisent une estimation
empirique de la C-borne et non directement une borne en généralisation sur la valeur de
la C-borne réelle. Ces procédures peuvent amener a bornes en généralisation non informa-
tives et, par conséquent, a de faibles garanties sur le risque. Lorsqu'il s'agit de dériver un
algorithme d'apprentissage qui minimise directement une borne PAC-Bayésienne, il est men-
tionné dans la littérature que I'optimisation d'une borne PAC-Bayes sur la C-borne n’est pas
triviale (LORENZEN et al., 2019; MASEGOSA et al., 2020).

Dans la Section 6.3, nous couvrons tout d'abord trois visions de bornes en généralisation
pour la C-borne (SEEGER, 2002 ; MCALLESTER, 2003 ; LACASSE et al., 2006) pour lesquelles
nous dérivons des algorithmes pour les optimiser (via descente de gradient). Les algorithmes
obtenus sont donc “auto-certifiés” (self-bounding algorithms, FREUND, 1998) : le modele
appris est accompagné d'une borne supérieure valide sur le risque.

Ces algorithmes présentent néanmoins un défaut : ils ne minimisent pas directement le
risque du vote de majorité puisqu'’ils minimisent une de ses relaxations (la C-borne). Comme
nous I'avons confirmé dans les expériences menées dans nos articles (VIALLARD et al., 2021a;
ZANTEDESCHI et al., 2021), bien que la C-borne empirique soit une relaxation du risque du
vote capable de controler suffisamment la diversité des votants tout en obtenant un risque
faible, minimiser une C-borne PAC-Bayésienne n'améne pas nécessairement aux valeurs de
bornes sur le risque les plus faibles. Pour s'attaquer a ce probléme, nous introduisons dans
la Section 6.4 le vote de majorité stochastique (pour chaque entrée, un vote de majorité est
obtenu en tirant les poids selon une autre distribution). L'utilisation de ce vote stochastique
permet d'obtenir des bornes en généralisation précises pour le vote de majorité classique.

6.2 Notations et contexte

Ce chapitre se place dans le cadre de la classification supervisée pour le vote de ma-
jorité PAC-Bayésien de la Section 2.4.1 avec X C RY I'espace d'entrée et Y |'espace de
sortie Y = {—1,+1} ou Y ={1,2,...,1}. Nous supposons que D est une distribution fixe
et inconnue sur XxY. Etant donné H un ensemble de votants  : X—Y, une distribution
prior m € M*(H) sur H et un ensemble d'apprentissage S={(x;, y;)}/"; ~ D™, |'objectif est
d’'apprendre un vote de majorité PAC-Bayésien (Définition 2.4.1). En d'autres termes, le but
est d'apprendre une distribution posterior p € M(H) sur H telle que le risque réel Rp(MV,)
du vote de majorité MV, pondéré par p soit le plus faible possible, ot

Rp(MV,) = E I[MV,(x)#y|, avec MV,(x) = argmax E I[h(x)=1].

(x,y)~D y'EY h~p

Dans cette section, pour minimiser RD(MVP), nous utilisons une de ses relaxations, la C-borne
(Théoreme 2.4.3) définie par

(1-2Rp(@,)) . (1—[2en(p) +do(p)])’
RoMV) < 1= 2dp(p) 1 —2dp(p) ’
avec Rp(G),) = ( I% DhE I[h(x) # y] (risque de Gibbs),

et dp(p)=2 E E E I[h(x)#y|I[h(x)=1] (désaccord),

(x,y)~D’ he~p h'~p

et ep(p)= E E EI {h(x) # y} I [h/(x) #y (erreur jointe).

(x,y)~D’ h~p h/~p
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Telle quelle cette C-borne n'est pas calculable, car elle dépend de la distribution D, qui est
inconnue. Nous avons donc besoin de bornes en généralisation pour majorer le risque réel du
vote de majorité par une C-borne empirique estimée sur un échantillon. La combinaison de
la C-borne avec la théorie PAC-Bayésienne offre une solution naturelle a I'analyse du risque
réel du vote de majorité. Les bornes PAC-Bayésiennes de la littérature basées sur la C-borne
sont rappelées dans la section suivante.

6.3 Bornes PAC-Bayésiennes et algorithmes pour le
vote de majorité

Tout d’abord, nous rappelons, dans la Section 6.3.1, trois bornes PAC-Bayésiennes de
I'état de I'art pour la C-borne, que nous désignerons par la suite sous le terme de “C-borne
PAC-Bayésienne”. Ensuite, nous présentons, dans la Section 6.3.2, nos trois algorithmes auto-
certifiés pour minimiser directement ces trois C-bornes PAC-Bayésiennes. Il est important de
rappeler que puisque la C-borne est une majoration du risque réel du vote de majorité, les C-
bornes PAC-Bayésiennes permettent d'obtenir des bornes en généralisation calculables pour
le risque réel du vote de majorité. Notons que ces C-bornes PAC-Bayésiennes ont été dérivées
dans le cadre de la classification binaire, mais leur extension a la classification multiclasses
est direct via |'utilisation de la %—marge que nous avons étudié dans LAVIOLETTE et al. (2017)
et dont la définition est rappelée dans la Définition 2.4.4.

6.3.1 Les C-bornes PAC-Bayésiennes de la littérature
6.3.1.1 C-borne PAC-Bayésienne de Roy et al.

ROY et al. (2016) et LAVIOLETTE et al. (2017) ont démontré la C-borne PAC-Bayésienne
la plus intuitive et interprétable. La preuve de cette borne a été développée par Roy et al.
(2016) dans le cadre de la classification binaire, puis nous I'avons étendue a la classification
multiclasse (LAVIOLETTE et al., 2017, Th. 3). Cette preuve consiste a majorer séparément avec
une borne en généralisation le risque de Gibbs Rp(G),) et le désaccord dp(p) en utilisant une
borne en généralisation PAC-Bayésienne a la MCALLESTER (Théoreme 2.4.6).

Théoréme 6.3.1 (C-borne PAC-Bayésienne de ROY et al. (2016)). Pour toute distri-
bution D sur XxY, pour tout ensemble de votants H, pour toute distribution prior
7 €M*(H), pour tout §€]0,1], on a:

[ Vp € M(H), |

1-2 min{;, FAQS(GP)—l—\l 2; [KL(pHﬂ')—l—ln 4@} }]

1 4
1-2 max{(), ds(,o)—J o {2 KL(p||7)+ In 5
m

p | Ro(MV,) < 1-

S~Dm

i = Cs(p) ]
(6.1)

Bien qu’aucun algorithme ne minimise directement |'Equation (6.1), ce type de borne
peut servir de justification théorique a I'optimisation de Rs(G),) et ds(p) comme cela est
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fait, par exemple, dans les algorithmes MinCq (ROY et al., 2011), CB-Boost (BAUVIN et al.,
2020), ou MinCqpy, (MORVANT et al.,, 2014). Dans la Section 6.3.2.1, nous proposons un
algorithme de minimisation directe de cette borne.

Cependant, si le nombre d'exemples m est faible et si le risque de Gibbs est proche
de % la valeur de cette C-borne PAC-Bayésienne sera proche de 1. Pour s'affranchir de
cet inconvénient, une solution est d'utiliser une borne PAC-Bayésienne a la SEEGER (2002)
(Théoreme 2.4.8) qui ameéne a des bornes plus précises. Dans la suite, nous rappelons deux
bornes basées sur cette approche : la premiére dans le Théoreme 6.3.2 fait intervenir le risque
de Gibbs Rs(G,) et le désaccord ds(p), et la seconde dans le Théoréme 6.3.3 fait intervenir
'erreur jointe Gs(p) et le désaccord ds(p).

6.3.1.2 C-borne PAC-Bayésienne de Germain et al.

Comme pour le Théoréme 6.3.1, la borne suivante majore indépendamment le risque de
Gibbs et le désaccord (voir PAC-Bound 1 de GERMAIN et al. (2015)).

Théoréme 6.3.2 (C-borne PAC-Bayésienne de GERMAIN et al. (2015)). Pour toute dis-
tribution D sur XxY, pour tout ensemble de votants H, pour toute distribution prior
7 eM*(H), pour tout 6€]0,1], on a

el I
1—2 min L K (R s(G,) KL(p||7)+ In Am 2
sgvm RoM) =1 1-2 max{2 ( ‘ — [ L(p||7)+ In \ZED} =10

(6.2)

L’Equation (6.2) "a la SEEGER" est plus précise que celle “a la MCALLESTER" de
I'Equation (6.1) pour les mémes raisons qu’'évoquées dans la Section 2.4.3. Cependant, un
inconvénient de cette borne est le fait que le risque de Gibbs et le désaccord soient majorés
indépendamment.

6.3.1.3 C-borne PAC-Bayésienne de Lacasse et al.

LACASSE et al. (2006) ont proposé de majorer simultanément |'erreur jointe ep(p) et le
désaccord dp(p). Pour ce faire, il faut trouver la pire valeur de la C-borne qui peut étre
atteinte avec un couple erreur jointe et désaccord, noté (e, d), appartenant a I'ensemble
As(p) défini par

N ~ 1 2y/m+m
As(p) = {<e,d> K (@s(p).ds(p)le.d) < - [2KL<pnw> +1n Wé] ,
et d < 2¢/e—2e, et 2e+d < 1} ,

y q q l1—q1—¢
ob  Kl(q1,gallprp2) = o In " + g In"2 + (1—g1—qp) In——=.
b1 D2 1=p1—p2
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En se basant sur As(p), LACASSE et al. (2006) ont obtenu le résultat suivant.

Théoréme 6.3.3 (C-borne PAC-Bayésienne de LACASSE et al. (2006)). Pour toute dis-
tribution D sur XxY, pour tout ensemble de votants H, pour toute distribution prior
7 €M*(H), pour tout 6€]0,1], on a

[1— (2e—|—d)]2>]
P |Rp(MV,) < sup [(1——2220 ) >1-4 6.3
o |RO(MYP) = <e,d>e£s<p>< 1—2d - ©3)

Cette C-borne PAC-Bayésienne peut étre plus difficile a calculer : elle requiert la résolution
d'un probléme d’optimisation (convexe) pour trouver une valeur de la borne.

6.3.2 Algorithmes de minimisation des C-bornes PAC-Bayésiennes

Cette section présente nos trois algorithmes auto-certifiés qui minimisent les C-bornes
PAC-Bayésiennes.

6.3.2.1 Algorithme basé sur I'Equation (6.1)

L'Algorithme 6.1, ci-dessous, permet de minimiser directement la C-borne PAC-Bayésienne
du Théoréme 6.3.1 par descente de gradient stochastique. Un aspect important de |'optimi-
sation est que si ﬁs(Gp)—f—\/ﬁ[KL(pHﬂ*)Jrln dym) > % alors le gradient du numérateur de Cg(p)
par rapport a p est 0, rendant alors |'optimisation impossible. Nous proposons donc de mi-
nimiser le probleme d’'optimisation contraint suivant :

2
(1 2min {4, Re(G) /2% [KL(olm)+ 1 7] )
min ¢ 1—

peM(H) . 2max{o,as(p)—\/2}n 2 KL(p||m)+In Mﬂ}

= Cs(p)

_ 1 s
tel que RS(GP)+\/2m [KL(pHW)—Hn T] <

1
5

De cette formulation, nous obtenons le probléme non contraint :

min {Cg(p) +B (FA%s(Gp)JrJ 27171 [KL(/)IIWH In 4?%] —;) } :

pEM(H

ou B() est la fonction barriere définie par B(a)=0 si a <0 ou B(a)=+o00 sinon. La nature
de B() fait que la fonction objectif sera infinie lorsque @ >0. Pour contourner ce probléme,
nous remplacons B() par son approximation, proposée par KERVADEC et al. (2022), appelée
“extension log-barriére” (log-barrier extension) et définie par

By(a) = {

L'extension log-barriére est paramétrée par A. La fonction B, () tend vers B() lorsque A tend
vers 400 (voir la Figure 6.1). Contrairement a la log-barriére standard !, la fonction B, ()

—%ln(—a), sia< —/\%7

Aa—3 In(55)+3%, sinon.

1. Voir BOYD et VANDENBERGHE (2004) pour une introduction a la log-barriére et aux méthodes
de points intérieurs.
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Extension log-barriere By()  ----- Fonction barriére B()
1.00
0.751
0.5 A
0.25-
0.00 +
-1.00 208 0.6 .04 202 0.00

Figure 6.1. La fonction barriére B() (en pointillés) et I'extension log-barriére By () avec trois valeurs de A
différentes : 10 (trait plein bleu), 20 (trait plein gris), 100 (trait plein orange). Plus X est grand, plus les
fonctions By () et B() sont proches.

est différentiable méme lorsque les contraintes ne sont pas satisfaites, i.e., quand a > 0.
La fonction B, () permet donc de considérer la contrainte Rs +\/ [KL(p[|m)+1n 2] < 5 L
De plus, lorsque le nombre d'exemples m est grand, nous pouvons estimer la C-borne PAC—
Bayésienne Cg(p) et le risque de Gibbs ﬁs(Gp) par mini-lot U C S. Concrétement, la fonction
objectif, que nous minimisons par descente de gradient stochastique via |'Algorithme 6.1, est

)

Fj(p) = Ci(p) + By (Tu(p)+J L [KL(/)IIW)HH
2m 2

Etant donné ), la procédure d'optimisation trouvera une solution avec un bon compro-

mis entre minimiser C{j(p) et I'extension log-barriere By(). Comme attendu et comme

I'ont montré les expériences que nous avons menées, la minimisation de cette borne a la

MCALLESTER n'amene pas a la borne la plus précise.

Algorithme 6.1 Minimisation de I'Equation (6.1) par descente de gradient stochastique

Entrées : ensemble S, prior m€M*(H), fonction objectif F&(p), nombre d'itérations T
L. p<m
2: pourt <« 1aT faire

3: pour tout mini-lot U C S faire

4 p < Mise a jour de p avec F}(p) par descente de gradient?

5

. retourner p

6.3.2.2 Algorithme basé sur I'Equation (6.2)

Pour obtenir de meilleures garanties en généralisation, nous proposons de minimiser la
C-borne PAC-Bayésienne a la SEEGER du Théoreme 6.3.2. L'objectif est alors de minimiser

2. La mise a jour de p peut étre réalisée par descente de gradient ou avec la mise a jour d'un algorithme
comme Adam (KINGMA et BA, 2015) ou COCOB (ORABONA et TOMMASI, 2017).
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le probleme suivant :
: 1 17(P 1 4/m 2
(1—2m1n{2, 1(Rs(@,) | & [KL(pllm)+ In /7)) })

min ¢ 1—

o980 | e (0.1 (3s(0) | & [2KL(plm) 1 5] )
tel que ki (ﬁs(Gp) ' ;lKL(PHWH’ln ym

1
< —.
5 )—2

Pour les mémes raisons que pour I'Algorithme 6.1, nous proposons de résoudre le probleme
par descente de gradient stochastique par mini-lot U C S et de minimiser la fonction objectif :

F3(6) = CBlo) + B (1 (1ol ] leorm ™) - 2.

= Cs(p)

Pour I'évaluation de k() et kl() nous utilisons I'Algorithme 2.1 (proposé par REEB et al., 2018)
qui affine itérativement un intervalle [pmin, Pmax] aVeC P € [Pmin, Pmax] tel que kl(g¢||p)=1.
Pour le calcul des dérivées par rapport a p, nous utilisons la regle de dérivation en chaine avec
une méthode d'apprentissage profond (e.g., PyTorch, PASZKE et al., 2019) et les dérivées
rappelées dans I'Equation (2.23). L'algorithme général est résumé dans I'Algorithme 6.2.

Algorithme 6.2 Minimisation de I'Equation (6.2) par descente de gradient stochastique

Entrées : ensemble S, prior 7 € M*(H), fonction objectif F§(p), nombre d'itérations T
L. p<—m
2: pour t < 1 aT faire
3 pour tout mini-lot U C S faire

4: Compute F5(p) avec I'Algorithme 2.1

5 p < Mise a jour de p avec Fj(p) par descente de gradient

6

. retourner p

6.3.2.3 Algorithme basé sur I'Equation (6.3)

L’'Equation (6.3) a I'intérét de majorer simultanément I'erreur jointe ep(p) et le désaccord
dp(p). Cependant, comme mentionné dans la Section 6.3.1.3, son optimisation peut étre
difficile. Pour faciliter la manipulation de la borne, nous reformulons les contraintes impliquées
dans I'ensemble As(p) pour obtenir la C-borne suivante.

Théoréme 6.3.4 (Reformulation de la C-borne PAC-Bayésienne de LACASSE et al.). Pour
toute distribution D sur XY, pour tout ensemble de votants H, pour toute distribution
prior m€M*(H), pour tout €0, 1], on a

R (V) 1 [1 - (2e+a)]
< sup — |
PR ceago 1-2d

5 Y

m
1
et d < 2y/min {e, i}—?e, etd < 5 } (6.4)
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L’Equation (6.4) suggere le probléme contraint suivant :

2
_ [1- (2e+d)] ,
pg’%}') sup ~ 1-— BRI avec (e,d) € Ag(p) ¢,
(e.d)€[0,3]

tel que 2@s(p) +ds(p) < 1.

En fait, nous pouvons formuler ce probléme comme un probleme non contraint en utilisant
la fonction barriere. On a

pgnl/li(rﬁ){ maxl]z{ CL<€7d)—B<d QW 26>—B(d_;)

(e, d)e 0.3
B <k1( ), ds(p)]le, d)——[2 KL(p[|7) + In 2f+mD }

+B (28s(p) + ds(p } (6.5)
_ Qe 1
avec Ct(e,d) = { ! 1-2d ! A<y,
1 sinon.

Ce probleme ne peut pas directement étre optimisé par descente de gradient stochastique.
Le probleme d'optimisation est de type min-max, i.e., pour chaque étape de descente, avant
de pouvoir mettre a jour le posterior p, il faut trouver le couple (e, d) qui maximise C*(e, d)
sous les contraintes définies par Ag(p).

Tout d'abord, pour trouver le couple optimal (e, d), nous nous concentrons sur le probleme
de maximisation quand @s(p) et ds(p) sont fixés. Cependant, la fonction C%(e, d) n'est pas
concave pour tout (e,d) €R?, ce qui implique que la mise en ceuvre de cette maximisation
peut étre difficile3. Heureusement, C"(e, d) est quasi-concave (GERMAIN et al., 2015) pour
(e,d)€[0,1]x[0, 1]. Par définition de la quasi-concavité, pour tout € [0,1], on a

1- (26+d)}2

1 —
(e,d) 1-2d

>l—al {(e,d) ‘ a(1-2d) - [1-(2e+d)|” > 0}.

Ainsi, pour « € [0, 1] fixé, nous cherchons (e, d) qui maximise C"(e,d) tout en respectant
les contraintes de Ag(p). Cela revient a résoudre le probleme suivant pour a € [0, 1]

max  a(1-2d) - [1-(2e+d)|’ (6.6)
(e,d)€[0,5]2
tel que d < 24/min (e, i)—Qe
» ~ 1 2v/m+m
et kl (es(p),ds(p)He,d) < p” 2KL(p|m) + ln\/_(S

En fait, le but est de trouver € [0, 1] tel que la maximisation de I'Equation (6.6) conduise
a la valeur de 1—a qui correspond a la plus grande valeur de C"™(e,d) respectant les

3. Par exemple, en utilisant CVXPY (DIAMOND et BOvD, 2016), qui utilise la Disciplined Convex
Programming (DCP, GRANT et al., 2006), la maximisation d'une fonction non concave n'est pas possible.
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Algorithme 6.3 Minimisation de I'Equation (6.4) par descente de gradient stochastique

Entrées : Ensemble S, prior m€M*(H), fonction objectif FS(p), nombre d'itération T
L. p<—m
2: pourt <« 1aT faire

3 pour tout mini-lot U C S fairg

4: (e*,d*) «—MAaXx-e-d(éu(p), du(p))

5 p < Mise a jour de p avec FS*’d*(p) par descente de gradient

6: retourner p

Entrées : Ensemble S, erreur jointe @s(p), désaccord ds(p), tolérance ¢
7: function MAX-e-d(és(p),ds(p))

8: Omin = 0 et apmax = 1

0: tant que . — amin > € faire

10: o= %(Olmin + Qmax)

11: (e,d) + Résoudre |'Equation (6.6)

12: si C™(e,d) > 1—a alors qpax — « SiNON Qi —
13: retourner (e, d)

contraintes. Pour cela, nous utilisons la méthode de la dichotomie pour I'optimisation quasi-
convexe (BOYD et VANDENBERGHE, 2004) qui est résumée dans la fonction MAX-e-d() de
I'Algorithme 6.3. Notons (e, d*) la solution de I'Equation (6.6), il reste a résoudre le probleme

okgter 22

m

p%{B(z es<p>+ds<p>—1)—B(k1 (6s(0), ds(o)lle” &)
Pour obtenir une fonction objectif compatible avec la descente de gradient stochastique,
nous apportons deux modifications a ce probleme de minimisation : (i) nous remplagons B()
par |'extension log-barriere B, () et (ii) nous approximons le désaccord et I'erreur jointe par
mini-lots U C S. Nous obtenons la fonction objectif suivante :

F50)=Ba (2000 +dutp) 1) =B (4 Ccolp) ol e, )= L 2Ll 410 ),

La méthode est résumée dans I'Algorithme 6.3.

6.4 Bornes PAC-Bayésiennes et algorithmes pour le
vote de majorité stochastique

Dans la section précédente, nous avons dérivé des algorithmes auto-certifiés pour mini-
miser des bornes PAC-Bayésiennes sur la C-borne pour minimiser le risque réel du vote de
majorité. Comme confirmé par les expériences que nous avons menées (VIALLARD et al.,
2021a; ZANTEDESCHI et al., 2021), bien que la C-borne empirique soit une relaxation du
risque du vote capable de controler suffisamment la diversité des votants tout en maintenant
un risque faible, minimiser une C-borne PAC-Bayésienne ne conduit pas nécessairement aux
valeurs de bornes les plus faibles. Cela s'explique par le fait que ces algorithmes ne mini-
misent pas directement le risque du vote de majorité, ce qui est également vrai pour toutes
les relaxations mentionnées dans la Section 2.4.2. Un peu plus précisément, étant donné une
distribution p sur un ensemble de votants H, nous avons vu les trois relaxations suivantes :
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(i) 2 fois le risque Gibbs Rp(G,) (Théoreme 2.4.1),
(ii) 4 fois I'erreur jointe ep(p) (Théoreme 2.4.2),
(i) La C-borne Cp(p) (Théoreme 2.4.3).

La Figure 6.2 illustre la frontiere de décision des modeéles appris a partir de |I'estimation em-
pirique de ces approximations : seule la C-borne empirique contréle suffisamment la diversité
des votants pour obtenir ﬁs(MV,,) =0. En effet, sur la figure, nous observons que les deux
premieres relaxations ne sont pas efficaces pour minimiser le risque empirique du vote de
majorité, alors que la C-borne permet d'obtenir, ici, un risque empirique nul avec une valeur
de borne proche de 0.

0.29 0.03

0.32

Minimisation de 2§S(Gp) Minimisation de 4€s(p) Minimisation de Cs(p)

Figure 6.2. Frontiéres de décision des votes de majorité obtenus par minimisation des bornes supérieures
sur le risque empirique du vote de majorité avec les relaxations rappelées dans les Théorémes 2.4.1, 2.4.2
et 2.4.3 sur le jeu de données jouet des lunes avec un ensemble d’apprentissage de taille m = 1000. Sur
chaque figure, la valeur de la relaxation est reportée en bas a gauche.

LAcAssE et al. (2010) ont introduit une autre relaxation précise du risque empirique du
vote de majorité en se basant sur le “vote de majorité randomisé” (randomized majority
vote) défini par

MV, (x) = argmax E I[h(x) =1],

v ey h~o

ol o est construit comme suit : N votants H'={hy, ..., hx} sont tirés selon la distribution

p, puis on considére la distribution posterior uniforme o définie par Yh € H', o(h) = %

LAcASSE et al. (2010) définissent le risque empirique du vote de majorité randomisé par

e o < €|y (%) [m\”w]jll—%w]w,

xX,y)~S X,y)~S 2 2
Nl S P g

oll T,(x,y) est la 3-marge (Définition 2.4.4) et ol I'abus de notation (x,y) ~ S indique
qu'un exemple est tiré dans |'échantillon d'apprentissage S selon la distribution uniforme sur
S. Soit un exemple (x,y) ~S, la somme correspond alors a la probabilité qu'au moins %
des N votants tirés selon p commettent une erreur. Il s’agit de la fonction de répartition
complémentaire de la distribution binomiale avec le paramétre 1 (1-m,(x, y)) et [§] tirages.
Ainsi, bY (p) est I'espérance de la fonction de répartition complémentaire sur S. De plus, le
vote de majorité randomisé est lié au vote de majorité classiqgue MV, grice au terme b (p)
qui est une relaxation de son risque empirique (LACASSE et al., 2010). On a

Rs(MV,) < 208 (p). (6.7)
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Plus N est élevé, plus I'approximation du risque empirique du vote de majorité par b3 (p)
est précise. Les résultats de LAacasse (2010) ont montré que le vote de majorité randomisé
permet d'obtenir des garanties précises avec un risque empirique ﬁS(MVp) faible. Cependant,
ce n'est qu'une forme restreinte du vote de majorité MV, originel. Pour obtenir des bornes
encore plus précises pour MV,, nous introduisons le vote de majorité stochastique : pour
chaque entrée x, un vote de majorité MV, est obtenu en tirant les poids selon une autre
distribution. Ce nouveau vote de majorité est présenté en détails dans la Section 6.4.1. Nous
montrons également comment calculer |'approximation du risque, ainsi que sa valeur exacte.
A partir du calcul exact, nous énoncons dans la Section 6.4.2 deux bornes PAC-Bayésiennes
essentielles pour dériver des algorithmes auto-certifiés dans la Section 6.4.3.

6.4.1 Le vote de majorité stochastique
6.4.1.1 Définitions

Pour le vote de majorité stochastique, nous considérons que ses poids p€M(H) sont tirés
selon une distribution P appelée “hyper-posterior®" : on dit que P est un hyper-posterior
sur H. Grace a cette notion d'hyper-posterior, le vote de majorité devient “stochastique”, i.e.,
pour chaque entrée x € X les poids p sont tirés selon ' hyper-posterior P puis la classe prédite
est celle renvoyée par MV, (x). Le principal avantage de considérer un vote de majorité sto-
chastique est qu'il permet de dériver et d'optimiser directement des bornes en généralisation
PAC-Bayésiennes. Les risques réel et empirique du vote de majorité stochastique, définis
ci-dessous, prennent en considération les risques de MV, avec p tiré selon P.

Définition 6.4.1 (Risques du vote de majorité stochastique). Pour toute distribution D sur
XxY, pour tout ensemble de votants H, pour tout hyper-posterior P sur H, les risques
réel et empirique du vote de majorité stochastique sont respectivement

EP Ro(MV,) = E E Tlm,(x,y) <0],
o

pP <x,y)~1>

et E Rs(MV,) = ZI m,(%;,9:) < 0].

p~P p~P m s

Nous utilisons la %—marge de LAVIOLETTE et al. (2017) pour majorer le risque du vote de

majorité stochastique, on a

< m. =
E.Ro(MV,) < pEp(xyE)NDI[mP<X’y) 0] wE o r(x,y),  (6.8)
1
et pEP RS(MV) < pEPEZI m,(xi,y;) < 0] = E;SP X, Yi), (6.9)

ol sp(x,y) = E,up I [m,(x,y) < 0] est le risque stochastique. Tout d'abord, rappelons qu’en
classification binaire, I'inégalité devient une égalité (Section 2.4.2). Ensuite, comme nous le
verrons dans la Section 6.4.1.3, sp(x,y) permet d'obtenir une solution en forme close. Plus
précisément, nous introduisons deux méthodes pour calculer ce risque : (i) soit en passant par
une approximation (e.g., avec une méthode de Monte Carlo), (ii) soit en calculant la forme
close. Dans les deux cas, des hypotheses doivent étre faites sur la distribution P. Lorsque la

4. La notion d'hyper-posterior a été introduite en PAC-Bayes par PENTINA et LAMPERT (2014) pour
le life-long learning pour permettre la considération de différents votes adaptés a différentes taches.
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p(hs)=1 p(hs)=1

p(h1)=1 p(h1)=1 p(ha)=1
(a) a=[1,1,1]7 (b) o =12,2,2]T (c) a =[10,10,10] "
p(hs)=1 /ﬁjw\ p(hs)=1
p(h1)=1 plhy)=1" p(h1)=1 plh2)=1" p(h1)=1 p(hs)=1
(d) o =1[5,1,4" (e) o =[10,2,8]"7 (f) o = [25,5,20]

Figure 6.3. La fonction de densité de la distribution de Dirichlet pour plusieurs valeurs de oc. Le “triangle”
correspond au simplexe 2 de dimension 2 des probabilités dont les angles correspondent aux distributions
extrémes. Un point dans le simplexe est la combinaison linéaire des distributions extrémes.

distribution p est discréte, elle se trouve dans le simplexe des probabilités noté ~(card(H)—1)

(de dimension card(H)—1). Un choix naturel pour |' hyper-posterior est alors la distribution
de Dirichlet dont la fonction de densité est la suivante.

Définition 6.4.2 (Distribution de Dirichlet). Soit n=card(H) le cardinal d'un ensemble
fini d’hypotheéses H. Etant donné les paramétres de concentration ac€ (R})™, la distribu-
tion de Dirichlet Dir(cx) est définie par

p~P = (p(h1)7 7p(hn)) ~ Dir(a)>

oir Plp) = 770 X1 [otnn] " o IT [otn) |

j=1 j=1

Quelques exemples de distribution de Dirichlet sont donnés sur la Figure 6.3. Notons que
si a est le vecteur dont tous les éléments sont a 1, alors la distribution est la distribution
uniforme sur le simplexe ~(card(H)=1),

Sous I'hypothese que |'hyper-posterior est exprimé comme une distribution de Dirichlet,
nous proposons, dans la section suivante, un algorithme pour approximer le risque stochas-
tique sp(x,y) qui fait partie intégrante de notre algorithme auto-certifié présenté dans la
Section 6.4.3.

6.4.1.2 Approximation du risque stochastique

Nous proposons un algorithme de Monte Carlo (MC) pour calculer sp(x,y) fait pour
accélérer I'optimisation. Pour cet algorithme, nous introduisons une relaxation du risque réel
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pour pouvoir mettre a jour a par descente de gradient. Pour ce faire nous utilisons la fonction
de perte sigmoide tempérée (tempered sigmoid loss) sig,.(x) = m avec c€R™. Puisque
cette fonction est une relaxation, |'Algorithme 6.4 suivant résout une relaxation du probleme
d'origine et n'est donc pas une forme exacte (NESTEROV, 2005).

Algorithme 6.4 Approximation du risque stochastique

Entrées : Ensemble S, distribution de Dirichlet P = Dir(«), nombre de tirages K
1. Tirage de {pp}, ~ PX = Dir(a)®
2: pour tout exemple (xz, y;) € S faire

3: Sp (Xza yz ~ Z Slgc mpk Xis yl)]

4: retourner E z'=1 SP(Xiayi>

Cet algorithme commence par tirer K votes de majorité et calcule une approximation
du risque stochastique sp(x;,¥y;) pour chaque exemple (x;,y;) € S. Un inconvénient de
I'Algorithme 6.4 est qu'il requiert le tirage de K votes et qu'il calcule la prédiction pour
tous les exemples de S. Pour contourner ce probléme, nous proposons une solution en forme
clause dans la section suivante.

6.4.1.3 Calcul exact du risque stochastique
Toujours sous I'hypothése que P est une distribution de Dirichlet, nous pouvons dériver

la solution en forme clause du risque réel suivante.

Lemme 6.4.1 (Calcul du risque stochastique). Etant donné (x,7) € XxY, soit

Fix,y) =1{j : hj(x) #y}, et T(x,y)=1{j : hj(x) =y},

respectivement |'ensemble des indices des votants qui classent incorrectement (x,y)
et I'ensemble des indices des votants qui classent correctement (x,y). Alors, le risque
stochastique sp(x,y) se réécrit

sp(x,y) = E I[mp(x y) < 0] —]05( Z aj, Z aj),

JET(x,y) JEF(x,y)
avec Iy 5() la fonction beta incompleéte régularisée évaluée en 0.5, définie par

B().5(6L7 b)

10‘5(6%1)) = m7

t
ou By(a,b) = / 271 (1 — 2)""'dx est la fonction beta incompléte.
0

Le Lemme 6.4.1 nous dit que le risque stochastique pour un exemple (x,y) peut étre
calculé par une solution en forme close. En conséquence, nous pouvons calculer une borne
supérieure sur le risque du vote de majorité stochastique basée sur le risque stochastique.
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Corollaire 6.4.1 (Solution en forme close pour les risques stochastiques). Pour toute dis-
tribution D sur XxY, pour tout ensemble d'apprentissage S ~ D™, pour tout ensemble
fini d’hypothéses H, pour toute distribution P = Dir(a) avec a € (R} )<@rdH) on a

E Rp(MV,) < E sp(x,y) = E Iys Z aj , Z a; |,
p~P (xy)~D (x:9)~D FET(x,y) jeF(x,y)
N 1™ 1
et EP Rs(MVp) S 7ZSP(Xi7yi) = fZI()_g, Z Q; Z %
pr mia miz FET(x4,y:) JEF(xi,yi)

A partir de ce Corollaire, nous proposons de calculer directement le risque empirique
stochastique avec I'Algorithme 6.5.

Algorithme 6.5 Calcul exact du risque du vote de majorité stochastique

Entrées : Ensemble S, distribution de Dirichlet P = Dir(«)
1: pour tout exemple (x;,y;) € S faire

2: sp(xi,y:) = Ios Yooaj, Y o

JET(%4,yi) JEF(%4,yi)

3: retourner L 3" sp(x;, ;)

Grace aux Algorithmes 6.4 et 6.5, nous pouvons calculer le risque empirique stochastique.
Nous avons mené une étude empirique pour déterminer les conditions dans lesquelles chaque
algorithme se révele le plus efficace. En résumé, I'Algorithme 6.5 peut étre plus rapide que
I'Algorithme 6.4, en particulier lorsque le nombre de tirages K est élevé par rapport a m.
Cependant, cet avantage est a nuancer : si m est suffisamment grand, I'Algorithme 6.4
atteint des performances similaires a celles de I'Algorithme 6.5, méme avec K = 1. Par
ailleurs, I'augmentation de K permet d'atteindre les performances de I'Algorithme 6.5 tout
en maintenant un colt inférieur pour des valeurs raisonnables de m et K.

Cette étape de calcul du risque stochastique est I'étape clé pour la dérivation, dans
la Section 6.4.3, de nos algorithmes auto-certifiés de minimisation du risque du vote de
majorité stochastique. En effet, les bornes en généralisation PAC-Bayésiennes, que nous
dérivons dans la prochaine section, requierent le calcul du risque stochastique afin d'étre
minimisée.

6.4.2 Bornes PAC-Bayésienne pour le vote stochastique

Pour obtenir une borne supérieure sur le risque réel du vote de majorité stochastique,
nous suivons |'approche a la SEEGER. En fait, nous énoncons deux bornes : la premiéere pour
laquelle les votants sont indépendants des données, la seconde ou les votants dépendent des
données.

6.4.2.1 Une borne PAC-Bayes classique

Dans cette section, nous supposons que nous avons une connaissance a priori sur les poids
pEM(H), i.e., nous supposons une distribution hyper-prior I sur |'ensemble H. Nous pouvons
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In(f(a))  —— ¥(a)
N
.
% 1 S y 5

Figure 6.4. Graphique de la fonction Digamma 1)(-) représentée par la courbe bleue continue, et de sa dérivée
In(T'(+)) (i.e., le logarithme de la fonction Gamma T'(-)) représentée par la courbe orange en pointillés.

montrer la borne suivante qui dépend de la KL-divergence KL(P||II) entre I"hyper-prior 11
et |"hyper-posterior P.

Théoréme 6.4.1 (Borne PAC-Bayésienne pour le vote de majorité stochastique). Pour toute
distribution D sur XxY, pour tout ensemble fini d’hypothéses H, pour toute distribution
hyper-prior I1=Dir(8) avec B (R)4M) pour tout §€]0, 1], on a

VP sur H,

E Rp(MV,) < E sp(x

P ( = () . Y) )
S~ _e i KL(P|M)+In 2™\ | ~

m = Sp Xzy yz m
(6.10)
card(H card( card(H)
avec KL(P||II) = Z ln )] —In|T ( Z 6])] — Z In[I" ()]
card(H card(H card(H)
j=1

ol I'(a)= [5° x> 'e~"dx est la fonction Gamma et |a fonction Digamma W(«) est définie
comme la dérivée de In [I'(«)] (voir la Figure 6.4).

Nous utilisons cette borne pour dériver dans la Section 6.4.3, un algorithme pour le vote
de majorité stochastique. Bien que cette borne soit exprimée comme une borne a la SEEGER,
notre contribution n’est pas restreinte au choix de la forme des bornes. En effet, il est possible
de démontrer des bornes a la MCALLESTER ou a la CATONI.

Comme nous I'avons par exemple dans la Section 2.3.3, plus la KL-divergence KL (P|/II)
est grande, plus les distributions P et II sont différentes. Dans ce contexte, une augmentation
des parametres de Dirichlet o peut impliquer une augmentation de la KL-divergence et une
concentration de la distribution de Dirichlet (voir la Figure 6.3). En effet, si les paramétres o
augmentent, les risques du vote de majorité stochastique tendent vers le risque du vote de
majorité ou le poids pour un votant 7 est ||3|i|1
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favorise une KL-divergence grande : la borne est un compromis entre la concentration des
risques et la KL-divergence.

6.4.2.2 Une borne PAC-Bayes avec des votants dépendants des données

Un inconvénient du Théoreme 6.4.1 est qu'il suppose que les votants sont indépendants
de I'ensemble d'apprentissage S. Pour contourner ce probléme, nous proposons une borne
qui permet la prise en considération de votants dépendants des données.

Nous rappelons que le Théoreme 6.4.1 est valide pour un hyper-prior I1 et un ensemble
de votants H définis a priori, i.e., ils sont indépendants des données S ~ D™. En PAC-
Bayes, il est admis que considérer un prior dépendant des données peut amener a bornes
plus précises (e.g., PARRADO-HERNANDEZ et al., 2012b; DZIUGAITE et al., 2021). D’apres
les travaux de THIEMANN et al. (2017) et MHAMMEDI et al. (2019) sur les bornes PAC-
Bayésiennes permettant |'utilisation de priors dépendants des données, nous dérivons une
borne en généralisation qui permet d'apprendre les votants a partir d'un ensemble de données
additionnel. Plus précisément, nous considérons deux ensemble d'apprentissage indépendants
S; et S, et nous apprenons un ensemble de votants avec chacun des ensembles notés H; et
H,. L hyper-prior sur Hy, resp. sur Hy, est 11y, resp. I15. De la méme maniere, nous définissons
un hyper-posterior par ensemble de votants : P; et P5. Le théoréeme suivant montre que nous
pouvons borner le risque de deux votes de majorité stochastiques combinés, tant que leur
risque empirique est évalué sur I'ensemble de données qui n'a pas été utilisé pour apprendre
leurs votants respectifs. Nous présentons ici uniquement la borne dans sa forme simplifiée®
qui correspond a la situation dans laquelle S; et S; ont la méme taille (comme par exemple
MHAMMEDI et al., 2019). En pratique, cela revient a séparer les données d'apprentissage en
50%/50% et est le découpage qui est en général associé aux meilleurs résultats empiriques.

Théoréme 6.4.2 (Borne PAC-Bayésienne pour des votants dépendants des données). Soit
IT; et Py un hyper-prior et un hyper-posterior sur H; définis a partir de Sy, et I, et Py
un prior et un posterior sur Hy définis a partir de S,. Pour tout § €]0,1], on a on a

1 1
_ , < _
> (B Ro(MV,) = E Ro(MV,)) < E > (se,(x,0)+sm(x.0)

>1-0.

—_

KL (P, [T )+ KL(Ps||TI)+2 In ™
m

P
Sy ~D™1 -
So~D™2 é kl

2 \(x,y)~S1 (%,y)~S2

( E sp,(x,y)+ E SPZ(va))

(6.11)

ol m = 2| ™F™M2 | et || est la fonction partie entiére.

Comme pour le Théoréeme 6.4.1, le risque réel des deux votes de majorité stochastiques
combinés est majoré par une borne PAC-Bayes qui dépend de deux termes : les deux risques
empiriques des votes stochastiques et les deux KL-divergences entre les hyper-priors et les
hyper-posteriors.

5. Voir ZANTEDESCHI et al. (Th.2 2021) pour la borne avec différentes tailles pour Sy et Ss.
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6.4.3 Algorithmes d’apprentissage pour le vote de majorité
stochastique
Comme dans la Section 6.3, nous proposons deux algorithmes auto-certifiés, un premier
pour minimiser I'Equation (6.10) et un second pour minimiser |'Equation (6.11). Nous sui-

vons le principe de la descente de gradient stochastique avec des mini-lots U C S pour
optimiser les bornes. Plus précisément, la fonction objectif associée a I'Equation (6.10) est

2/m
KL(P||H)+1n{)

(6.12)

Fu(P) = kl( E sp(x.y) —

qui correspond a la borne supérieure appliquée sur le mini-lot U. Pour optimiser cette fonc-
tion, nous appliquons I'Algorithme 6.6 (décrit ci-dessous) soit avec I'Algorithme 6.4 pour
approximer les risques empiriques, soit avec I'Algorithme 6.5 pour calculer exactement les
risques. A chaque itération, nous calculons le risque empirique sur le mini-lot U. Puis, nous
calculons la fonction objectif et nous mettons a jour |I"hyper-posterior P avec un algorithme
de descente de gradient.

Algorithme 6.6 Minimisation de I'Equation (6.10)

Entrées : Ensemble S, distribution hyper-prior 11 sur H, nombre d'itérations T’
1. P« 1I
2: pourt<1aT faire
3 pour tout mini-lot U C S faire
4: Calcul du risque stochastique Ex ,)u sp(x, y) avec I'Algorithme 6.4 ou 6.5
5.
6

P < Mise a jour de P avec Fyy(P) par descente de gradient
: retourner P

Dans le cas ou les votants dépendent des données, le Théoreme 6.4.2 utilise deux en-
sembles d'apprentissage disjoints S; et Sy ; la fonction objectif associée a I'Equation (6.11)
est alors
KL(P1||TT; )+ KL(Pq|[TTy) +2 In 247

m

(xvy)Nul

—1
F1U1,U2(P):k1 |:2< E SPI(X7y)+ E SPQ(va)>
(xvy)NUZ
(6.13)

Cette fonction est estimée avec les mini-lots U; CS; et Uy CS,. L'Algorithme 6.6 résume la
procédure. A chaque itération, les deux risques stochastiques sont calculés avec |' Algorithme 6.4
ou 6.5. Ensuite, nous calculons la fonction objectif de I'Equation (6.13). Enfin, les hyper-
posteriors Py et P, sont mis a jour par descente de gradient.

Algorithme 6.7 Minimisation de I'Equation (6.11)

Entrées : Ensembles S; et Sy, hyper-priors 11 sur Hy et Il; sur Hy, nombre d'itérations T°
: (Pl, PQ) — (Hl,Hg)
- pour t <— 1 a T faire
pour tout mini-lot U; C S; et Uy C S, faire
Calculde E sp,(x,y)et E sp,(x,y) avec |'Algorithme 6.4 ou 6.5

(x,9)~U1 (x,9)~U2

o

(P1,Py) < Mise a jour de (P, P3) avec Fy, u,(P) par descente de gradient

o

retourner (P, P5)

- 107 -



6.5. Résumé des expériences

Remarque sur le calcul des dérivées. Lorsque le risque est calculé via I'Algorithme 6.4,
la somme est différentiable. Cependant, puisque le risque est obtenu par un échantillonnage
de Monte Carlo, nous utilisons la technique de reparamétrisation implicite (FIGURNOV et
al., 2018 ; JANKOWIAK et OBERMEYER, 2018) pour obtenir les dérivées (implémentées dans
PyTorch (PASZKE et al., 2019) par exemple). Lorsque le risque est calculé via la solution en
forme close du Corollaire 6.4.1 avec I'Algorithme 6.5, les risques dépendent de la fonction
Iy 5() qui est différentiable (voir Boik et RoBINSON-CoOX, 1999).

6.5 Résumé des expériences

6.5.1 Les C-bornes PAC-Bayésiennes

Les expériences conduites ont d'abord été réalisées pour les algorithmes auto-certifiés de
minimisation des C-bornes PAC-Bayésiennes de la Section 6.3.2 dans VIALLARD et al. (2021a).
Il en ressort que |'Algorithme 6.3 apparait étre le meilleur algorithme parmi nos trois algo-
rithmes auto-certifiés minimisant une C-borne PAC-Bayésienne. En outre, I'Algorithme 6.1,
basé sur la C-borne la plus interprétable, produit les moins bons résultats. Globalement,
les valeurs de bornes associées a |'Algorithme 6.3 sont plus précises que celles des Algo-
rithmes 6.1 et 6.2. Nous pensons que |'Algorithme 6.3 amene a des valeurs de bornes plus
faibles que I'Algorithme 6.2 car I'approche de LACASSE et al. majore conjointement |'erreur
jointe et le désaccord.

Nous avons également comparé nos algorithmes a deux algorithmes de la littérature qui
minimisent la C-borne empirique (MinCq de Roy et al. (2011) et CB-Boost de BAUVIN et al.
(2020)) ainsi qu'aux algorithmes auto-certifiés de minimisation des différentes relaxations
du risque du vote de majorité : la méthode proposée par MASEGOSA et al. (2020) pour
Rp(MV,) <4ep(p), et un algorithme similaire a I'Algorithme 6.2 pour Rp(MV,) <2Rp(G,),
mais sans le numérateur de la C-borne. Comparé aux approches de I'état de I'art, |'algorithme
de minimisation du risque de Gibbs est associé aux bornes les plus faibles parmi tous les
algorithmes, au détriment d'un grand risque en test. Ce comportement illustre clairement
la limitation de considérer uniquement le risque de Gibbs comme estimateur du risque du
vote de majorité. En effet, comme discuté dans la Section 2.4.2, le risque de Gibbs n’est pas
assez précis pour estimer le vote de majorité puisqu'une augmentation de la diversité des
votants peut avoir un impact négatif sur le risque de Gibbs. De plus, comparé a |'approche de
MASEGOSA et al., les résultats de nos algorithmes sont comparables. Ce comportement était
attendu puisque la minimisation de la borne de MASEGOsA et al. (2020) ou d'une C-borne
PAC-Bayésienne revient a minimiser un compromis entre le risque et le désaccord. Enfin, pour
la classification binaire, notre Algorithme 6.3 produit de meilleurs résultats que CB-Boost
et que MinCq pour lequel la différence est significative et les bornes sont proches de 1 (i.e.,
non informative). L'optimisation de bornes sur le risque a tendance a produire de meilleures
garanties, justifiant que la minimisation d'une C-borne empirique est souvent trop optimiste
(comme pour CB-Boost ou MinCq).

En résumer, ces expériences indiquent que notre Algorithme 6.3 est celui qui ameéne au
meilleur compromis entre avoir de bonnes performances en termes d'optimisation du risque
tout en assurant des garanties en généralisation (avec des bornes informatives).
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6.5.2 Le vote de majorité stochastique

Nous avons ensuite réalisé dans ZANTEDESCHI et al. (2021) une série d'expériences complé-
mentaire pour évaluer nos Algorithmes 6.6 et 6.7. En plus des algorithmes cités ci-dessus,
nous avons considéré |'algorithme proposé par LACASSE et al. (2010) de minimisation de
I'Equation (6.7) qui dépend du vote de majorité randomisé ou N votants sont tirés de p.

Nous avons principalement remarqué que les Algorithmes 6.6 et 6.7 obtiennent des per-
formances similaires en termes de risque stochastique en test et de valeur de borne. En outre,
nos algorithmes sont capables d'obtenir des risques en test moyennés similaires aux risques
des autres méthodes déterministes, ce qui démontre |'intérét du vote de majorité stochas-
tique. Nous pensons que cela est du au fait que les risques stochastiques dépendent de la
1

5-marge de LAVIOLETTE et al. (2017).

6.6 Conclusion

Ce chapitre présente des algorithmes auto-certifiés (FREUND, 1998) dans le cadre de I'ap-
prentissage supervisé pour le vote de majorité. Nous avons proposé, dans un premier temps,
des algorithmes de minimisation du risque du vote de majorité via des bornes en généralisation
PAC-Bayésiennes pour la C-borne. Ensuite, pour s'attaquer a un des inconvénients de ces
bornes, qui sont basées sur une relaxation du risque du vote de majorité, nous avons pro-
posé un nouveau type de vote de majorité : le vote de majorité stochastique qui, pour
chaque entrée x, tire un vote de majorit¢é MV, a partir d'une probabilité de distribution
hyper-posterior P puis renvoie MV, (x). Comme dans le cas de la C-borne, nous avons dérivé
des algorithmes auto-certifiés pour optimiser directement le risque de ce vote de majorité
stochastique. Notre évaluation empirique a confirmé la qualité des modeles appris avec nos
algorithmes, ainsi que la précision des bornes par rapport a I'état de I'art pour |'apprentissage
de vote de majorité PAC-Bayésien.
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Contexte

Ce chapitre a été réalisé durant la these de Paul Viallard et est, a notre connaissance, la
premiere analyse PAC-Bayésienne pour la robustesse adversaire : sous |'angle du défenseur,
I'objectif est d'avoir des garanties sur la capacité du vote de majorité PAC-Bayésien a étre
robuste aux attaques adversaires (souvent malveillantes). Ces travaux ont donné lieu a une
publication a NeurlPS (VIALLARD et al., 2021b). A noter, qu’une autre de mes contributions
(non présentée dans ce manuscrit), publiée a ECML-PKDD (PATRACONE et al., 2024), est en
lien avec ce chapitre. Les travaux associés se placent cette fois-ci du coté de I'attaquant et
ont I'intérét de proposer a la fois une extension d'une forme d'attaque classique (les attaques
universelles) et des garanties théoriques sous la forme d'une borne en généralisation (basée
sur la complexité de Rademacher) sur la capacité des attaques a attaquer un modele sur de
nouvelles données.

7.1 Introduction

Dans ce chapitre, nous commencons par formaliser la notion de vote de majorité dans le
cadre de la robustesse adversaire en Section 7.2. Pour cela, nous proposons une adaptation
du vote de majorité ol les entrées peuvent étre légérement modifiées ou perturbées afin
de tromper la prédiction du vote de majorité (souvent a des fins malveillantes). Ce genre
d’entrée modifiée est connu sous le nom d'exemple adversaire (Bicaio et al., 2013 ; SZEGEDY
et al., 2014) et est illustré par la Figure 7.1.

Pour assurer la sécurité des utilisateurs, il est important que les modeles soient robustes
a ce genre de faibles perturbations. En effet, lorsque les modeles sont appliqués a des taches
réelles, comme les véhicules autonomes, les perturbations ne doivent pas compromettre
la sécurité des utilisateurs. Les exemples perturbés sont obtenus a partir d'une attaque
adversaire qui trompe le modele, tandis que les techniques de défense adversaire renforcent
la robustesse adversaire pour rendre les attaques inutiles (e.g., GOODFELLOW et al., 2015;
PAPERNOT et al., 2016; CARLINI et WAGNER, 2017; KURAKIN et al., 2017; ZANTEDESCHI
et al., 2017; MADRY et al., 2018; PATRACONE et al., 2024). Cependant, les votes de majorité,
comme d'autres modeéles, manquent de garanties sur leur capacité a étre robuste.

- 110 -



7.2. Vote de majorité robuste aux attaques adversaires

Prédiction : “Chat” Perturbation Prédiction : “Cheval”
(exemple adversaire)

Figure 7.1. Sur la gauche, I'image originale est classée correctement en “cat”. Au centre, I'image correspond
a la perturbation/au bruit ajouté a I'image originale pour obtenir I'image de droite. Pour I'ceil humain, cette
derniére apparait identique a I'originale, mais la prédiction change radicalement. C'est cette image, avec la
perturbation imperceptible, qui est appelée exemple adversaire.

Nous formulons la robustesse adversaire au travers du prisme de la théorie PAC-Bayésienne ;
nous appelons ce cadre adversarially robust PAC-Bayes. L'idée est de considérer un risque
de robustesse adversaire moyen correspondant a la probabilité que le modele commette une
erreur de classification sur un exemple perturbé (cela peut étre interprété comme un risque
moyen sur les perturbations). Nous définissons également un risque adversaire moyen-max
comme la probabilité qu'il existe au moins une perturbation entrainant une erreur de classi-
fication. Ces définitions ont I'avantage (i) d'étre compatibles avec le cadre PAC-Bayésien et
les votes de majorité, et (ii) d'étre liées au risque de robustesse adversaire classique. Pour
nos deux risques, nous dérivons une borne en généralisation PAC-Bayésienne valide pour tout
type d'attaque. D'un point de vue algorithmique, ces bornes sont directement optimisables
pour apprendre un vote de majorité robuste en moyenne sur les attaques. Nos algorithmes
sont donc auto-certifiés (FREUND, 1998). Nous illustrons empiriquement que notre cadre est
capable de conduire a des garanties précises sur le risque adversaire tout en assurant une
protection efficace face aux attaques adversaires.

7.2 Vote de majorité robuste aux attaques adversaires

7.2.1 Notations et contexte

Nous suivons principalement le cadre de la Section 2.4 pour des taches de classification
binaire ol X C RY est I'espace d'entrée et Y = {—1,+1} I'espace de sortie. Soit D une
distribution sur XxY fixée, mais inconnue. Un exemple est noté par (x,y) € XxY. Soit
S = {(xi,¥:)}*, I'ensemble d’'apprentissage composé de m exemples i.i.d. selon D. Soit
H un ensemble de votants a valeurs réelles de X vers [—1,+1]. Etant donné H et I'en-
semble d'apprentissage S, notre objectif est d'apprendre un vote de majorité PAC-Bayésien
(Définition 2.4.1) défini par

Vx e X, MV,(x) = sign (hE h(x)) .
~p

Nous souhaitons trouver un vote de majorité qui minimise le risque réel Rp(MV,) sur D
(Définition 2.4.2) défini par

Ro(MV,) = E T[MV,(x) # 4].

(x’y)ND
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Cependant, pour des applications réelles, une perturbation imperceptible de |'entrée peut
avoir une mauvaise influence sur les performances en classification de nouvelles données
(SZEGEDY et al., 2014) : les bornes en généralisation classiques ne sont alors plus valables.
Ce type de perturbation peut étre modélisé par un bruit additif (relativement faible), noté
¢, appliqué a une entrée x et amenant a une entrée perturbée x+e¢. Soit b> 0 et ||-|| une
norme ! arbitraire, I'ensemble des bruits possibles B est défini par

B={c € R!| |lel| < b}.

L'apprenant a pour but de trouver un modéle aux attaques adversaires qui soit robuste en
moyenne a tous les bruits de B sur (x,y) ~D. Plus formellement, le but est de minimiser le
risque adversaire réel Ap(MV,) défini comme suit.

Définition 7.2.1 (Risque adversaire). Pour toute distribution D sur XxY, pour toute
distribution p sur H, le risque adversaire réel est défini par

Ap(MV,) = E max I[MV,(x+€) # y].

(x,y)~D €€B
Le risque adversaire empirique associé et calculé avec S~ D™ est

~

1 m
As(MV,) = — > max T[MV,,(xi+e) # yi).
=1

Dans ce chapitre, |'objectif est de rendre le vote de majorité MV, robuste aux attaques
adversaires qui cherchent un exemple adversaire x+¢*(x, y) pour tromper MV, sur un exemple
donné (x,y), ou €(x,y) est

€'(x,y) € argnéax I[MV,(x+€) # y] . (7.1)
€c

En conséquence, les mécanismes de défense adversaire s'appuient souvent sur les attaques
adversaires en remplagant, lors de I'apprentissage, les exemples originaux (x,y) par des
exemples adversaires (x+€%(x,y),y). Cette procédure est appelée apprentissage adversaire.
Méme s'il existe d'autres méthodes de défense, comme nous le verrons plus tard, |'appren-
tissage adversaire semble étre I'un des mécanismes de défense les plus efficaces (REN et al.,
2020). Cependant, optimiser I'Equation (7.1) n'est pas possible a cause de la non-convexité
de MV, induite par la fonction sign(). Dans la littérature, les méthodes d'attaques adversaires
cherchent la perturbation optimale €*(x,y), mais, en pratique, c’est une approximation de
cette perturbation qui est considérée.

7.2.2 Travaux connexes

Défenses/attaques adversaires.? De nombreuses méthodes existent pour résoudre ou
approximer |'optimisation de I'Equation (7.1). Parmi celles-ci, Fast Gradient Sign Method
(FGsM, GOODFELLOW et al., 2015) est une attaque qui génére un bruit € dans la direction
du gradient de la fonction perte par rapport a I'entrée x. KURAKIN et al. (2017) ont intro-
duit IFGSM, une version itérative de FGSM ol a chaque itération, on répete FGSM et ajoute

1. Les normes les plus utilisées sont les normes /1, {5 et {.
2. Voir REN et al. (2020) pour un survey sur les défenses/attaques adversaires.
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a X un bruit qui est le signe du gradient de la perte par rapport a x. En suivant le méme
principe que IFGSM, MADRY et al. (2018) ont proposé une méthode basée sur le Projected
Gradient Descent (PGD) incluant une initialisation aléatoire de x avant I'optimisation. Une
autre technique appelée Carlini and Wagner Attack (CARLINI et WAGNER, 2017) a pour but
de trouver des exemples adversaires x + €*(x,y) qui soient aussi proches que possible de
I'entrée x, i.e., le but est d'avoir une attaque la plus imperceptible possible. En pratique,
produire ce genre de perturbation entraine un temps de calcul élevé. Contrairement aux
méthodes les plus populaires qui cherchent un modele avec un risque adversaire faible, notre
contribution s'inscrit dans une autre ligne de recherche ou I'idée est de relacher cette mesure
de risque en “pire cas” en considérant un risque adversaire moyen sur les bruits, plutot qu'une
formulation basée sur le max (e.g., ZANTEDESCHI et al., 2017; HENDRYCKS et DIETTERICH,
2019). Notre formulation “en moyenne” est introduite dans la Section 7.2.3.

Bornes en généralisation pour la robustesse adversaire Avant la contribution de ce
chapitre, quelques bornes en généralisation pour la robustesse adversaire ont été introduites
(e.g., KHIM et LOH, 2018; COHEN et al., 2019; MONTASSER et al., 2019; PINOT et al., 2019;
SALMAN et al.,, 2019; YIN et al.,, 2019; MONTASSER et al., 2020; PINOT et al., 2022). Les
résultats de KHIM et LOH, et YIN et al. sont des bornes basées sur la complexité de Rade-
macher. Le premier utilise une approximation du risque adversaire, le deuxieme introduit des
bornes dans le cas particulier des réseaux de neurones et des classifieurs linéaires et implique
une dépendance polynomiale inévitable par rapport a la dimension de I'entrée. MONTASSER
et al. étudient I'apprentissage PAC robuste pour les classes PAC-apprenables avec une dimen-
sion VC finie pour les votes de majorité non pondérés “robustifiés” a I'aide d'un algorithme de
boosting. Cependant, leur algorithme considére toutes les perturbations adversaires possibles
pour chaque exemple, ce qui n'est pas calculable en pratique. En outre, leur borne implique
une constante élevée comme indiquée a la fin de la preuve du Th.3.1 de MONTASSER et al.
(2019). COHEN et al. ont démontré des bornes qui estiment le bruit minimum nécessaire
pour obtenir un exemple adversaire (dans le cas de perturbations définies comme du bruit
gaussien), alors que nos résultats donnent la probabilité que le modeéle soit trompé par un
exemple adversaire. SALMAN et al. exploitent la méthode de COHEN et al. ainsi que |'appren-
tissage adversaire pour obtenir des bornes plus précises. De plus, FARNIA et al. présentent des
bornes sur le risque adversaire basées sur la marge pour des réseaux de neurones et attaques
spécifiques (comme FGSM ou PGD). Bien qu'ils fassent appel a une borne PAC-Bayésienne
classique, leur résultat n'est pas une analyse PAC-Bayésienne et s'inscrit dans la famille des
bornes en convergence uniforme (pour les détails voir Ap. J NAGARAJAN et KOLTER, 2019b).

7.2.3 Le risque adversaire PAC-Bayésien

Au lieu de chercher le bruit de I'Equation (7.1) qui maximise la chance de tromper I'al-
gorithme, nous modélisons la perturbation via une distribution dépendante de |'exemple.
Cette distribution est utilisée pour définir nos nouvelles mesures de risque. Définissons
d'abord B, une distribution sur I'ensemble des bruits possibles B, qui dépend d'un exemple
(x,y) €XxY. Nous notons & une distribution sur (XxY)xB définie comme

E((x,9),€) = D(x,y) - Blay)(€),

qui permet de générer les exemples perturbés. Etant donné un exemple (x;,y;)~D, nous
définissons I'ensemble ;={¢’}"_, de n perturbations tirées selon B, ,,). Nous considérons

comme ensemble d’apprentissage I'ensemble S={((x;,%:), i)}, € (XxYxB™)™ (de taille
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mxn). En d'autres termes, chaque ((x;,v;), i) € S est tiré selon une distribution que nous
notons £" telle que

n

E"((xi,4i), i) = D(xi, i) H (@i:y:)

De plus, nous notons (£™)™ la distribution empirique sur |'ensemble d'apprentissage perturbé
constitué de m exemples et n perturbations pour chaque exemple. Inspirés par ZANTEDESCHI
et al. (2017) et HENDRYCKS et DIETTERICH (2019), nous définissons maintenant le risque ad-
versaire moyen (robustness averaged adversarial risk).

Définition 7.2.2 (Risque adversaire moyen). Pour toute distribution £ sur (XxY)xB,
pour toute distribution p sur H, le risque adversaire moyen réel de MV, est

Re(MV,) = P (MV,(x+9#9) = E TIMy(x+0) £y,

Le risque adversaire moyen empirique, sur I'ensemble S = {((x;,v;), i)}1,, est

m n

Rg(MV,) = ni SN TMY,(xi +€)) # uil -

i=1j=1

Comme nous le verrons dans la Proposition 7.3.1, le risque Rg(MV,) est vu comme un
risque optimisé au regard de e*(x, ) de I'Equation (7.1). En effet, au lieu d'étre choisi comme
maximisant la perte, € est tiré selon une distribution. Cela peut conduire a un risque non in-
formatif si € n'est pas assez informatif pour tromper le modele. Pour contourner ce probleme,
nous proposons une extension de ce risque que nous appelons le risque adversaire moyen-max.

Définition 7.2.3 (Risque adversaire moyen-max). Pour toute distribution £ sur (XxY)xB,
pour toute distribution p sur H, le risque adversaire moyen-max réel de MV, est

Aen(MV,) = L (Bee MV, (x+e) #y).

Le risque adversaire moyen-max empirique, sur I'ensemble S={((x;,y;), )}, est

1 m
A —Zmaxl MV, (x; + €) # vi] -
m = €€

Pour un exemple (x,y)~D, au lieu de vérifier si un exemple perturbé x+-¢ est adversaire,
nous tirons n exemples perturbés x+ey,...,x+€, et nous vérifions si au moins un des
exemples est adversaire.

7.3 PAC-Bayes robuste aux attaques adversaires

7.3.1 Relations entre les risques adversaires

La Proposition 7.3.1 ci-dessous montre les relations intrinséques entre le risque adversaire
classique Ap(MV,) et nos deux relaxations Rg(MV,) et Agn(MV,). En particulier, nous mon-
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trons que plus le nombre d'exemples perturbés n est grand, plus la probabilité d'obtenir un
exemple adversaire est élevée, donc plus on se rapproche du risque adversaire Ap(MV,)).

Proposition 7.3.1 (Relations entre les risques adversaires). Pour toute distribution & sur
(XxY)xB, pour toute distribution p sur H, pour tout (n,n’) €N? avec 1<n'<n, on a

Re(MV,) < Apw(MV,) < Aga(MV,) < Ap(MV,). (7.2)

La partie gauche de I'Equation (7.2) confirme que le risque adversaire moyen Rg(MV,) est
optimiste par rapport au risque adversaire classique Ap(MV,). La Proposition 7.3.2 estime
a quel point Rg(MV,) peut étre proche de Ap(MV,).

Proposition 7.3.2 (Risque classique et risque adversaire moyen). Pour toute distribution £
sur (XxY)xB, pour toute distribution p sur H, on a

AD(MVp)_TV(7||F) < RS(MVp)a

ou I' et v sont des distributions sur XxY et TV (v||I') = Ey)mr 3 ‘chy,)—l , est la

2 [T(x%y)

distance en variation totale (Total Variation, TV) entre y et T,
La densité T'(x), ) est la probabilité de tirer un exemple perturbé (x,y') = (x+e,y)
avec ((x,y),€)~&, i.e, on a

I'x,y) = Pr [x+e=x", y=1].
Gy) = Dol y=y

La densité ~y(x,y’) est la probabilité de tirer un exemple adversaire (x)y’) =
(x+€*(x,y),y) avec (x,y)~D, i.e, on a

1xy) = Pr ey =x, y=y].

Notons que €*(x,y) dépend de p, car v dépend de p. D’'apres la Proposition 7.3.2, avec
les distributions I" et +, les risques Ap(MV,) et Rg(MV,) peuvent étre réécrits comme

Re(MV,) = Pr[MV,(x) £/, et Ap(MV,) = Pr [MV,(x) 71/,

xhy')~ x!y’ )~y
Enfin, les Propositions 7.3.1 et 7.3.2 lient le risque adversaire Rg(MVp) au risque adversaire
“standard” Ap(MV,). En effet, des deux propositions, on obtient

Ap(MV,) = TV(1|IT) < Re(MV,) < Asu(MV,) < Ap(MY,).  (73)

Ainsi, plus la distance TV (v||I') est petite, plus le risque adversaire moyen Rg(MV,) est
proche de Ap(MV,) et plus il est probable qu'un exemple ((x,y), €) ~ £ soit adversaire, i.e.,
lorsque notre exemple adversaire “moyen” ressemble a un exemple adversaire “spécifique”. De
plus, I'Equation (7.3) justifie que le point de vue PAC-Bayésien a du sens pour |I'apprentissage
adversaire avec des garanties théoriques : les garanties PAC-Bayésiennes que nous dérivons
dans la section suivante impliquent des garanties sur le risque adversaire Ap(MV,).
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7.3.2 Bornes PAC-Bayes pour le vote de majorité robuste

Pour dériver des bornes en généralisation PAC-Bayésiennes pour Rg(MV,) et Agn(MV,),
nous considérons une des relaxations classiques, le risque de Gibbs (Définition 2.4.5) qui est
défini pour nos risques adversaires dans les Equations (7.4) et (7.5).

Définition 7.3.1 (Risques de Gibbs adversaires). Pour toute distribution £ sur (XxY)xB,
pour tout ensemble d'hypothéses H, pour toute distribution p sur H, on a

1
R = E - 1|1- E yh 4
(G = B 5 [1- E vhxre)]. (74)
1 :
et Aw(G,) = ((x,y)!z)wgn 3 {1—I€n€1n (thph(X+6)>} . (7.5)

Ces relaxations sont exprimées comme |'espérance sur p des risques individuels des vo-
tants de H. D'un point de vue algorithmique, Re(G),) et Agn(G,) présentent les avantages
(i) d’étre différentiables, contrairement a Rg(MV,) et Agn(MV,), et (ii) de majorer Rg¢(MV,)
et Agn(MV,) comme suit.

Théoreme 7.3.1 (Relaxations du risque adversaire). Pour toute distribution £ sur
(XxY)xB et p sur H, pour tout n>1, on a

Rg(MVp) <2 Rg(Gp), et Agn(MVp) < 2Agn<Gp).

Une borne en généralisation pour R¢(G,), respectivement pour Agn(G),), implique donc
une borne pour Rg(MV,), respectivement pour Agn(MV,). Les Théorémes 7.3.2 and 7.3.3
énoncent nos bornes en généralisation PAC-Bayésiennes pour respectivement Rg(G,) et
Aen(G)).

Théoreme 7.3.2 (Borne PAC-Bayésienne pour Rg¢(G,)). Pour toute distribution &
sur (XxY)xB, pour tout ensemble de votants H, pour toute distribution prior m € M*(H),
pour tout n€N,, pour tout § €]0,1], on a

' _ 1 1
P YpeM(H), KRS(GIRe(G,)) < - (KL(pl|m) +10 ™52 ) | 216, (7.6)
S~(Emym | m ) |
| _ 1 m+1\ |
et P |VpeM(H), Re(G,) < Rg(Gp)—l—\/(KL(pHW)—i—ln ) >1-9¢, (7.7)
S~(emm | 2m ) |
ob Re(G) = >3 21y E hixicte)]
s\Me) T 0 i:1j:12 yzhwp i€ ) -

Il est important de préciser que le risque empirique associé a Rg(G),) est calculé avec S
qui contient des exemples non i.i.d., ce qui signifie que I'application de la technique de
preuve ‘“classique” ne peut s'appliquer. L'astuce est d'utiliser un résultat de RALAIVOLA
et al. (2010) appelé chromatic PAC-Bayesian bound qui permet de considérer des données
non indépendantes. Les bornes du Théoreme 7.3.2 ne dépendent pas du nombre d'exemples
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perturbés n, mais dépendent uniquement du nombre d'exemples originaux m. Ce comporte-
ment étonnant provient du faire que les n exemples perturbés sont inter-dépendants. Notons
que I'Equation (7.6) a la forme d'une borne a la SEEGER (2002) et est plus précise, mais
moins interprétable que I'Equation (7.7) a la MCALLESTER (1998). Ces bornes impliquent
un compromis classique entre le risque empirique ﬁg(Gp) et KL(p||7).

Nous présentons maintenant une borne en généralisation pour Agn(G)). Puisque ce risque
implique un min, nous ne pouvons pas utiliser la méme astuce que pour le résultat précédent.
Pour contourner ce probléme, nous considérons la distance TV entre deux distributions artifi-
cielles sur ; : une distribution arbitraire ©; sur ; pour tout ((x;,v;), i) € S et une distribu-
tion de Dirac 67 sur ; pour tout h €H telle que 6 (e) =1 si e=argmax, 1 [1—yih(xi+e)}
(i.e., si € maximise la perte linéaire) et O sinon.

Théoréme 7.3.3 (Borne PAC-Bayésienne pour Agn(G,)). Pour toute distribution & sur
(XxY)xB, pour tout ensemble de votants H, pour toute distribution 7 € M*(H), pour
tout n€N,, pour tout 6€10,1], on a

[VpeM(H), Vie{l,...,m}, VO, sur ; indépendante de heH,

[1_yih<xi+e>] +J KL(p]}7) + In 27

1 m
Aen(G,) < — E ) max
1

P M h~p = €€ 2 2m > 1-96,
S~ (En)ym KL(pl[) + 1 N
< Ag =S E TV(06; s
_ = AglGy)+ 2 B TVrIO >+J o |
(7.8)

' - 1[e@]
avec la distance TV TV(0||©) =Ec.o 3 {@(e)} 1
et le risque empirique 'E‘§(Gp):%2%[1_ min (yi hE h(xﬁ—e))}.

‘ €€ ~p

Pour minimiser le risque moyen-max réel Ag«(G,) via I'Equation (7.8, 1¥® borne), nous de-
vons minimiser le compromis entre le risque empirique % En >t max, [% (1—yih(xi+e))}
et KL(p||7). Cependant, pour le calcul du risque empirique, la perte pour tous les votants
et pour toutes les perturbations doit étre calculée, ce qui peut étre coliteux en temps. Nous
proposons une alternative, avec I'Equation (7.8, geéme borne), efficacement optimisable en uti-
lisant = 3> | B, TV(67|©;) et le risque empirique moyen-max Ag(GP). Intuitivement, nous
interprétons I'Equation (7.8,2°m¢ borne) comme un compromis entre le risque empirique (qui
reflete de la robustesse) et de deux termes de pénalisation (KL et TV). La divergence
KL(p||7) contrdle a quel point la distribution posterior p differe du prior 7, tandis que la
distance E;, TV(0|©;) contrdle la diversité des votants, i.e., la capacité des votants d'étre
trompés par un méme exemple adversaire. D'un point de vue algorithmique, un comporte-
ment intéressant est que la borne de I'Equation (7.8, 2™ borne) est valide pour toutes les
distributions ©; sur ;. Etant donné (x;,i), cela suggere que nous cherchons ©; qui mini-
mise E;, TV (0?]|©;). Idéalement, ce terme tend vers 0 lorsque ©; est proche® de 07 et que
tous les votants voient leur perte maximisée par la méme perturbation € € .

3. Comme 6! est une distribution de Dirac, on a E, TV(0!(|©;)=1 {I—Eh Oi(€;)+En Ceser ©ile) |,

avec € = argmax  3[1—y;h(x;+e)].
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Pour apprendre un vote de majorité performant, une solution est alors de minimiser la
partie droite de ces bornes pour trouver un bon compromis entre un risque empirique faible
et une divergence faible entre les poids prior et les poids posterior appris. Cependant, telles
quelles, les Equations (7.6) et (7.8, 1¥® borne) ne sont pas pertinentes pour |'optimisation.
L'Equation (7.6) n'est pas directement optimisable, car elle majore la kl() entre le risque
réel et le risque empirique. Pour obtenir une borne optimisable, nous pouvons utiliser la
fonction kl() introduite dans la Définition 2.4.9. De plus, d'un point de vue algorithmique,
le prior 7 est fixé et ne peut pas dépendre de I'ensemble d’apprentissage S. Pour contourner
ce probléeme, nous utilisons une borne de |'union en considérant 1" distributions a priori qui
peuvent étre sélectionnées a posteriori avec S. Nous obtenons les deux bornes suivantes.

Corollaire 7.3.1 (Borne PAC-Bayésienne pour Rg(G))). Pour toute distribution &
sur (XxY)xB, pour tout ensemble de votants H, pour tout 7"€ N,, pour tout ensemble
de distributions prior {7y, ..., mr} €M*(H)T, pour tout neN,, pour tout §€]0,1], on a

)

Corollaire 7.3.2 (Borne PAC-Bayésienne pour Agn(G,)). Pour toute distribution &
sur (XxY)xB, pour tout ensemble de votants H, pour tout n € N,, pour toute dis-
tribution prior m€M*(H), pour tout 6 €10, 1], on a

P |VpeM(H), Re(G,)<H (}(G,,) Tt s 125 (7.9

/S\N(gn)m

1
— [KL(pHWH—ln
m

VpeM(H), Vie{l,...,m}, VO, sur ; indépendante de heH,

m >1—
KL(p||7)+In 2/ | >1-04. (7.10)
2m

P _ I
S| Ae(G,) SAg(G) 4+ hEPTV(HfH@iHJ
i=1

7.3.3 Des bornes a un algorithme

Nous dérivons maintenant un algorithme auto-certifié (FREUND, 1998) d'apprentissage qui
minimise soit la borne de I'Equation (7.9) soit celle de I'Equation (7.10). Soit un ensemble
fini de votants H qui sont différentiables et ou chaque h € H est paramétrisé par un vecteur
de poids w". Inspiré par MASEGOSA et al., 2020, les votants de H et la distribution prior 7
dépendante des données sont appris avec un ensemble d'apprentissage S’ indépendant de S.
Cette approche est classique en PAC-Bayes (PARRADO-HERNANDEZ et al., 2012b; LEVER et
al., 2013; DZIUGAITE et ROY, 2018; DZIUGAITE et al., 2021). Ensuite, la distribution posterior
est apprise avec I'ensemble S en minimisant les bornes des Corollaires 7.3.1 and 7.3.2. Plus
spécifiquement, nous minimisons une fonction objectif approximée par mini-lots UCS. La
fonction objectif pour optimiser I'Equation (7.9), resp. Equation (7.10), est

)

2T(\5/E].

() =1 (R ‘ L kLol

resp. Fu(p) = Aulp) + J — [Kupnw) Fin
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7.3. PAC-Bayes robuste aux attaques adversaires

La distance TV n'apparait pas dans la fonction objectif puisque nous faisons le choix de fixer
n=1, i.e., nous tirons un seul bruit par exemple. En effet, si n=1, la valeur de la distance
TV est 0 (avec n>1 nous devrions la minimiser).

Nous décrivons maintenant notre algorithme d'apprentissage adversaire en deux étapes
(résumé dans I'Algorithme 7.1). La premiére étape construit un ensemble de votants H et |a
distribution prior 7 associée. La seconde est dédiée a |'apprentissage de p. Ces étapes sont
détaillées ci-apres.

Algorithme 7.1 Algorithme d'apprentissage adversaire moyen avec garantie

Entrées : Ensemble d'apprentissage disjoints S et S, prior initial 7y sur Hy (avec wy),
fonction objectif F'(), nombre d'epochs T et T’, fonction d'attaque

Etape 1 — Construction du prior et de I'ensemble des votants
1: pourt < 1 to 7T’ faire
2 T €t Ht < Htfl (Wt < Wtfl)
3 pour tout mini-lot U C S faire
4: U < Attaque de MV, avec (x,y) de U
5 Mise a jour de m; avec V., Ry(m)
6 Mise a jour de w; avec V,Ry(7)
7 S; < Attaque de MV,, avec les exemples de S
8: (71', H) — (Wt*7 Ht*) avec t* + argmint/e{17.._’t} /Rst,(ﬂ't/>

Etape 2 — Minimisation de la borne

9: pg <

10: pour t <— 1 a T faire

11: Pt < Pi—1

12: pour tout mini-lot U C S faire

13: U < Attaque de MV, avec les exemples (x,y) de U
14: Mise a jour de p; avec V,, Fy(p:)

15: S; < Attaque de MV, avec les exemples de S

16: p < pp- avec t* «— argmingcg gy Fs, (pr)

Pour attaquer les exemples. Les attaques qui interviennent dans I'Algorithme 7.1 different
des attaques qui génerent I'ensemble perturbé S. A chaque itération (des deux étapes), nous
attaquons un exemple avec le modele courant alors que S est généré avec le vote de majorité
prior MV, (i.e., la sortie de I'Etape 1).

Etape 1. A partir d’une distribution prior initiale m, (e.g., la distribution uniforme) et
d'un ensemble initial de votants Hy ou chaque votant h est paramétré par un vecteur de
poids w{, I'objectif est de construire I'ensemble d’hypothéses H et la distribution prior 7
a fournir en entrée de I'Etape 2 pour minimiser la borne. Pour ce faire, a chaque epoch
t de I'Etape 1, nous apprenons a partir de S’ un prior “intermédiaire” m; sur un ensemble
de votants “intermédiaire” H; constitué de votants h paramétrés par des poids w/ ; |'opti-
misation est réalisée par rapport & w;={w"}cn,. A chaque itération de |'optimiseur, pour
chaque (x,y) du mini-lot courant U, nous attaquons le vote de majorité MV, pour obtenir
un exemple perturbé x+-¢. Ensuite, nous effectuons une forward pass dans le vote de majorité
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avec les exemples perturbés et mettons a jour les poids w; et le prior m;. Pour résumer, a
la fin de I’Etape 1, le prior 7 et I'ensemble de votants H construit pour I’Etape 2 sont ceux
associés a la meilleure epoch t*€{1,..., T’} qui permet de minimiser ﬁst(MVm) ou S; est
I'ensemble perturbé obtenu en attaquant MV,, avec les exemples de S. Cette sélection du
prior m avec S, bien que pouvant ressembler a une forme de triche, est une stratégie valide
puisque les Equations (7.10) et (7.9) sont valides pour tout prior =€ {my,... m}.

Etape 2. A partir du prior 7 sur H et de I'ensemble S, nous réalisons la méme procédure
que pour I’Etape 1 a la différence pres que la fonction objectif correspond a la borne que
nous souhaitons optimiser, notée F(). Notons que les distributions prior “intermédiaires” ne
dépendent pas de S puisqu’elles sont apprises avec S’ : les bornes sont donc valides.

7.4 Résumé des expériences

Dans I'article VIALLARD et al. (2021b), nous avons illustré empiriquement que notre
cadre PAC-Bayésien pour la robustesse adversaire est capable de fournir des garanties en
généralisation précises pour le risque adversaire. Pour cela, nous avons considéré les at-
taques PGD et IFGSM avec les normes /5 et /., ainsi que leurs variantes spécifiques au PAC-
Bayes notées PGDy et 1FGSMy. Nous avons étudié différents scénarios de défense/attaque
pour différentes taches (les votants étant ici des arbres de décisions différentiables). Nous
avons étudié deux situations pour H : I'ensemble H tel qu'obtenu a I'Etape 1 et I'ensemble
HS'“N = {1/(-) =sign(h(-)) | h € H} (en supprimant la fonction sign() lors de I'attaque pour
étre différentiable par rapport a I'entrée).

Il s'est avéré que H¥ N permet d'obtenir les meilleures bornes et résultats. D'une part, les
bornes obtenues avec H¥“N sont toutes informatives (i.e., plus petite que 1) et apportent
des garanties pour les modeéles (ce qui n'est pas le cas pour toutes les bornes avec H dont
les bornes associées a I'Equation (7.8,2°™¢ borne) qui dépassent 1 alors que les risques sont
comparables aux risques obtenus avec H¥“N. En fait, lors de I'optimisation, considérer H3“~
aide au contrdle de la distance TV. Les performances obtenues avec H¥“N peuvent étre
expliquées par le fait que la fonction signe “sature” la sortie des votants, rendant le vote de
majorité plus robuste aux bruits.

Comme attendu, les bornes obtenues associées au Théoreme 7.3.2 sont plus précises
que celles du Théoreme 7.3.3. En effet, nous avons montré que le risque adversaire moyen-
max Agn(MV,) est moins optimiste que le risque adversaire moyen associé Rg(MV,). De
plus, les valeurs de la borne de I'Equation (7.8, 1% borne) sont plus précises que celles de
I'Equation (7.8, 22™ borne), ce qui était également attendu puis I'Equation (7.8, 18 borne)
est une borne inférieure de I'Equation (7.8, 2™ borne).

Un point intéressant est que nos bornes apportent des garanties a la fois pour nos risques
Re(MV,) et Agn(MV,), mais également pour le risque adversaire classique Ap(MV,). En
effet, malgré le pessimisme du risque classique, ce dernier reste cohérent avec nos bornes,
i.e., il est plus faible que les bornes. En outre, les écarts observés entre le risque classique
et nos risques sont faibles, ce qui signifie que notre relaxation “moyennée” n'est pas trop
optimiste.

Enfin, nos résultats nous ont permis de confirmer que nous sommes capables d'apprendre
des modeles robustes face aux attaques testées avec des garanties théoriques.
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7.5 Conclusion

Ce travail est, a notre connaissance, le premier qui étudie et formalise la robustesse
adversaire dans le cadre PAC-Bayésien pour le vote de majorité pondéré. A partir de cette
formalisation, nous avons pu dériver des bornes en généralisation sur le risque adversaire
du vote de majorité basé sur deux mesures de risques adversaire moyennées. Ces bornes
(i) sont suffisamment générales pour &tre valides pour tout type d'attaque adversaire, (ii) sont
précises, et (iii) peuvent étre directement minimisée via un algorithme auto-certifié pour
obtenir un vote de majorité robuste a des perturbations imperceptibles des données d'entrée.
Une des limitations de ce travail est qu'il est principalement théorique et ne se concentre que
sur le vote de majorité, sans nécessairement s'intéresser a obtenir les meilleures performances.
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Contexte

Les chapitres précédents se placent tous dans le cadre “classique” des bornes PAC-
Bayésiennes ou les garanties en généralisation portent sur une espérance sur |'ensemble des
hypotheses H. Ce chapitre introduit, quant a lui, une nouvelle approche de désintégration
des bornes PAC-Bayésiennes pour obtenir des bornes qui s'appliquent a une hypothése de H.
L'intérét de nos travaux est que les bornes obtenues sont facilement optimisables et aménent
a des algorithmes auto-certifiés. Ces travaux, réalisés durant la these de Paul Viallard, ont
donné lieu a une publication dans le journal Machine Learning Journal (VIALLARD et al.,
2024b) également présenté durant la conférence ECML-PKDD 2024.

8.1 Introduction

Comme nous |'avons vu dans ce manuscrit, la théorie PAC-Bayésienne est un outil puis-
sant pour majorer le risque réel de modeles stochastiques tels que le vote de majorité
stochastique considéré dans le Chapitre 6. Cependant, la grande majorité des méthodes
d'apprentissage requiérent des garanties pour des modeles déterministes. Dans ce cas, une
étape de “dérandomisation” doit étre appliquée a une borne PAC-Bayésienne “stochastique”
pour pouvoir s'appliquer a un modéle déterministe. Plusieurs approches de dérandomisation
existent pour des cadres spécifiques. Par exemple, LANGFORD et SHAWE-TAYLOR (2002) ont
proposé une dérandomisation pour des distributions posterior gaussiennes sur les classifieurs
linéaires : la symétrie gaussienne permet d’obtenir une borne sur le risque du classifieur maxi-
mum a posteriori (déterministe) a partir de la borne sur le risque (stochastique) de Gibbs.
En s'appuyant également sur des posteriors gaussiens, LETARTE et al. (2019a) ont dérivé
une borne PAC-Bayésienne pour une architecture de réseau déterministe trés spécifique uti-
lisant des fonctions de signe comme activations (cette approche a été étendue par Biaas
et GUEDJ (2021, 2022)). Une autre ligne de travaux consiste a dérandomiser les réseaux de
neurones (NEYSHABUR et al., 2018; NAGARAJAN et KOLTER, 2019b). Bien que technique-
ment différente, cette approche part de garanties PAC-Bayésiennes sur le risque de Gibbs
et utilise une borne de “perturbation de sortie” pour convertir une borne “stochastique” en
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une borne pour le classifieur moyen. Le fait que ces travaux existants soient spécifiques et
relativement diverses illustre le manque de cadre général pour la dérandomisation des bornes
PAC-Bayésiennes classiques.

Ce chapitre se focalise sur un autre type de dérandomisation qui s'effectue via une
désintégration des bornes PAC-Bayes, proposé par CATONI (2007, Th.1.2.7) et BLANCHARD
et FLEURET (2007) (rappelées dans la Section 2.5). Malgré l'intérét de ces résultats pour
la dérandomisation, ces bornes ont été peu étudiées dans la littérature et n'ont jamais été
utilisées en pratique. Motivés par des objectifs pratiques, nous dérivons de nouvelles bornes
PAC-Bayésiennes désintégrées précises et utilisables (i) qui dérandomisent tout classifieur
sans étape additionnelle et avec presque aucun impact sur les garanties, et (ii) qui peuvent
étre facilement optimisables pour apprendre des classifieurs avec des garanties. Pour ce faire,
nous proposons un cadre général de désintégration basée sur la divergence de Rényi qui per-
met d'atteindre |'objectif pratique d'un apprentissage efficace. D'un point de vue théorique,
le terme de divergence de Rényi fait que notre résultat est censé étre moins précis que celui
de RIVASPLATA et al. (2020, Th.1(i)) dans lequel le terme de divergence est “désintégré”
mais dépend uniquement de I'hypothese tirée. Cependant, comme nous |I'avons montré lors
de notre évaluation empirique sur des réseaux de neurones, leur terme “désintégré” est, en
pratique, sujet a une forte variance, rendant leur borne plus difficile a optimiser. En effet,
dans notre cas, notre terme de divergence de Rényi n'est pas influencé par I'hypothése tirée.
Notre borne a donc |'avantage de conduire a un algorithme plus stable avec de meilleurs
résultats empiriques.

8.2 Cadre et bornes PAC-Bayésiennes

Nous nous plagons dans le cadre de la classification supervisée décrite dans la Section 2.2
avec X l'espace d’entrée, Y I'espace de sortie et D une distribution inconnue sur XxY.
L'ensemble d'apprentissage est noté S = {(x;,v;)}", ~ D™. L'ensemble d'hypothéses H
est composé de fonctions i : X — Y. Etant donné S et H, 'apprenant a pour objectif
de trouver I'hypothése h € H qui minimise le risque réel R (h) = E(yy)~p (R, (X,y)), ol
¢ : H x (XxY)—[0,1] est une fonction perte. Le risque empirique associé est défini par
Re(h) = & S, ¢(h, (xi,1:)).

Pour faciliter la lecture de ce chapitre, nous rappelons la borne générale de BEGIN et al.
(2016) qui est au coeur de notre contribution (rappelée également dans la Section 2.4.5)
Cette borne dépend de la divergence de Rényi (de paramétre A > 1) entre p et 7 définie par

P

Théoréme 2.4.9 (Borne PAC-Bayésienne générale de BEGIN et al. (2016)). Pour toute
distribution D sur XXY, pour tout ensemble d'hypothéses H, pour toute distribution
m€M*(H), pour toute fonction mesurable ¢ : Hx (XxY)™ — R}, pour tout A > 1, pour
tout 0 €]0,1], on a

Vp € M(H),

1 A
U A < + I ol > =
el In hEp(p(h, S)) < Di(p||7) +In (5 SINEDm hEﬂgp(h ,S)3 1)
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Une notion clé est que les bornes PAC-Bayésiennes s'appliquent sur I'espérance des risques
individuels des classifieurs de H, i.e., le risque de Gibbs. Pour des taches d'apprentissage clas-
siques, une difficulté est donc de “dérandomiser” ces bornes pour obtenir des garanties pour
un classifieur déterministe (i.e., en “supprimant” I'espérance sur H). Dans certains cas, cette
dérandomisation est le résultat de la structure des hypotheses, comme pour les classifieurs
linéaires stochastiques qui peuvent directement étre exprimés comme un classifieur linéaire
déterministe (GERMAIN et al., 2009) (comme nous I'avons fait dans le Chapitre 4). Cepen-
dant, dans d'autres situations, cette dérandomisation est plus complexe et est spécifique
a la classe des hypotheéses (e.g., pour les réseaux de neurones, NEYSHABUR et al. (2018),
NAGARAJAN et KOLTER (2019a, Ap. J), Bicas et GUEDJ (2022)).

8.3 Théoréemes PAC-Bayésiens désintégrés

Dans cette section, nous présentons notre contribution principale : un cadre général de
dérandomisation basé sur la divergence de Rényi pour désintégrer les bornes PAC-Bayes.

8.3.1 Rappel de la forme des bornes PAC-Bayes désintégrées

Nous rappelons la forme générale des bornes désintégrées utilisées dans ce chapitre.

Définition 2.5.1 (Borne en généralisation PAC-Bayésienne désintégrée). Soit une mesure
de I'écart en généralisation ¢ : [0,1]2°—[0,1]. Une borne PAC-Bayésienne désintégrée
est définie telle que pour toute distribution D sur XxY, pour tout ensemble d’hy-
pothéses H avec ¢ : Hx (XxY) — [0, 1] une fonction perte, pour toute distribution
prior m € M*(H), pour tout algorithme A:(XxY)™xM*(H)—M(H), il existe une fonc-
tion ® : M(H)xM*(H)x]0, 1] =R telle que pour tout 6 €]0, 1] on a

P |0(Rb().RE) < @(ps,m.0)| = 14

S~D™
h~ps

ol ps = A(S,7) est la sortie de |'algorithme déterministe A et ¢() est, par exemple,
1 =1
(Rp(h),Rs(h)) = |Rp(h) — Rs(h)].

Ici, le posterior ps = A(S, ) est construit par un algorithme déterministe choisi a priori
et noté A : (XxY)"xM*(H) — M(H). Cet algorithme (i) prend en entrée un ensemble d'ap-
prentissage S € (XxY)™ et une distribution prior = € M*(H), et (ii) renvoie une distribution
dépendante des données ps = A(S, 7). Ce genre de borne permet de dérandomiser les bornes
PAC-Bayes classiques de la maniére suivante. Au lieu de considérer une borne valide pour
toutes les distributions posterior sur H (le “Vp" du Théoréme 2.4.9), nous considérons uni-
quement la distribution posterior ps obtenue via |'algorithme A. La borne ci-dessus est alors
valide pour I'hypothése unique h tirée selon ps au lieu du classifieur stochastique de Gibbs :
les risques individuels ne sont plus moyennés par rapport a ps; c'est la désintégration d’une
borne PAC-Bayésienne. La dépendance en la probabilité ps signifie que la borne est valide
avec une probabilité d'au moins 1 — § sur le choix aléatoire de |'échantillon d'apprentissage
S ~ D™ et de I'hypothese h ~ ps.

Selon ce principe, nous introduisons dans les Théorémes 8.3.1 et 8.3.2 ci-dessous deux
bornes PAC-Bayésiennes désintégrées générales. Un atout clé de nos résultats est que les
bornes sont instanciables a des contextes spécifiques comme pour les bornes PAC-Bayésiennes
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“classiques” (e.g., avec des données i.i.d./non-i.i.d., des pertes non bornées, etc). L'instan-
ciation d'une telle borne permet d'obtenir une borne pour étre optimisée, conduisant alors
a un algorithme auto-certifié (FREUND, 1998) avec des garanties théoriques. Pour illustrer
I'intérét de nos résultats, nous présentons, dans la Section 8.4, une telle instanciation pour
les réseaux de neurones.

8.3.2 Bornes désintégrées avec la divergence de Rényi
8.3.2.1 Une borne désintégrée générale

Dans le méme esprit que le Théoreme 2.4.9, notre résultat principal, énoncé dans le
Théoreme 8.3.1 ci-dessous, est une borne générale basée sur la divergence de Rényi D, (ps||7)
d'ordre A>1.

Théoréme 8.3.1 (Borne PAC-Bayésienne désintégrée générale). Pour toute distribution D
sur XxY, pour tout ensemble d'hypothéses H, pour toute distribution prior m € M*(H),
pour toute fonction mesurable ¢ :Hx (XxY)™—R*, pour tout A>1, pour tout § € |0, 1],
pour tout algorithme A:(XxY)™xM*(H)—M(H), on a

A 20 -1 2

A < & I Q2
i nlphS) £ S S+ Dalpslim+in ((E O E p( )7

>1-0

?

S~D™
h~ps

ol ps = A(S, ) est la sortie de I'algorithme déterministe A.

Comme pour les bornes PAC-Bayésiennes générales classiques, ce théoréme est vu comme
le point de départ pour dériver des bornes en généralisation en fonction du choix de ¢()
(comme dans le Corollaire 8.4.1 ci-aprés). D'un point de vue technique, dans la preuve de
notre théoreme, I'utilisation de I'inégalité Holder se fait de maniere différente que dans les
preuves PAC-Bayésiennes classiques. En effet, dans la preuve de BEGIN et al. (2016, Th.8)
I'étape de changement de mesure basée sur |'inégalité de Holder est I'étape clé pour obtenir
des bornes pour toute distribution posterior p, alors que notre borne est valide pour une seule
distribution posterior ps qui dépend de I'ensemble d'apprentissage S et de la distribution
prior 7. En fait, nous utilisons I'inégalité de Holder pour introduire une distribution prior 7
indépendante de |I'ensemble S : un point crucial pour la borne que nous instancions dans le
Corollaire 8.4.1.

En comparaison du Théoréme 2.4.9, notre borne requiert un terme'® supplémentaire
In2+:2-In 2. Cependant, en fixant ¢(h,S) = mkl(ﬁé(h)HRgD(h)) et A=2, le terme In %
est multiplié par % qui correspond a un colit raisonnable pour “dérandomiser” une borne.
Par exemple, si m = 5000 et §=0.05, on a = In % ~0.002.

Nous instancions maintenant le Théoréme 8.3.1 avec A—11 et A—+oo. Ce résultat
montre que la borne converge quand A—11 et A—+oco.

22A—1
A—1

1. Au lieu du terme “classique” In 1, notre borne fait intervenir In 2, la différence entre ces deux

22—117, 2 1 _ A 2
termes est donc = In5 —In; =In2+5"5In 3.
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Corollaire 8.3.1 (Cas limites du Théoréme 8.3.1). Sous les hypothéses du Théoreme 8.3.1,
lorsque A—1", on a

P
S~D™
h~ps

> 1.4,

2
In[p(h,S)] < lné—HHl esssup  (h',S)

S’e(XxY),h'eH

lorsque A— + oo, on a

S~D™

P 1 h,S)| <1
D" [n[@( ) )} = WeH 7T(h/> 52S’NDmh’N7T

esssup ps(h)] —|—ln[4 E E @(h’,S’)]] > 1-4,

ou esssup est le supremum essentiel défini comme le supremum sur un ensemble avec
des mesures de probabilité non nulles, i.e.,

esssup  (h,S') = inf {7‘ € R’s I%m {(p(h,S) > 7':| = 0} ,

S’e(XxY),h'eH
0}

Ce corollaire montre que le parametre A controle le compromis entre la divergence de Rényi
A
Dy (ps||m) et In [Es, Eper (1, S/)ﬁ]. En effet, si A—17, on a D) (ps||7)—0 alors que les

h~ps

ps(h)
m(h)

h/
et esssup ps() = inf{T eR, P [ > T

heH W(h/) h~ps

autres termes convergent vers In {esssups/ w (R, S’)}, i.e., la valeur maximale possible du

second terme. Si A—+o00, la divergence de Rényi augmente et tend vers In esssup,, %:,l)) et
les autres termes diminuent et tendent vers In[Es/.pm Eprorr 0(R,S)].

8.3.2.2 Comparaison avec la borne de Rivasplata et al. (2020)

Pour la comparaison, nous rappelons dans le Théoreme 2.5.1 la borne de RIVASPLATA
et al. (2020, Th.1(i)), qui est plus générale que les bornes de BLANCHARD et FLEURET (2007)
et de CaToNI (2007, Th.1.2.7).

Théoréme 2.5.1 (Borne désintégrée générale de RIVASPLATA et al. (2020)). Pour toute
distribution D sur XxY, pour tout ensemble d'hypotheses H, pour toute distribution prior
m € M*(H), pour toute fonction mesurable ¢ : Hx (XxY)™ — R, pour tout ¢ €0, 1],
pour tout algorithme A:(XxY)™xM*(H)—M(H), on a

stl)vm o(h,S) <Iln
h~ps

ps(h) 1 .
(h) ] Hn{é S’NEDm ha exp (¢(h',S") || > 1—9,

q)(ps 77T76)

ol ps = A(S, ) est la sortie de I'algorithme déterministe A.
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Notons que la borne peut étre réécrite avec le logarithme. On a

,Os(h) {1 Il }
< — > 1-0.
ShNI;m, [ln (p(h,S)) <In () ] +In 5 S/NEDm h/liwgo(h SH | > 1-0
~ps
Le terme ln’f((:)) (présent également dans les résultats de BLANCHARD et FLEURET (2007) et

CATONI (2007)) peut &tre interprété comme une “KlL-divergence désintégrée?” qui dépend
uniquement de h ~ ps. En revanche, notre borne fait apparaitre la divergence de Rényi
entre les distributions prior 7 et posterior ps. Cela a pour conséquence que notre borne
ne comporte qu'un seul terme dépendant de I'hypothése tirée (le risque) : la valeur de
la divergence est donc la méme quelle que soit I'hypothese. En théorie, notre borne est
moins précise a cause de la divergence de Rényi, (voir ERVEN et HARREMOES, 2014) et de la
dépendance en d moins favorable que celle du Théoréme 2.5.1. Cependant, notre terme de
divergence est le principal avantage de notre borne. En effet, confirmé par nos expériences,
le terme D) (ps||7) rend I'apprentissage (avec notre algorithme auto-certifié) plus stable et
plus efficace en comparaison a |'optimisation de la borne du Théoréme 2.5.1 ou In /;5((}11))
sujet a une grande variabilité.

est

8.3.2.3 Une borne désintégrée générale paramétrable

En PAC-Bayes, les bornes paramétrées ont été introduites pour contrbler le compromis
entre le risque empirique et la divergence (CATONI, 2007; THIEMANN et al., 2017). Nous
présentons une version paramétrée de notre borne afin d'élargir son champ d'application
pratique.

Théoréme 8.3.2 (Borne PAC-Bayes désintégrée paramétrable). Pour toute distribution
D sur XxY, pour tout ensemble d'hypotheses H, pour toute distribution prior © €
M*(H), pour toute fonction mesurable ¢:Hx(XxY)™—R%, pour tout ¢ €0, 1], pour
tout algorithme A: (XxY)™xM*(H)—M(H), on a

A Dapslim), S ) an?
shNF;;m VA>0, In(p(h,S)) <In <2€ +W S [‘P(h, S’ } > 1-9,
~ps

ol ps=A(S, ) est la sortie de I'algorithme déterministe A.

ps(M]? 4 _
=) 1=

eP2(rsl™) _1 Un atout du Théoréme 8.3.2 est le paramétre A de contrdle du compromis entre
'exponentielle de la divergence de Rényi eP2(sI™) et LEgE) . rp(h/,S'). Notre borne est
valide pour tout A >0, ainsi, d'un point de vue pratique, nous pouvons apprendre le parametre
A pour minimiser la borne et contrdler I'instabilité numérique possible due a Dy(ps|m). En
effet, si Dy(ps|m) est élevé, le calcul peut conduire a une valeur infinie en raison de la
précision arithmétique limitée. Il est important de préciser que, tout comme pour les autres
bornes paramétrées (e.g., THIEMANN et al., 2017), il existe une solution en forme close pour
le parametre optimal \. Cette solution est dérivée dans la Proposition 8.3.1 et montre que
la borne optimale du Théoreme 8.3.2 correspond a celle du Théoreme 8.3.1.

Le terme eP2(rsI™ est |i¢ 3 la distance x2. En effet, on a : x%(ps||7) = Ehw[

2. La KL-divergence est dites désintégrée, car le log n'est pas moyenné contrairement a la KL-divergence.
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Proposition 8.3.1 (Borne optimale de Théoréme 8.3.2). Pour toute distribution D
sur XxY, pour tout ensemble d’hypothéses H, pour toute distribution prior € M*(H),
pour toute fonction mesurable ¢ :Hx (XxY)™ =R, pour tout § €0, 1], pour tout algo-
rithme A: (XxY)"™xM*(H)—M(H), soit

I Q2
A D P . [890(h78) }
*_ : i (ps|m) | S'~D™ h'~m
A= angmin In| R 276 ’

Théoreme 8.3.2

A" Ds(pslim)
alors,ona 2In [26 +S/NEpm ha 2)\*63

8p(h', ') >]
_ 8p(h,S')?
= Dsy(ps||7) + In L/NEDm E ((53 :

Théoréme 8.3.1 avec A\ = 2

6% exp(Da(ps||m))
Le A\* optimal ameéne donc a la méme borne pour les Théorémes 8.3.1 et 8.3.2.

Es/wpm Epr [80(R, S)2
°”*_¢SD per [B0(1.)?)

8.4 La désintégration en action

Cette section présente un exemple d'instanciation du Théoréme 8.3.1 pour les réseaux de
neurones, montrant |'utilité de nos résultats en comparaison des bornes classiques.

8.4.1 Spécialisation aux réseaux de neurones

L'objectif est d’apprendre les poids d'un réseau de neurones (NN, pour Neural Networks)
qui minimisent le risque réel Rp(h) = E,)pl[h(x) # y]. L'ensemble d'hypothéses H
est un ensemble de NNs avec des poids différents pour une architecture donnée. Les uti-
lisateurs procédent généralement par epochs et obtiennent un NN “intermédaire” apres
chaque epoch. Puis, ils sélectionnent le NN intermédiaire associé au risque en validation
le plus faible. Nous proposons de traduire cette pratique dans notre cadre PAC-Bayésien
en considérant un prior par epoch. Avec T epochs, on a donc T priors P={m}_,, ou
vte{l,...,T},m = N(vi,0%Ip) est une distribution gaussienne centrée en v, (le vecteur
de poids associé au t-itme NN intermédiaire) de matrice de covariance o*Ip (ol Ip est la
matrice identité de dimension Dx D). En supposant que les 7" priors soient appris avec un
ensemble Syrior tel que Spyior N S=0, alors les Corollaires 8.4.1 et 8.4.2 nous guident pour
apprendre un posterior ps=N'(w,c*Ip) a partir du prior 7 € P qui minimise le risque empi-
rique sur S (plus de détails sont donnés apres les énoncés des corollaires). Le fait de considérer
des distributions Gaussiennes a |'avantage de simplifier I'expression de la KL-divergence, ce
qui est fréquemment utilisé en PAC-Bayes pour les NNs (e.g., DzIUGAITE et ROy, 2017;
LETARTE et al., 2019a; ZHOU et al., 2019)3

3. Nous rappelons que I'utilisation des distributions Gaussiennes a d'abord été étudiée pour les classifieurs
linaires (e.g, AMBROLADZE et al., 2006 ; GERMAIN et al., 2009). Dans ce contexte, la symétrie de
la distribution Gaussienne permet de simplifier la dérandomisation.
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Nous instancions le Théoréme 8.3.1 a3 ce cadre dans le Corollaire 8.4.1.

Corollaire 8.4.1 (Instanciation du Théoréme 8.3.1 aux NNs). Pour toute distribution D
sur XxY, pour tout ensemble P={y,...,mr} de T priors sur H ot m; =N (vy, 0%Ip),
pour tout algorithme A: (XxY)™ xM*(H)—M(H), pour toute perte £: Hx (XxY)—|0, 1],
pour tout 6 €]0,1], on a

. [w—v¢ll3 | 16T/m
S;;F;D v, € P, KI(Rs(h)|RS(h)) < m( S > 1-4,
~ps

ol kl(al|b) =aln ¢ + (1—a) In 1=%, et ps = N (w,0?Ip), et ol I'hypothése h ~ ps est
paramétrée par W-|—€

Par souci de comparaison, le Corollaire 8.4.2 instancie d'autres bornes désintégrées de la
littérature : I Equation (8.1) correspond a la borne de RIvASPLATA et al. (2020) (Théoréme 2.5.1),
I'Equation (8.2) 4 la borne de BLANCHARD et FLEURET (2007) et I'Equation (8.3) 3 la borne
de CaTonI (2007).

Corollaire 8.4.2 (Instanciation de bornes de la littérature pour les NNs). Pour toute dis-
tribution D sur XxY, pour tout ensemble P={my,...,mr} de T priors sur H ol
7 = N(vy,0%Ip), pour tout algorithme A : (XxY)™ x M*(H)—M(H), pour toute
perte ¢ : Hx(XxY)—{0,1}, pour tout €0, 1], avec une probabilité d'au moins 1—¢
sur S ~ D™ et sur h ~ ps paramétrée par w+e€, on a pour Vr; €P

1 —vi|3—|el3 2T
Ivwee—villi—lel , | 27vm)

KI(RS(h) R () < — | (8.1)

Vbeb, kL (Rg(h)[Rh(h) < — -

b+1[||w+e—ve|3—]€l|3 +ln(b+1)Tcard(b) (82)
b 202 . ) ’ '

0 L[||lw+e—vi||5—|l€ll3 . T card(c)
1— exp(—cRS(h)—m[ 2;22 2+1In 5

1—ec ’

Veec, RG(h) < (8.3)
ol [1],=max(z,0), et kL, (Rg(h)||R%(h))=KI(Rg (h)[|RS (h)) si Rg(h)<R&(h) et 0 si-
non. De plus, e~N(0,02Ip) est un bruit gaussien tel que w+e€ sont les poids de h~ ps
avec ps=N(w,c%Ip), et ¢, b sont deux ensembles d’hyperparamétres fixés a priori.

Comme A du Théoréme 8.3.2, le paramétre ¢ contrble le compromis entre le risque empi-

. ~ —vie||2—]€)|? T card N A N ;.
rique Rg(h) et %[HW“ 2“;!2 lellz 4 1y < (C)}. Le paramétre b contrdle quant a lui la précision

de la borne. Ces paramétres peuvent &tre ajustés pour minimiser les Equations (8.2) et (8.3).
Cependant, il n'existe pas de solution en forme close pour |'expression du minimum de ces
bornes. Ainsi, pour apprendre la distribution ps associée a la plus petite valeur de ces bornes,
notre protocole expérimental met en ceuvre une minimisation des bornes par descente de gra-
dient pour tout b€ b ou ¢ € c. Pour obtenir une borne précise, la divergence entre un prior
7, € P et ps doit étre faible, i.e., [[w—v,||3 ou |[w+e—v,||3—|/€||3) doit étre faible. Une
solution est de découper |'ensemble d'apprentissage en deux sous-ensembles d'intersection
vide Syrior €t S. L'ensemble S est utilisé pour apprendre le prior alors que S est utilisé
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pour apprendre le posterior et pour calculer la borne. Ainsi, si nous “pré-apprenons” avec
Sprior Un prior suffisamment bon m; € P, alors nous pouvons nous attendre a avoir une valeur
faible de ||[w—vy||2.

- Procédure d’apprentissage
L'ensemble d'apprentissage originale est découpé en deux ensembles distincts : Syior €t S
(resp. de taille myior €t m). L'apprentissage s'effectue en deux étapes.

1) Le prior 7 est “pré-appris” avec un algorithme d'apprentissage arbitraire Ayior avec
Sprior €t est sélectionné par early stopping avec S comme ensemble de validation.
2) Etant donné S et m, nous apprenons le posterior ps avec I'algo. A (défini a priori).

A premiéere vue, la sélection des poids a priori avec S par early stopping peut ressembler a de
la “triche”. Cependant, cette procédure peut étre vue comme : (i) construction de P a partir
des 7" NNs “intermédiaires” appris a chaque epoch a partir de Syior, puis (ii) optimisation
de la borne avec le prior associé au meilleur risque sur S. Cette procédure donne un résultat
statistiquement valide : le Corollaire 8.4.1 est valide pour tout m; € P, ce qui signifie que

nous pouvons sélectionner celui que nous voulons, en particulier celui qui minimise ﬁi(h)
pour une hypothese h ~ 7;. Cette heuristique a du sens puisqu’elle permet de détecter si
un prior est concentré autour d'hypothéses qui sur-apprennent potentiellement I'ensemble
d'apprentissage Syyior. Habituellement, les utilisateurs considerent ce “prior optimal™ comme
le NN final. Dans notre cas, I'avantage est que nous raffinons ce “prior optimal” avec S pour
apprendre le posterior ps. Notons que PEREZ-ORTIZ et al. (2021) ont introduit des bornes en
généralisation précises avec des priors dépendants des données pour des NNs stochastiques
(i.e., non-derandomisés). Notre méthode pour déterminer le prior differe puisque (i) nous
apprenons 7" NNs (i.e., T' prior) au lieu d'un seul et (ii) nous fixons la variance de la
Gaussienne du posterior ps. A notre connaissance, notre méthode d'apprentissage pour le
prior est nouvelle.

8.4.2 Algorithme auto-certifié pour les réseaux de neurones

Nous utilisons la méthode d'apprentissage décrite ci-dessus dans laquelle nous intégrons
la minimisation directe de toutes les bornes. Pour optimiser une borne par descente de
gradient, nous remplacons la perte 0-1 non différentiable par une approximation : la cross-
entropie bornée (DzIUGAITE et ROY, 2018). Nous effectuons ce remplacement, d'une part,
car la minimisation de la cross-entropie fonctionne bien pour les NNs (GOODFELLOW et al.,
2016) et, d'autre part, car elle est bornée entre 0 et 1 (hypothése requise pour la fonction
kl()). La cross-entropie est définie dans le cadre multiclasse avec y €Y par ((h,(x,y)) =
—= ln[e‘Z+(1—26‘Z)h[y]] € [0, 1] ol hly] est la y-ieme sortie du NN ; nous fixons Z =4
(la valeur par défaut de DzIUGAITE et ROy, 2018).

Pour apprendre un prior m € P suffisamment bon et le posterior ps, nous appliquons notre
méthode d'apprentissage avec deux algorithmes de descente de gradient stochastique notés
Aprior €t A. Notons que |'aléa dans I'algorithme de descente de gradient stochastique est fixé
pour obtenir des algorithmes déterministes. Durant I'étape 1) étant donné S, I'algorithme
Apvior apprend les 1" priors {my,...,mp} =P (i.e., lors des T" epochs) en minimisant la perte
de cross-entropie bornée. En d'autres termes, a la fin de I'epoch t, les poids w; du classifieur
sont utilisés pour définir le prior m; = N'(w;,0%Ip). Ensuite, le meilleur prior = € P est
sélectionné par early stopping sur S. Durant |'étape 2), étant donné S et =, |'algorithme A
integre |'optimisation directe des bornes avec la perte de cross-entropie bornée.
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8.4.3 A propos des réseaux de neurones stochastiques

A cause de sa nature stochastique, le PAC-Bayes a été utilisé pour étudier les NNs sto-
chastiques (e.g., DZIUGAITE et Rovy, 2017, 2018; ZHOU et al., 2019; PEREZ-ORTIZ et al.,
2021)). Pour comparer les NNs déterministes et les NNs stochastiques, nous instancions la
borne du Théoreme 2.4.5 pour les NNs stochastiques dans le Corollaire 8.4.3. Nous rappelons
que, dans ce chapitre, un NN déterministe est un unique h tiré selon la distribution posterior
ps=N(w,0?Ip) (la sortie de I'algorithme A). Pour chaque exemple, la prédiction est donc
effectuée par le méme NN déterministe : celui paramétré par les poids (w + €) € RP. A
I'inverse, le NN stochastique associé a un posterior p=N(w,o?Ip) prédit I'étiquette d'un
exemple donné (i) en tirant h selon p, puis (ii) en renvoyant |'étiquette prédite par h. Le
risque du NN stochastique est donc le risque réel moyenné E;., Ré(h), ou l'espérance est
calculée sur tous les h tirés selon p. Nous calculons le risque empirique du NN stochastique
avec une approximation Monte Carlo : (i) nous tirons K vecteurs de poids, et (ii) nous
calculons la moyenne des risques sur les K NNs associés ; nous notons p€ la distribution de
ces K tirages. Dans ce contexte, nous obtenons la borne PAC-Bayésienne suivante.

Corollaire 8.4.3 (Borne PAC-Bayésienne pour les NNs stochastiques). Pour toute dis-

tribution D sur XxY, pour tout ensemble P = {m,..., 7} de T priors sur H ol
7 = N(vy,0%Ip), pour toute perte £ : Hx(XxY)—{0,1}, pour tout §€]0, 1], avec
une probabilité d’au moins 1—§ sur S~ D™ et {hy,..., hx}~p’, on a simultanément

pour tout m; € P,

1 ' 1 [|lw—v¢]|3 . 4T/m
K(E Re(hll E R() < - l = ()
e LSRG ERY ) < Lt (8.5)
€ Ko % e ® =n s '

ot p=N(w,0?Ip) et I'hypothése h~ p est paramétrée par w+e€ avec € ~ N (0, 0%Ip).

Ce résultat met en évidence deux caractéristiques qui justifient de le considérer comme
référence pour une comparaison équitable entre les bornes PAC-Bayes désintégrées et clas-
siques (donc entre les NNs déterministes et stochastiques). Premiérement, il met en jeu les
mémes termes que le Corollaire 8.4.1. Deuxiemement, il est proche de la borne de PEREZ-
ORTIZ et al. (2021, Sec. 6.2), puisque (i) nous adaptons la KL-divergence a notre cadre (i.e.,

KL(p|m)=52z||[w—v.||3), (ii) la borne est valable pour T" priors grace a une borne de I'union.

8.5 Résumé des expériences

Nous avons mené nos expériences sur les trois jeux de données suivants : MNIST (LECuUN
et al., 1998), Fashion-MNIST (X1a0 et al., 2017), et CIFAR-10 (KrizHEVSKY, 2009). Nous
avons utilisé notre méthode proposée dans la Section 8.4.2 pour comparer les différentes
bornes énoncées dans ce chapitre.

Il est important de préciser, nous n'avons pas cherché a obtenir les performances de
I'état de I'art. En fait, nous avons tout d'abord confirmé que le découpage de I'ensemble
d'apprentissage original en 50%/50% pour (Sprior, S), qui est le plus courant en PAC-Bayes
(GERMAIN et al., 2009 ; PEREZ-ORTIZ et al., 2021), est un choix pertinent. Ensuite, nous avons
mis en évidence que notre borne désintégrée associée au NN déterministe est plus précise
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que la borne moyennée classique associée au NN stochastique (Corollaire 8.4.3). Enfin, nous
avons montré que notre borne désintégrée (Corollaire 8.4.1) est plus précise et plus stable que
les bornes basées sur RIVASPLATA et al. (2020), BLANCHARD et FLEURET (2007) et CATONI
(2007) (Corollaire 8.4.2).

En résumé, nos expériences ont montré que notre borne désintégrée est, en pratique, plus
précise que celles de la littérature. Cette précision nous permet de borner avec exactitude
le risque réel Rp(h), rendant ainsi la sélection de modéle a partir de la borne désintégrée
efficace. De plus, nous avons montré que notre borne est plus facile a optimiser. Cela est
principalement di a la KL-divergence désintégrée qui dépend de I'hypothése tirée h selon
les poids (w + €) (ce terme n’apparait pas dans notre borne). En effet, les gradients de la
KL-divergence désintégrée par rapport a w dépendent du bruit €, rendant le gradient imprécis
(particuliérement avec un “haut” learning rate et une petite variance o?).

8.6 Conclusion

Dans ce chapitre, nous avons présenté une nouvelle borne PAC-Bayésienne désintégrée
(Théoreme 8.3.1) lorsque I'étape de dérandomisation consiste en (i) I'apprentissage d'une
distribution posterior ps sur I'ensemble des classifieurs (étant donné un algorithme, un en-
semble d'apprentissage S et une distribution prior 7) et (ii) le tirage d'une hypothése h a
partir de cette distribution ps. Bien que notre borne puisse étre plus lache que celles de
BLANCHARD et FLEURET (2007), CATONI (2007) et RIVASPLATA et al. (2020), elle offre de
belles opportunités pour I"apprentissage de classifieurs déterministes.

En effet, notre borne peut étre utilisée non seulement pour étudier les garanties théoriques
des classifieurs déterministes, mais aussi pour dériver des algorithmes auto-certifiés plus
stables et efficaces que ceux issus des bornes de la littérature. Concrétement, les bornes de
BLANCHARD et FLEURET (2007), CATONI (2007) et RIVASPLATA et al. (2020) dépendent de
deux termes liés au classifieur tiré : le risque et la “KL-divergence désintégrée”. En revanche,
dans notre borne, le terme de divergence de Rényi dépend de I'ensemble des hypothéses, ce
qui implique que la divergence reste inchangée, quel que soit le classifieur choisi. En ce sens,
notre borne est plus stable, car I'algorithme d'apprentissage de minimisation de la borne
permet, en pratique, de choisir une meilleure hypothése que celles obtenues avec les bornes
de BLANCHARD et FLEURET (2007), CATONI (2007) et RIVASPLATA et al. (2020). Nous avons
illustré I'intérét de notre borne sur des réseaux de neurones.

Dans le prochain chapitre, nous exploitons la KL-divergence désintégrée et la borne de
RIVASPLATA et al. (2020) pour obtenir des bornes en généralisation avec une mesure de
complexité arbitraire.
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Contexte

Alors que I'ensemble des contributions des Chapitres précédents se placent directement
dans le cadre de la théorie PAC-Bayésienne, ce chapitre introduit un cadre théorique (général)
original. En effet, ce cadre permet de dériver des bornes en généralisation qui permettent
d'utiliser des mesures de complexité générales mieux corrélées avec I'écart en généralisation.
Nous pensons que ces travaux sont d'un intérét important pour la communauté puisqu'ils
offrent une nouvelle direction pour comprendre théoriquement les capacités en généralisation
des modeles. Ces travaux, réalisés durant la thése de Paul Viallard, ont donné lieu a une
publication a la conférence AISTATS (VIALLARD et al., 2024a).

9.1 Introduction

Comme nous I'avons vu dans le Chapitre 2, la théorie de |'apprentissage statistique pro-
pose divers cadres théoriques pour évaluer la capacité en généralisation en estimant a quel
point le risque empirique est représentatif du risque réel via une majoration de I'écart en
généralisation. Cet écart en généralisation représente la différence entre le risque réel et le
risque empirique. La majoration de cet écart est généralement exprimée comme une fonction
de deux quantités principales : (i) la taille de I'ensemble d'apprentissage et (ii) une mesure de
complexité qui capture a quel point le modéle sur-apprend les données d'apprentissage. C'est
le cas de mesures classiques telles que la dimension VC (Définition 2.3.2) ou la complexité de
Rademacher (Définition 2.3.3) qui considérent tout I'ensemble d'hypothéses. Comme nous
I'avons rappelé dans le Chapitre 2, des mesures de complexité dépendantes de |'algorithme
existent et permettent de ne considérer que I'hypothese apprise avec |'algorithme, c'est le
cas des paramétres liés a stabilité uniforme (Définition 2.3.5) ou a la robustesse algorith-
mique (Définition 2.3.6). D'un point de vue plus général, LEE et al. (2020, Prop. 1) ont établi
un lien entre des mesures de complexité arbitraires et leur utilisation dans les bornes en
généralisation. En effet, si I'on interprete leur résultat, la borne associée indique que I'écart
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en généralisation est majoré, avec une grande probabilité, par une mesure de complexité
définie par I'utilisateur, si cette mesure de complexité est proche de I'écart en généralisation.
Cependant, cette borne est inapplicable, car elle repose sur une mesure de proximité entre
la mesure de complexité et |'écart en généralisation.

Pour étudier les capacités en généralisation, une ligne de recherche récente dans le
contexte des réseaux de neurones se consacre a I'étude empirique de différentes mesures
de complexité pour identifier les mieux corrélées a I'écart en généralisation (JIANG et al.,
2019; DZIUGAITE et al., 2020; JIANG et al., 2021). Ces résultats, extrémement importants
pour comprendre la généralisation, sont incomplets puisque ce sont des résultats unique-
ment empiriques. D'autre part, les bornes en généralisation de la littérature sont restreintes
par le fait que I'utilisateur ne peut pas utiliser sa propre mesure de complexité dans la borne.
En d'autres termes, a notre connaissance, il n'existe pas de bornes en généralisation permet-
tant de considérer des mesures de complexité arbitraires identifiées comme bons indicateurs
de I'écart en généralisation.

Dans ce chapitre, nous dérivons donc des bornes utilisant des mesures de complexité
définies par I'utilisateur. Nous pensons que cette direction est d'un intérét important pour
faire progresser la compréhension de la généralisation, car I'écart en généralisation peut étre
borné théoriquement par un terme qui dépend d’une mesure spécifiée par |'utilisateur. Pour
prouver de telles bornes, nous nous appuyons sur la borne PAC-Bayésienne désintégrée de
RIVASPLATA et al. (2020), rappelée dans le Théoreme 2.5.1. Comme vu dans le chapitre
précédent, une telle borne permet de dériver des garanties théoriques pour des modeéles qui
dépendent du modeéle tiré et de I'ensemble d’apprentissage, ce qui est peu courant en théorie
de I'apprentissage statistique. Ainsi, nos résultats novateurs fournissent une base théorique
aux nombreuses régularisations utilisées en pratique pour la sélection de modéles (e.g., la
régularisation L2).

9.2 Préliminaires

Pour faciliter la lecture de ce chapitre, nous rappelons quelques notions clés introduites
précédemment et nécessaires a la bonne compréhension de notre contribution.

0.2.1 Contexte

Nous nous placons dans le cadre de la classification supervisée de la Section 2.5, ou X
est I'espace d'entrée et Y I'espace des étiquettes. Un exemple (x,y) € XXY est tiré selon
une distribution inconnue D sur XxY. L'ensemble d'apprentissage S={(x;,y;) }/*, contient
m exemples tirés i.i.d. selon D. Soit H un ensemble (potentiellement infini) d'hypothéses
h : X—Y. Etant donné S, le but est de trouver » € H qui minimise le risque réel RS (h) =
Ex,y)~p (h, (x,y)). En pratique, puisque D est inconnue, nous estimons le risque réel

par le risque empirique ﬁi(h) = L5 ¢(h,(x,y)). Nous notons ¢ : [0,1]>—R I'écart en

m
généralisation habituellement défini par ¢(R%(h), Rs(h)) = [R(h)—Rs(h)].

Pour pouvoir incorporer des mesures de complexité arbitraires dans les bornes, nous nous
basons sur le cadre des bornes PAC-Bayes désintégrées (rappelées dans la Section 9.2.2) ou
nous majorons |'écart en généralisation pour une hypothése h tirée selon ps € M(H) avec une
fonction qui dépend d'une mesure de complexité arbitraire. Pour ce faire, nous avons besoin
d'une connaissance a priori sur les hypotheses de H qui est modélisée par une distribution
prior m € M*(H). Le but est alors d"apprendre, a partir de S et 7, une distribution posterior ps
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qui assigne une grande probabilité aux meilleures hypotheses de H. L'hypothese & est ensuite
tirée selon ps pour obtenir une garantie qui dépend d'une mesure de complexité arbitraire.

9.2.2 Rappel sur les bornes PAC-Bayes désintégrées

Comme expliqué dans le Chapitre 8, les bornes PAC-Bayésiennes désintégrées n'ont été
que trés peu utilisées dans la littérature. Elles n'ont recu que récemment un intérét pour
dériver des bornes précises en pratique. Nous rappelons que les premiéeres bornes PAC-Bayes
désintégrées ont été introduites par CATONI (2007, Th.1.2.7) et BLANCHARD et FLEURET
(2007, Prop.3.1). La forme de ces bornes est la suivante.

Définition 2.5.1 (Borne en généralisation PAC-Bayésienne désintégrée). Soit une mesure
de I'écart en généralisation ¢ : [0,1]*—[0,1]. Une borne PAC-Bayésienne désintégrée
est définie telle que pour toute distribution D sur XxY, pour tout ensemble d’hy-
pothéses H avec ¢ : Hx (XxY) — [0, 1] une fonction perte, pour toute distribution
prior m € M*(H), pour tout algorithme A:(XxY)™xM*(H)—M(H), il existe une fonc-
tion ® : M(H)xM*(H)x]0, 1] =R telle que pour tout 6 €]0,1] on a

P, |0(Rb().RE() < @(ps,m.0)| = 1-4

S~D™
h~ps

ol ps = A(S,7) est la sortie de |'algorithme déterministe A et ¢() est, par exemple,
N <1
¢(Rp(h),Rs(h)) = |Rp(h) — Rs(h)].

Etant donné S ~ D™, nous pouvons apprendre la distribution ps a I'aide de S, puis nous
tirons I'hypothese h selon ps pour obtenir une borne avec grande probabilité sur les choix
aléatoires de S et h. Dans ce chapitre, nous nous focalisons principalement sur la borne de
RIVASPLATA et al. (2020) rappelée ci-dessous.

Théoréme 2.5.1 (Borne désintégrée générale de RIVASPLATA et al. (2020)). Pour toute
distribution D sur XxY, pour tout ensemble d'hypotheses H, pour toute distribution prior
m € M*(H), pour toute fonction mesurable ¢ : Hx (XxY)™ — R, pour tout ¢ €0, 1],
pour tout algorithme A: (XxY)™xM*(H)—M(H), on a

SNFl’)m ¢(h,S) <In

h~ps W(h) 6 S/'~D™ K/ o

ps(h)]—i—ln[l E E exp(e,S)|| > 1-9,

q)(ps 77T76)

ol ps = A(S, ) est la sortie de I'algorithme déterministe A.

Ici, p(h,S) =m o(R5(h), FA{é(h)) mesure |'écart entre les risques réel et empirique. De

plus, ®(ps, 7, J) est composé de deux termes : (i) la KL-divergence désintégrée In ’;f((:)) qui

mesure a quel point les distributions prior et posterior différent pour un unique h, et (ii) le

terme ln[% Es Ejn exp (gp(h’,S’))} qui est constant par rapport a h€H et S (XxY)™ et
qui est généralement majoré pour instancier la borne. Dans ce qui suit, nous désignons la
partie droite de la borne, ®(), comme la mesure de complexité. Cela contraste légérement

- 136 -



9.3. Intégrer une mesure de complexité arbitraire dans une borne

avec la définition standard de la complexité ou le terme (ii) (lié a § et a m) n'est pas inclus.
En fait, ce terme additionnel est constant par rapport a h~ps et S~D™.

Dans la borne du Théoréme 2.5.1, le terme de complexité () dépend de la KL-divergence
désintégrée et souffre de quelques inconvénients. En effet, la complexité est imposée par le
cadre et peut, en pratique, étre sujette a une forte variance (voir le Chapitre 8). Cependant,
il est important de préciser que la KL-divergence désintégrée a un avantage : elle dépend
uniquement de I'hypothése h et de S, au lieu de dépendre de tout I'ensemble d'hypothéses
(comme c'est souvent le cas, e.g., avec la KL-divergence en PAC-Bayes ou avec la dimension
V(). Cet avantage peut permettre une meilleure corrélation entre |'écart en généralisation et
certaines mesures de complexité. Dans la section suivante, nous utilisons la KL-divergence
désintégrée pour notre contribution : une borne générale qui dépend d'une mesure de com-
plexité arbitraire.

9.3 Intégrer une mesure de complexité arbitraire dans
une borne en généralisation

Nous commencons avec une breve présentation de notre résultat afin de donner quelques
intuitions préliminaires et d'introduire la notion de distribution de Gibbs, qui est un élément
clé de notre contribution. Nous présentons ensuite formellement notre résultat théorique dans
la Section 9.3.3.

9.3.1 Notre résultat en quelques mots

Le principe pour introduire notre notion de mesure de complexité est de paramétrer la
complexité a I'aide d'une fonction additionnelle “personnalisable” p : Hx(XxY)™—R, que
nous appelons fonction paramétrique. Grace a la fonction (), nous définissons @7, (h, S, )
comme une fonction a valeurs réelles paramétrée par () et une variable aléatoire externe
r~TR. Cette fonction prend en argument une hypothese h € H, un échantillon d'apprentissage
S€(XxY)™, et d. La borne que nous dérivons dans le Théoréme 9.3.1 dépend de @7, (%, S, ).

Définition 9.3.1 (Borne en généralisation avec une mesure de complexité). Soit I'écart en
généralisation ¢ : R>—R. Etant donné un ensemble d'hypothéses H, une fonction perte
¢ : Hx (XxY)—[0,1] et une fonction paramétrique p: Hx(XxY)™—R, Une borne en
généralisation avec une mesure de complexité arbitraire est définie telle que pour toute
distribution D sur XxY, pour toute distribution R représentant I'aléa, il existe une
fonction a valeur réelle ®7 :Hx (XxY)™x]0,1]—R telle que pour tout 6 €10, 1], on a

6(Rp(h).Rs(h)) < @(h,S,0)| = 1-46,  (9)

r~R, S~D™  h~pg

ou ps est la distribution posterior.

L'astuce pour obtenir un tel résultat repose sur |'utilisation d'une distribution posterior ps
qui dépend de (). Pour cela, nous définissons ps comme la distribution de Gibbs

ps(h) oc exp [— u(h,S)] . (9.2)

Bien que cette équation puisse sembler restrictive, elle est en réalité suffisamment flexible
pour représenter n'importe quelle fonction de densité de probabilité a condition qu'une mesure
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— u(h,S) P(h) xexpl-u(h,S))

Ensemble d'hypothéses

Figure 9.1. lllustration du comportement de la distribution de Gibbs ps avec une fonction paramétrique p().
L’axe des abscisses représente un ensemble d’hypothése (continu) et I'axe des ordonnées représente les
valeurs de ps et (). La distribution ps affecte une plus grande probabilité aux hypothéses avec une valeur
de u() faible.

de complexité pertinente soit sélectionnée. Par exemple, soit pi une distribution sur H, e.g.,
une distribution Gaussienne ou de Laplace, alors en choisissant zi(h, S)=—1In pg(h), on peut
retrouver la distribution pg5. De plus, du point de vue de I'optimisation, la distribution de
Gibbs ps est intéressante : étant donné un ensemble d'apprentissage fixe S, une hypothese h
a plus de chances d'étre tirée lorsque u(h,S) est faible (voir la Figure 9.1). En fait, la
fonction h — u(h,S) peut étre considérée comme une fonction objectif. Par exemple, pour
minimiser le risque réel RS (h), dans I'idéal, on voudrait définir ju(h,S) = aR%(h), qui est
associée a une distribution de Gibbs échantillonnant des hypothéses avec un faible risque réel
et se concentrant autour des faibles risques lorsque v € R, augmente. Cependant, comme le
risque réel est inconnu, il doit étre remplacé par une fonction p() calculable. Par exemple,

.. 3¢
la fonction () peut correspondre au risque empirique, défini par u(h,S)=aRg(h).

9.3.2 A propos de la distribution de Gibbs

Dans cette section, nous souhaitons mettre en lumiére deux grandes lignes de travaux liées
a notre cadre : (i) I'utilisation de la distribution de Gibbs en théorie PAC-Bayes “classique”
et (ii) le lien entre cette distribution et I'optimisation.

Distribution de Gibbs en PAC-Bayes. La distribution de Gibbs a commencé a étre
étudiée en PAC-Bayes par CaToONI (2004, 2007). De plus, ALQUIER et al. (2016, Th. 4.2et4.3)
ont dérivé des bornes en généralisation PAC-Bayésiennes avec la distribution de Gibbs de
I'Equation (9.2) avec ju(h,S) =0 comme posterior. Cependant, leurs théorémes analysent
'espérance des risques réels E;,.,o R (h) alors que nous sommes intéressés par une unique
hypothese h tirée selon ps. En outre, leurs bornes mettent en jeu la KL-divergence, non
calculable et dépendante de I'ensemble des hypothéses, entre la distribution de Gibbs et une
distribution prior. La KL-divergence doit donc étre majorée pour permettre |'instanciation de
la borne en pratique. Comme nous le verrons dans la suite, les bornes du Théoreme 9.3.1 et du
Corollaire 9.3.1 n’ont pas cet inconvénient puisqu’elles requiérent uniquement de connaitre
I'expression de la densité (3 une constante de normalisation prét) pour h~ps et h/ ~.

Lien entre optimisation et distribution de Gibbs. Etant donné une fonction paramétrique
différentiable définie par u(h,S) = av(h,S) (avec a un paramétre de concentration), la
distribution de Gibbs associée peut étre reliée a |'algorithme Stochastic Gradient Langevin
Dynamics (SGLD, WELLING et TEH, 2011) qui apprend une hypothése h € H en exécutant
des itérations de la forme

2
hy <— hy—1 —nVuv(h,S) + \/Enet, avec ¢ ~ N(0,Ip), (9.3)

ou h; est I'hypothese apprise a l'itération ¢, le parametre 1) est le learning rate et « est le
parameétre de concentration de la distribution de Gibbs. Lorsque v augmente, le bruit ¢; a
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moins d'influence sur l'itération suivante obtenue avec SGLD, car \/%et diminue, ce qui
permet de mieux minimiser la fonction v. De plus, lorsque le learning rate 7 tend vers
zéro, SGLD devient un processus en temps continu appelé diffusion de Langevin, défini
par I'équation différentielle stochastique dans I'Equation (9.4). En effet, I'"Equation (9.3)
peut étre vue comme une discrétisation de Euler-Maruyama (voir RAGINSKY et al., 2017) de
I'Equation (9.4) définie pour t > 0 par

dhy = —Vu(hy, S)dt + \/EB(t), (9.4)

ou B(t) est le mouvement Brownien. Sous certaines hypothéses sur la fonction n, CHIANG
et al. (1987) ont montré que la distribution invariante de la diffusion de Langevin est la
distribution de Gibbs ps avec p(h,S)=av(h,S).

9.3.3 Une borne en généralisation avec mesure de complexité

La définition de ps nous permet d'énoncer notre résultat principal : une borne sur I'écart
en généralisation qui est valide pour des hypothéses tirées selon la distribution posterior

ps(h) oc exp [~ u(h,S)]

Théoréme 9.3.1 (Borne en généralisation avec mesure de complexité). Soit une fonction
perte £ : H x (XxY) — [0, 1] et I'écart en généralisation ¢: [0, 1]>~R. Pour tout D sur
XxY, pour tout H, pour toute distribution 7 € M*(H), pour tout p: Hx(XxY)"—R,
pour tout 6 €]0,1], on a

¢ B¢ / 7T<h/>
P 4 0y B > 1-4.
£ +in (55 EE exp [0(Rb(9), Relo))] )
h~ps
@7 (h,S,5)

La borne ®7,(h,S,0) dépend de trois termes : (i) la différence u(h',S)— pu(h,S), (i) le

log ratio In(7 (k') /m(h)), et (iii) une constante In[+ Es E, exp[¢(Rp(g), ﬁi/ (9))]]. Comparé
pf((:)) par la différence
w(h'.S)— u(h,S) et le log ratio In(mw(h')/m(h)). L'avantage de ces deux termes est qu'ils
sont facilement calculables, tant que nous pouvons calculer u(h',S), pu(h,S) et la densité
de 7 (a une constante de normalisation prés). Cela contraste avec le résultat de LEE et al.

(2020), qui est une borne valable pour tout € >0 de la forme :

au Théoreme 2.5.1, nous majorons la KL-divergence désintégrée In

RS (h)—Rs (k)] < pu(h,S) +¢| >1—3(e),

S~D™ ,h~ps
ou ¢'(e) dépend de la distribution inconnue D, de n ensemble d’apprentissage Sy, ..., S, et
de n hypotheéses hy ~ps,, ..., h,~ps,. Bien que dans ce résultat il n'y ait pas de restriction

sur la forme de la distribution ps, sa dépendance en D rend le terme d’(¢) non calculable
(contrairement a notre borne).

Le terme (iii) est en général négligeable comparé a (i) et (ii), et peut &tre majoré quand
I'écart en généralisation est instancié. Pour obtenir une borne qui converge quand m aug-
mente, il est suffisant de fixer ¢() comme une fonction de m. L'importance du terme (ii)
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dépend de I'instanciation de 7. Enfin, (i) dépend du choix de 1() qui a une forte influence
0

sur I'hypothése tirée h~ ps et donc sur I'écart ¢(R5(h), Rg(h)). Par exemple, si u(h,S)=0

alors la différence p(h',S)— u(h,S)=0, mais la distribution ps est dans ce cas uniforme, ce

qui empéche de tirer une hypothese qui minimise le risque réel R%(h). Il'y a donc un com-

promis a trouver pour minimiser cette différence et tirer une hypothese qui minimise I'écart

en généralisation (R (h), ﬁé(h)) et R, (h). Nous verrons par la suite comment instancier
la fonction paramétrique p(). Notons qu'il est possible de retrouver des bornes classiques
basées sur la convergence uniforme ou dépendantes d'un algorithme.

Pour obtenir une borne utilisable en pratique, le défi restant est de trouver une borne
supérieure pour In[% Eg Ey exp[¢(Rp(g), ﬁé(g))]] et Eporln 7;(};:)). En guise d'illustration,
nous présentons dans le corollaire suivant une instanciation du Théoréme 9.3.1 avec |'écart
en généralisation qﬁ(R%(h),ﬁi(h)) = mkl[ﬁé(h)HR%(h)] ou 7 est la distribution uniforme
sur un ensemble d'hypothéses bornées H.

Corollaire 9.3.1 (Borne en généralisation pratique avec mesure de complexité). Pour toute
distribution D sur XxY, pour tout ensemble d’hypothéeses bornées H, pour toute fonction
perte £ : Hx (XxY)—[0, 1], étant donné la distribution prior uniforme 7 sur H, pour tout
p:HX(XxY)™—R, pour tout 6€]0,1], on a

. 1 i
p [kl [Ré(h)HRé(h)] < — |u.S) = u(h,S) + 8527” >1-6  (95)
ol " ’
~ps

. . ¢ N
Le Corollaire 9.3.1 fournit une borne sur kl[Rg(h)||R5 (k)] ot tous les termes sauf R% (h)
sont calculables. Pour évaluer I'Equation (9.5), nous pouvons réarranger les termes pour
obtenir une borne en généralisation sur le risque réel R%(h). En effet, on a

Ro(1) < R (Ro(h) | o [015) ~ 1.9) + Sﬂ) . (06)

Ce résultat est utilisé dans la Section 9.4 pour illustrer les garanties en généralisation avec
différentes valeurs de fonctions paramétriques 1(). Dans certains cas triviaux, le taux de
convergence peut étre arbitraire, e.g., lorsque u(h,S) :mﬁé(h) Par exemple, pour un risque
empirique élevé! FA%é(h/), la partie droite de I'Equation (9.5) se simplifie en @Z/(hﬁ,é) =
[(ﬁg(h’)—ﬁé(h))—i-%1n(2\/ﬁ/5)]+ et est élevé, pour tout m. Pour que la borne soit si-
gnificative, nous devons fixer () de sorte que la distribution ps permette de tirer un h qui
minimise le risque empirique ﬁé(h) et I'écart en généralisation, et nous voulons que la mesure
de complexité ®"'(h, S, §) soit précise (avec A’ ~).

La précision des bornes peut étre améliorée avec un prior dépendant des données comme

souvent en PAC-Bayes (e.g., PARRADO-HERNANDEZ et al., 2012b; DZIUGAITE et al., 2021;
PEREZ-ORTIZ et al., 2021). Nous suivons une stratégie similaire en définissant le prior m par

mw(h) < exp |—w(h)], (9.7)

otl w:H—R peut dépendre de D. Ainsi, m peut dépendre d'un ensemble S'~ D™ . Dans ce
cas, nous obtenons le corollaire suivant.

N
1. Lorsque h' est tiré selon la loi uniforme sur H, il est fréquent que Rg(h’) soit élevé.
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Corollaire 9.3.2 (Borne en généralisation pratique avec mesure de complexité et un prior
dépendant des données). Pour toute distribution D sur XxY, pour tout ensemble d’hy-
pothéses H, pour toute fonction perte ¢ : Hx(XxY)—[0,1], pour toute fonction
p:Hx (XxY)™—R, pour tout w:H—R, pour tout § €0, 1],

. [kl[ﬁ’;w)\r%(h)} s;(whxs>—w<h’>1—[u<h,s>—w<h>1+1n8gf)} >1-6. (9:8)

avec 7 définie dans I'Equation (9.7).

9.4 Utilisation d’une complexité arbitraire en pratique

Le Corollaire 9.3.1 n'est pas utilisable tel quel : il reste a s'occuper du tirage de h selon
la distribution de Gibbs ps de I'Equation (9.2). Nous nous attaquons a ce tirage dans la
Section 9.4.1. Ensuite, nous utilisons en pratique la solution proposée pour évaluer la borne.

9.4.1 Echantillonnage a partir de la distribution de Gibbs

Le tirage aléatoire de h selon la distribution de Gibbs de I'Equation (9.2) est une tache

complexe. Naivement, nous devons évaluer la fonction h — —oﬁé(h)—u(h,S) pour tout
h € H, ce qui n'est pas possible lorsque H est infini ou trop grand. Nous proposons une
solution a ce probleme pour les modéles sur-paramétrés que nous avons considérés pour les
expériences menées. Soit un H un ensemble d'hypothéses, h,, paramétrées par w € R” une
distribution manipulable notée P} (e.g., une distribution gaussienne) telle que sa densité
approxime celle de ps. Dans ce cas, pour apprendre une telle distribution auxiliaire, nous
proposons dans |'Algorithme 9.1 une version stochastique de |'algorithme Metropolis Adjus-
ted Langevin (MALA, BEsac, 1994) 2. Son but est de générer des tirages selon ps en affinant
itérativement la distribution définie par

Py =N (w—nV[Rﬁ(w)%—i p(w, U)], ?I) : (9.9)

oll RY(W) =E (xy)cu {(hw, (X,)) est le risque empirique sur le mini-lot UCS et ¢() est une
fonction perte. Concrétement, nous initialisons les paramétres w du modele avec la sortie
d'un algorithme d’optimisation (Vanilla SGD dans notre cas). Nous les affinons ensuite :
a chaque itération de I'Algorithme 9.1, étant donné les poids courants w et un mini-lot
U C S (Ligne 2), nous tirons un vecteur candidat w’ (Ligne 3) selon la distribution P}}. Puis
(Ligne 4a7) nous décidons de rejeter ou d'accepter ce nouveau candidat pour qu'il devienne
pu(w)PY (w)
pu(W)P(w')
a une valeur de contrdle u tirée selon la distribution uniforme sur [0, 1]. Sous I'hypotheése
que ps est absolument continue par rapport a PY (voir CHIB et GREENBERG, 1995, pour les
détails), lorsque le nombre d'itérations tend vers +oo et lorsque U=S, le vecteur w retourné
est tiré selon ps (SMITH et ROBERTS, 1993). Cette hypothese requiere que la distribution Pg
ait une densité strictement positive lorsque ps est, elle aussi, strictement positive (voir CHIB
et GREENBERG, 1995).

nos poids courants w, en vérifiant son ratio 7= min(l, ) qui doit étre supérieur

2. Voir CHIB et GREENBERG (1995) pour une introduction a I'algorithme Metropolis-Hastings sur
lequel MALA est basé.
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Algorithme 9.1 Stochastic MALA

Entrées : Ensemble d'apprentissage S, poids w, fonction p(), fonction perte ¢(), nombre
d'itération T', learning rate 7, parameére «
pour t < 1...7T faire
U <« tirage sans replacement d'un mini-lot depuis S
W' < tirage selon a distribution P}
PU(W’)PI'J"/(W))

1:

2

3

4 T 4 min (1, o (WP (W)

5: u <— Tirage selon Uni(0, 1)
6 si u < 7 alors
7 W W
8:

retourner w

9.4.2 Résumé des expériences

Nous avons étudié la précision des bornes des Corollaires 9.3.1 et 9.3.2 sur deux jeux
de données : MNIST (LECUN et al., 1998) et FashionMNIST (X1a0 et al., 2017). Plus
précisément, nous avons considéré les bornes sur le risque réel et le risque empirique as-
sociés a la fonction de perte 01.

Expériences sur le risque empirique. Nous avons comparé nos bornes avec des bornes
similaires issues de la littérature avec la distribution de Gibbs ps définie avec la fonction
paramétrique p(h,S) = aRg(h). En effet, cette distribution de Gibbs a déja été étudiée pour
des bornes PAC-Bayes classiques et désintégrées, mais a conduit a des bornes incalculables.
Nous avons proposé une adaptation de ces bornes pour les rendre calculables et s'y comparer.
Plus précisément, nous comparons nos bornes a la borne suivante (similaire a celle de LEVER
et al., 2013) ; avec une probabilité d'au moins 1—9, on a

2 2
o>, [a? 6y/m IHGﬁ].

~f Yi 1
_1 o?
KR (1) IR ()] < —| ) o —In—"—+ In—

m

(9.10)

Nous adaptons également la technique de preuve de DzIUGAITE et ROy (2018) pour obtenir
avec une probabilité d'au moins 1—§

KI[Rs(h)[R5(R)] < ;(a[Ré{ (h)—R& (h)|+o’[R (h)—Rg ()] +2a'+ln8§f), (9-11)
ol i ~ 7 et m(h) o exp[—a’R§(h)]. Pour le Corollaire 9.3.2, nous définissons le prior =
avec la fonction w(h)=aR% (h) ol S satisfait le ratio m’j:;n, = 0.5. Pour toutes les bornes,
« et o/ sont uniformément espacés sur une échelle logarithmique entre /m et m.

Comme attendu, avec le prior qui minimise la borne, nous avons observé que les écart-
types sont faibles uniquement pour de grandes valeurs de «, car ce paramétre contrdle la
concentration de la distribution de Gibbs. Une valeur de o grande a tendance a impliquer
un risque en test plus faible. Cependant, les bornes deviennent grandes a mesure que «
augmente sauf pour la borne du Corollaire 9.3.2. Ce comportement est attendu dans le cas
de I'Equation (9.10) puisque la borne augmente lors o diminue. La borne du Corollaire 9.3.1
est grande quand a[RS (1) —R (h)] est grand. C'est le cas puisque RS (%) est élevé, étant
donné que h/ est tiré selon ps(h) o exp[—aR4(h)]. Le méme phénoméne se produit avec
I'Equation (9.11) car RS (/') est grand quand o est petit, i.e., la concentration n’est pas
suffisante pour minimiser le risque empirique. La précision du Corollaire 9.3.2 vient du fait
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que le risque empirique de ' ~7 et celui de h~ ps sont faibles, tout comme la borne lorsque
les risques RS (1) et RS, (h) sont également faibles. De plus, pour de petites valeurs de o,
les risques en test et les valeurs des bornes sont plus élevées par rapport aux autres. Cela
est dii au fait que nous utilisons la moitié des données (T_O 5) pour apprendre le prior
dépendant des données. En effet, o est deux fois plus petit que pour les autres bornes, ce
qui rend les valeurs plus élevées puisque la distribution de Gibbs est moins concentrée.

Expérience pour des risques régularisés. Pour rendre plus précises les bornes des Corol-
laires 9.3.1 et 9.3.2, nous avons comparé différents risques empiriques régularisés avec les
normes optimisables étudiées par JIANG et al. (2019, Sec. C). L'idée, qui semble naturelle, est
de sélectionner une hypothese avec un compromis faible entre son risque empirique et une
norme. Contre toute attente, nous avons observé que régulariser le risque empirique avec
une fonction paramétrique n'aide pas a rendre plus précises les bornes. Cela suggere donc
que les normes ne sont pas de bons prédicteurs/estimateurs de I'écart en généralisation.

Par souci de clarification, les risques empiriques régularisés avec les normes optimisables
que nous avons considérés sont

. DISTFRog(h, S) :a{ﬁRg (h)+ BDistFro(h, S)}, ot DistFro(h, S) Z ||lWi—vil|2,
o DISTng(h, S) :Oé[ﬂRg(h)—FBDISTLQ(h, S)}, ol DistLz(h, S) = ||W—V||Q,
) PARNORMg(h, S):Oz{ﬁRg (h)+ BrarNoru(h, S)] ol ParRNorm(h, S) Z w5,

° PATHNORMg(h, S):a{ﬁRg (h)+BParuNorm(h, S)}, ol PatiNorm(h, S) =) hye(1

yey
° SUMFRog(h,S):a[ﬁRg (h)—b—BSUMFRo(h,S)}, ol SumFro(h, S)= [H HWZH21 ,

avec f=1—0.

Expériences sur les complexités neuronales. A la lumiére de nos résultats, nous avons
également étudié le comportement de nos bornes lorsqu’elles sont calculées avec un meilleur
prédicteur de I'écart en généralisation. En effet, nous nous sommes idéalement intéressés a
concentrer la mesure de probabilité associée a ps sur les hypothéses avec un faible écart
en généralisation. Pour ce faire, la fonction paramétrique pour ps peut dépendre d'une
estimation de cet écart. Dans cette section, nous considérons la borne du Corollaire 9.3.1
(avec prior uniforme) et nous étudions les fonctions paramétriques y() suivantes :

w(h,S) = [P (h,S) = ol f(h,S) — f(hscp, S)],

ou f € {DisTFro, DisTL2, PARNORM, PATHNORM, SUMFRO} €t  =m, et ol hsgp est obtenu par
descente de gradient stochastique (SGD). Ce choix particulier de () permet de tirer des
hypotheéses proches de la valeur de la fonction f() évaluée sur hsgp. Nous évaluons également
une fonction paramétrique NeuraL? constituée d'un réseau de neurones appris pour prédire
I'écart en généralisation. Plus précisément, nous apprenons la fonction Neurav(h,S) qui
devient la sortie d'un réseau feed-forward (appris a partir de S), prenant les paramétres w du
modele h et renvoyant un réel positif qui doit représenter |'écart en généralisation. La fonction
NeurarL? compare donc la sortie du réseau feed-forward neural associé a h ~ ps et hsgp.
Notons que I'apprentissage d'un réseau de neurones pour prédire |'écart en généralisation a
été proposé par LEE et al. (2020).
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Nous avons observé que les bornes obtenues dans cette situation se comportent différemment
des bornes avec une mesure de complexité basée sur une norme. En effet, les valeurs moyennes
des bornes pour les mesures basées sur les normes sont toutes non informatives (i.e., elles
sont supérieures a 1). Dans ce cas, les fonctions paramétriques évaluées sur h sont proches
de zéro, alors que I'évaluation sur A’ est grande, impliquant que les bornes sont non in-
formatives. Cela met en évidence un inconvénient des études empiriques de JIANG et al.
(2019) et DzZIUGAITE et al. (2020) qui portent sur la corrélation entre les normes et |'écart
en généralisation sur des réseaux de neurones appris. Or, considérer une norme comme ap-
proximation de I'écart en généralisation est impossible dans ce cas. En effet, redimensionner
les poids des réseaux (par un scalaire) donne exactement les mémes prédictions et conserve
le méme écart en généralisation tout en modifiant la norme; cela est dii a I'utilisation de
fonctions d'activation homogeénes non négatives, telles que la (Leaky) RELU standard (e.g.,
NEYSHABUR et al., 2015 ; DINH et al., 2017). En revanche, les fonctions paramétriques NeuraL
et Neurar? fournissent des bornes précisent et sont proches des bornes idéales. Cela illustre
que I'apprentissage d'une fonction paramétrique (et donc d'une mesure de complexité) peut
aider a obtenir des bornes en généralisation plus précises. Notons que les bornes avec Neurar
et Neurar? sont précises méme sans prior dépendant des données, pourtant généralement
nécessaire pour obtenir des bornes précises pour les réseaux de neurones (e.g., DZIUGAITE
et ROy, 2017; DZIUGAITE et al., 2021 ; PEREZ-ORTIZ et al., 2021; VIALLARD et al., 2024b).
Ce résultat est prometteur et encourageant pour s'affranchir du besoin d'un prior dépendant
des données en PAC-Bayes.

9.5 Retrouver des bornes en convergence uniforme et
dépendantes d’un algorithme

“La boucle est bouclée”

Cette section marque en quelque sorte la fin de ce manuscrit puisque les résultats de ce
chapitre sont suffisamment généraux pour retrouver deux types de bornes classiques rappelées
dans le Chapitre 2 dans les Sections 2.3.1 et 2.3.2. Les Corollaires 9.5.1 et 9.5.3 ci-dessous
ne présentent pas de nouvelles bornes, mais montrent comment obtenir des bornes existantes
en intégrant une mesure de complexité spécifique 1().

Borne en généralisation basée sur la convergence uniforme. A partir du Théoreme 9.3.1,
nous pouvons obtenir la borne générale en convergence uniforme suivante.

Corollaire 9.5.1 (Borne en convergence uniforme). Soit ¢ : Hx (XxY)—0, 1] une fonction
perte et ¢ : [0,1]>—R I'écart en généralisation. On suppose qu'il existe une fonction
®, :]0,1]—R vérifiant la Définition 2.3.1. En appliquant le Théoreme 9.3.1 avec la
fonction paramétrique pi() définie pour tout (h,S) € Hx (XxY)™ par

u(h,S) = (R (1), Rs(h)) — Dy(2) = Inm(h),

pour tout d €0, 1], on obtient la borne :
suppen ¢(Rb(h). Rs(h)) <
P 16 N o >
S <1>u<§>+1n< £, Eexp|0(Rb (/). Re () ~o(Rb(h), Ré(h’))})

52 SID™ from
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Ce corollaire souligne que notre cadre est suffisamment général pour pouvoir obtenir une
borne basée sur la convergence uniforme. En effet, si nous sommes en mesure de trouver
(avec une grande probabilité) une borne supérieure de I'écart en généralisation dans le pire

des cas sup,, qb(RéD(h), ﬁé(h)) notée ®,(0), alors notre cadre permet de dériver une borne

dépendant de ®,(0). Par exemple, considérons la borne ®,(d) = rad(H)+ /5> In} qui
dépend de la complexité de Rademacher rad(H). Alors, nous pouvons obtenir le corollaire
suivant qui est une borne dépendant de ®,(0).

Corollaire 9.5.2 (Borne basée sur la complexité de Rademacher). Soit £ : Hx(XxY)—|0, 1]
une fonction perte. En appliquant le Théoréme 9.3.1 avec la fonction paramétrique ()
définie pour tout (h,S) € Hx(XxY)™ par

4

u(h,S) = —/m[Rp(h)—Rs(h)] — v/m

2

rad(H)+/5-In 3} —Inm(h),
pour tout 0 € |0, 1], on obtient la borne :

0 1 4 IniZy2
P [supheH [Rg(h) _ Rs(h)] < rad(H) /g g+ S

La borne du Corollaire 9.5.2 est supérieure a la borne du Théoréeme 2.3.3 (Chapitre 2).
C'est un comportement attendu puisque nous utilisons la borne dans la fonction z(). Nous
pouvons cependant noter que plus le nombre d'exemples m est grand, plus notre borne sera
proche de la borne classique de MoOHRI et al. (2012). Obtenir de nouvelles bornes basées sur
la convergence uniforme (sans s'appuyer sur des bornes déja connues) en définissant une
fonction paramétrique spécifique pi() est une tache non triviale, ce qui en fait une piste de
recherche passionnante a explorer.

Borne en généralisation dépendante de I'algorithme. De maniere similaire, nous pou-
vons obtenir la borne en généralisation suivante.

Corollaire 9.5.3 (Borne dépendante de I'algorithme). Soit ¢ : Hx(XxY)—0, 1] une fonc-
tion perte et ¢:[0, 1]2—R I'écart en généralisation. On suppose qu'il existe une fonction
®, 110, 1]—R vérifiant la Définition 2.3.4. En appliquant le Théoréme 9.3.1 avec la fonc-
tion paramétrique 1i() définie pour tout (h,S) € Hx(XxY)™ par

u(h, S) = —d(Ro (), Rs(h)) — Ba(3) — In(h),

pour tout 0 € |0, 1], on obtient la borne :

6(Rh(hs). R(hs)) <

16

o | 0@+ 50 &, £ ew[o(Ro(Re) — o(Ro0).Rsm)] )| 7

62 S'nD™ from

Ainsi, notre cadre est également suffisamment général pour pouvoir retrouver des bornes
qui dépendent de I'algorithme d'apprentissage. Plus précisément, |'écart en généralisation

¢
¢(R%(h5),RS(hS)> associé a I'hypothése hg est majoré par une constante. Comme pour
les Corollaires 9.5.1 et 9.5.2, I'inconvénient du Corollaire 9.5.3 réside dans le fait qu'il est
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nécessaire de s'appuyer sur une borne déja connue pour obtenir notre résultat. Ainsi, des
recherches supplémentaires doivent étre menées pour établir de nouvelles bornes entierement
dépendantes de I'algorithme en définissant une fonction paramétrique spécifique ().

9.6 Conclusion

Contrairement aux cadres classiques de la théorie statistique de |'apprentissage, ol une
mesure de complexité est imposée par le cadre lui-méme, nous proposons une borne en
généralisation générique et novatrice permettant a |'utilisateur de choisir une fonction pa-
ramétrique agissant comme mesure de complexité. Cette mesure intégre une fonction qui
dépend a la fois des données et du modele. Un des intéréts est que cette mesure peut étre
congue pour favoriser des propriétés souhaitées sur les hypotheéses. En particulier, nous avons
montré empiriquement que lorsque cette fonction est apprise de maniére a représenter |'écart
en généralisation, nos bornes sont précises, méme sans recours a des priors dépendants des
données. A notre connaissance, notre cadre est I'un des rares suffisamment généraux pour
offrir des garanties théoriques pour des mesures de complexité apprises et pour celles utilisées
en pratique (par exemple, basées sur certaines normes de poids).

Enfin, nous pensons que ce travail ouvre de nouvelles perspectives de recherche visant
a rapprocher la théorie statistique de I'apprentissage et la pratique. En effet, notre cadre
pourrait fournir des informations précieuses sur la généralisation des modeles profonds en
intégrant de nouvelles mesures de complexité, telles que (i) I'apprentissage d'un modeéle
interprétable basé sur des caractéristiques comme la configuration d’un réseau de neurones,
ou (ii) de nouvelles fonctions paramétriques concues a la main, simples, mais prédictives de
la généralisation.
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Conclusion

10.1 Sur I'importance du partage des savoirs . . . . . . . . . ... 148
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10.3 Surlasuite . . . . .. 150

Les travaux présentés dans ce manuscrit regroupent mes contributions en théorie PAC-
Bayésienne, fil rouge de mes recherches depuis plus de 10 ans. Cette histoire a débuté lors
de ma deuxieme année de these avec ma rencontre avec Francgois Laviolette et la publication
de mon premier article sur la théorie PAC-Bayésienne : PAC-Bayesian Generalization Bound
on Confusion Matrix for Multi-Class Classification (MORVANT et al., 2012b), en collaboration
avec Sokol Koco et Liva Ralaivola. Ce papier, a I'approche purement théorique, propose
une borne PAC-Bayésienne sans lien direct avec un algorithme particulier. C'est ce résultat
qui m’'a conduit a me familiariser avec la théorie PAC-Bayésienne (a I'époque peu explorée
en comparaison avec les avancées actuelles), pour ensuite arriver au développement des
nouvelles méthodes et algorithmes présentés dans ce manuscrit, avec comme point culminant
le développement d'algorithmes auto-certifiés, directement orientés vers I'optimisation des
garanties théoriques. J'ai donc choisi de ne pas inclure dans ce manuscrit mes travaux qui
ne relevent pas directement de cette thématique (BELLET et al., 2014; MARCHAND et al.,
2014 ; GOYAL et al., 2018; GAUTHERON et al., 2019; PATRACONE et al., 2024), ou qui n'ont
pas donné lieu a une publication.

Les travaux présentés (ou non) dans ce manuscrit constituent sans aucun doute les bases et
les fondements des orientations futures que je poursuivrai. Je considére ce manuscrit comme
une photographie a l'instant ¢ de mon parcours scientifique. Il illustre le chemin parcouru au
fil des années, tout en reflétant mes réflexions, mes collaborations et mes projets. L'objectif
de cette partie n'est donc pas de fournir une conclusion globale au manuscrit, mais plutét de
partager quelques réflexions personnelles sur mon parcours et sur la direction que je prends.

10.1 Sur I'importance du partage des savoirs

Je commence par ce qui est trés probablement le plus important pour moi, a savoir que
la recherche et I'enseignement suivent un méme fil conducteur : le partage des connais-
sances. Avec le recul, c'est précisément ce qui constitue le moteur de mon avancement. Ce
que j'estime étre ma véritable réussite aujourd’hui ne réside pas réellement dans les résultats
scientifiques présentés dans ce manuscrit, mais plutot dans le partage de savoirs qui a permis
d'atteindre de tels résultats. Sans enseignement a la base, il n'y aurait pas d'avancée scienti-
fique (et réciproquement). Nous nous souvenons tous et toutes d'un ou plusieurs enseignants
qui ont marqué notre parcours scolaire, en posant les fondements de ce que nous sommes
devenus. C'est pourquoi mon engagement dans |'enseignement en Licence, en particulier
avec ma responsabilité en L2, est au coeur de mes activités.

Méme s'il est difficile de suivre le devenir des étudiants, j'essaie de leur transmettre, a
mon tour, ce qui m'a été transmis, apportant ainsi ma pierre a I'édifice de leur construction
personnelle et professionnelle. Il est d’ailleurs extrémement gratifiant de retrouver en these,
qu'ils soient encadrés par moi ou non, des étudiants que j'ai eu la chance d'accompagner
depuis leur L1 ou leur L2. L'encadrement de stagiaires de master et de doctorants s'inscrit
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ainsi naturellement dans la continuité de mon implication en enseignement a la Faculté des
Sciences et Techniques de I'UJM, offrant une autre facette du partage des connaissances.

Quel que soit le doctorant, je percois la théese comme un échange d'expériences et de
compétences, a la fois scientifique et humain, enrichissant pour les deux parties. J'envisage
le role d’encadrant de thése comme une relation de Maitre a éleve, ou il s'agit de guider,
d'orienter et de mettre le doctorant sur la voie, tout en lui laissant |'espace nécessaire pour
se forger sa propre expérience, apprendre de ses erreurs et devenir autonome. Une fois “sur
les rails”, le doctorant pourra a son tour transmettre ce qu'il a appris.

C'est avec cette vision que j'ai encadré mes trois premiers doctorants et que j'en encadre
actuellement deux. C'est grace au travail de ces doctorants que nous avons pu obtenir les
résultats présentés dans ce manuscrit, sans eux et sans toutes les personnes avec qui j'ai pu
collaborer, cela n'aurait pas été possible. Leur contribution est fondamentale, et je leur en
suis profondément reconnaissante.

10.2 Sur mon parcours scientifique

J'ai effectué ma these d'octobre 2010 a septembre 2013 au sein de I'équipe Qarma du
Laboratoire d'Informatique Fondamentale de Marseille (aujourd’hui le LIS) sous la direction
d'Amaury Habrard et de Stéphane Ayache. Mes travaux portaient sur |'apprentissage auto-
matique, et j'ai eu la chance de pouvoir explorer a la fois des problématiques pratiques, en
développant des algorithmes pour la classification de données multimédia (images et vidéos),
et des problématiques théoriques, notamment en lien avec la théorie de |'adaptation de do-
maine et la théorie PAC-Bayésienne. J'ai poursuivi avec un post-doctorat d'octobre 2013 a
septembre 2014 au sein de |'équipe de vision par ordinateur et apprentissage automatique
dirigée par Christoph Lampert a I'IST Austria. Comme pour ma theése, ce post-doctorat se
situait a la croisée de la théorie et de la pratique. C'est durant cette période que j'ai pris
conscience de mon intérét profond pour |'apport de la théorie dans |I'apprentissage automa-
tique, ce qui a défini la ligne directrice de mes travaux depuis.

En 2014, j'ai rejoint I'Université Jean Monnet de Saint-Etienne en tant que Maitre de
Conférences. Mes recherches ont d'abord porté sur des problématiques assez proches de ma
these et de mon post-doctorat. J'ai en effet déposé un projet de thése de doctorat aupres
de la région Auvergne-Rhone-Alpes (dispositif ARC6) sur I'apprentissage multivues et la
théorie PAC-Bayésienne. Cette demande a conduit au financement de la these d'Anil Goyal
(2015-2018) que j'ai co-encadré avec Massih Reza Amini (LIG, Grenoble), dont une partie
des résultats est présentée dans le Chapitre 3. En parallele, j'ai étendu mes travaux sur la
théorie de |'adaptation de domaine débutés durant ma thése et présentés dans le Chapitre 4.
Ensuite, j'ai été impliquée dans la thése de Léo Gautheron (2017-2020) en co-encadrement
avec Marc Sebban et Amaury Habrard, these durant laquelle je suis montée en compétence
sur |'apprentissage a partir de données déséquilibrées et sur |'apprentissage de métriques. Une
partie des résultats obtenus durant cette these est présentée dans le Chapitre 5. C'est durant
cette période que mes recherches se sont plus spécifiquement recentrées sur la théorie PAC-
Bayésienne et son potentiel pour améliorer les méthodes d'apprentissage de représentation.
Cela inclut des approches en apprentissage de métriques et des travaux en apprentissage
profond. Ces recherches m’ont conduit a déposer un projet ANR (projet APRIORI) qui a
été accepté et que j'ai ainsi piloté de 2019 a 2023. C'est dans ce contexte que j'ai pu
co-encadrer la thése de Paul Viallard (2019-2022, aujourd'hui chercheur a I'Inria Rennes)
avec Amaury Habrard et Pascal Germain (GRAAL, Université Laval, Québec). Malgré les
contraintes imposées par la période du COVID, ce projet a été une réussite, posant les
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bases pour la dérivation d'algorithmes auto-certifiés. Une partie des résultats obtenus sont
présentés dans les Chapitres 6, 7, 8 et 9.

10.3 Sur la suite

Depuis I'obtention des derniers résultats présentés dans ce manuscrit, je m'intéresse a
des problématiques cruciales en apprentissage automatique aujourd'hui. En effet, I'analyse
théorique des capacités en généralisation des méthodes d'apprentissage sur de nouvelles
données devient de plus en plus essentielle pour garantir la robustesse des décisions face aux
attaques extérieures, ainsi que I'équité des modeles face aux biais intrinseques des données
ou de la structure des algorithmes. Actuellement, je suis impliquée en tant que coordinatrice
locale dans un projet ANR consacré a I'apprentissage équitable a partir de données multi-
vues (faisant une sorte de lien entre mes travaux post thése et mes intéréts actuels). Ce
projet finance la these de Julien Bastian, débutée en octobre 2024, que je co-encadre avec
Christine Largeron et Guillaume Metzler (ERIC, Lyon 2). Par ailleurs, la thése de Hind Atbir,
co-encadrée avec Rémi Eyraud, Farah Cherfaoui et Paul Viallard, a également débuté en 2024
(financée par I'Ecole Doctorale SIS). Ses travaux se concentrent actuellement sur la dérivation
de bornes PAC-Bayésiennes pour des fonctions pertes pouvant étre utilisées non seulement
dans le cadre de I'apprentissage équitable, mais également pour d'autres problématiques telle
que |'apprentissage a partir de données déséquilibrées. Nous avons d’ailleurs déja obtenu des
premiers résultats préliminaires prometteurs présentés lors de la conférence en apprentissage
automatique francophone (ATBIR et al., 2024).

En parallele, motivée par I'objectif d’améliorer la confiance, la fiabilité et la sécurité des
modeles d'apprentissage automatique, j'ai déposé un nouveau projet ANR, en collaboration
notamment avec Paul Viallard. Ce projet, nommé APosTeriori (en référence a la théorie PAC-
Bayésienne), s'inscrit dans la continuité des avancées obtenues avec le projet APRIORI. Il vise
a combler le fossé entre les avancées théoriques et les applications pratiques dans deux cadres
spécifiques de |'apprentissage automatique : les bandits manchots et la prédiction conforme.
Contrairement aux approches classiques dans ces cadres, ol les algorithmes sont congus a
priori sans nécessairement tenir compte des garanties théoriques, ce projet a pour objectif de
dériver de nouveaux algorithmes directement a partir de ces garanties (a posteriori). L'objectif
principal est d'établir des bornes théoriques exploitables pour le regret (dans le cadre des
bandits manchots) et pour le coverage (dans le cadre de la prédiction conforme). Ces bornes
serviront de base pour développer des algorithmes auto-certifiés, capables d'apprendre des
modeles avec des garanties théoriques précises et adaptées a chaque cas spécifique.

< La route? La ol on va, on n'a pas besoin de route! >

De Robert Zemeckis / Retour vers le futur, Dr. Emmett Brown
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